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Análisis de la Legibilidad y Comprensibilidad en

Documentos Académicos

José Medardo Tapia Téllez

Resumen

Esta investigación es un análisis lingǘıstico-computacional de textos académicos a
través de su Comprensibilidad y Legibilidad. En nuestro trabajo nos referimos a
Comprensibilidad como la facilidad o dificultad para entender un texto, y la Legibi-
lidad la entendemos como la facilidad de lectura de un texto para un lector con un
determinado nivel educativo. Utilizamos tres medidas de Comprensibilidad: Carga
de Comprensibilidad (que refiere a la correcta secuenciación entre los conceptos),
Conectividad (que se enfoca en la conexión entre conceptos) y Dispersión (que des-
cribe la densidad de información para el lector por párrafo). Metodológicamente,
para Comprensibilidad, de una colección de documentos académicos seleccionados,
se obtienen estas tres medidas y con ellas se generan parámetros de valoración,
aśı como un proceso de evaluación que consiste en retroalimentación visual para el
reporte parcial de las métricas en un documento nuevo (borrador). Para Legibili-
dad, se construyen clasificadores a través de aprendizaje de máquina los cuales son
capaces de distinguir entres dos textos, cuál de ellos es más o menos legible y es
con estos clasificadores se crean evaluadores que son capaces de acotar superior e
inferiormente el nivel académico de un nuevo documento (borrador). Nuestras apor-
taciones son entonces: un procedimiento para evaluar la Comprensibilidad basado en
tres medidas validadas a través de una colección de textos, un proceso de evaluación
preliminar de Comprensibilidad de borradores de tesis a través de retroalimentación
visual, clasificadores/comparadores basados en documentos académicos de diferentes
niveles y evaluadores capaces de acotar el nivel académico de un texto. Finalmente
y como trabajo a futuro, buscamos la evaluación del proceso de retroalimentación
visual, la construcción de clasificadores basados en una LSTMR y la generación de
una API capaz de evaluar un documento de tesis en proceso a través de nuestras
aportaciones.



Legibility and Comprehensibility Analysis on

Academic Texts

José Medardo Tapia Téllez

Abstract

This research is a computational linguistic analysis of academic texts through its
Comprehensibility and Legibility. In our work we refer to Comprehensibility as the
ease or di�culty to understand a text, and we understand Legibility as the ease
of reading of a text for a reader with a specific academic level. We utilize three
Comprehensibility measures: Comprehensibility Burden (which refers to the correct
sequentiality between concepts), Connectivity (that focuses in the connection bet-
ween concepts), and Dispersion (which describes the density of information for the
reader). Methologically, for Comprehensibility, from a collection of selected academic
documents, we obtain these three measures and, with them, we generate evaluation
parameters as well as a evaluation process which consists in visual feedback for the
partial report of the metrics in a thesis draft. For Legibility, we build classifiers th-
rough the use of machine learning which are capable to distinguish between a couple
of texts, which one of them is more or less legible than the other. Based on these
classifiers, evaluators are built, which are instances capable of creating top and bot-
tom limits on the academic level of a working thesis document. Our contributions
then are: a procedure to evaluate the Comprehensibility based on three measures
validated through a collection of texts, a process of preliminary evaluation of thesis
drafts based on visual feedback, classifiers based on academic documents of di↵erent
leves, and evaluators that limit the top and bottom level of an academic thesis draft.
Finally, and as future work, we want to evaluate our visual feedback process, modify
the construction of classifiers and now base it on a LSTMR, and the generation of
an API capable of evaluating a thesis draft through our contributions.
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y observaciones perspicaces, hicieron que este proyecto de investigación se convir-
tiera en una realidad; les extiendo un fuerte agradecimiento. Aśı mismo, estoy en
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2.2.1. Lingǘıstica Computacional . . . . . . . . . . . . . . . . . . . . 14
2.2.2. Procesamiento de Lenguaje Natural (PLN) . . . . . . . . . . . 14
2.2.3. Etiquetado de Partes del Discurso . . . . . . . . . . . . . . . . 15
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6.3. Nube de términos con base en la medida de carga de comprensibilidad

por concepto . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
6.4. Grafo de Conceptos para el Documento . . . . . . . . . . . . . . . . . 57
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Caṕıtulo 1

Introducción

En este primer caṕıtulo presentamos, en primera instancia, la temática que se
aborda en este proyecto de investigación al identificar definiciones introductorias
clave. Después brindamos la motivación del trabajo, donde se indica el porqué se
decide realizar la investigación. A esto le siguen los beneficiarios directos del pro-
yecto de investigación, aśı como a quién está dirigido. Posteriormente, planteamos
la problemática y el porqué ésta es pertinente, es a través de ella que después se
presentan los objetivos del trabajo, general y particulares. A continuación de los
objetivos, se presenta la metodoloǵıa a seguir para abordarlos y el caṕıtulo cierra
describiendo la organización del documento en general.

1.1. Temática

El tema principal de este trabajo de investigación cae en el área de la lingǘıstica
computacional. En espećıfico trabajamos sobre dos aspectos del área: Comprensibi-
lidad y Legibilidad. La primera refiriéndose a la facilidad o dificultad para entender
un texto y la segunda entendida como la facilidad de lectura de un texto para un
lector con un determinado nivel educativo. Con base en la Comprensibilidad son tres
las medidas de nuestro interés: Carga de Comprensibilidad, Conectividad y Disper-
sión. Todas las medidas se basan en el análisis de los conceptos en un documento
de tesis, en espećıfico, la primera analiza la secuencialidad, la segunda la conexión y
la tercera la densidad. Con estas medidas generamos parámetros de valoración para
finalmente utilizar el mismo proceso de obtención de las medidas en la creación de
un proceso de retroalimentación visual.

Finalizada la primera parte de nuestro proyecto de investigación, se pasa a la que
involucra a la Legibilidad. Aqúı se construyen clasificadores a través de aprendizaje
de máquina, los cuales fungen como comparadores que son capaces de determinar
entre dos textos, cuál de ellos es más o menos legible, i.e. cuál de los dos es más
fácil de leer que el otro. Es con estos clasificadores que se construyen evaluadores
los cuales son capaces de acotar superior e inferiormente el nivel académico de un
documento nuevo o en proceso.

En resumen, nuestro proyecto utiliza Mineŕıa de Textos, Procesamiento de Len-
guaje Natural, Aprendizaje de Máquina, visualización de texto y Lingǘıstica para
generar evaluaciones tanto de Comprensibilidad como de Legibilidad en documentos
de tesis en proceso (borradores).

Enfocándonos al área más general, la Lingǘıstica Computacional. Según [5], ésta

1
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busca el desarrollar maquinaria con contenido lingǘıstico necesario para que un agen-
te (ser humano o programa computacional) exhiba algún comportamiento lingǘısti-
co. Entonces, y con base en la definición, concluimos que la Lingǘıstica Compu-
tacional es una integración de las Ciencias Computacionales y de la Lingǘıstica. En
principio, la conexión entre estas dos áreas, puede parecer extraña, sin embargo, el
lenguaje involucra sistemas de śımbolos y las computadoras son rápidas al procesar
éstos. El desarrollo sobre estas dos áreas en conjunto, ha permitido herramientas
tan poderosas como los motores de búsqueda en Internet.

Los motores de búsqueda mencionados, aśı como nuestra investigación, utilizan
el Procesamiento de Lenguaje Natural (PLN). Según [22], PLN es un rango de
técnicas computacionales motivadas teóricamente para analizar y representar texto
que ocurre naturalmente en uno o más niveles de análisis lingǘıstico, esto para lograr
un procesamiento humanoide de una gama de tareas o aplicaciones lingǘısticas.

Con base en la definición, el “rango de técnicas computacionales” refiere a que
encontramos múltiples métodos para lograr un análisis de lenguaje en particular. La
noción de “textos que ocurren naturalmente” expresa que pueden ser de cualquier
lenguaje, moda o género. El único requerimiento para los textos es que sean de un
lenguaje usado por humanos y que no sea construido solo para su análisis, sino que
tenga un uso natural. La noción de “niveles de análisis lingǘıstico” refiere a que hay
múltiples tipos de procesamiento de lenguaje y teóricamente los humanos ocupamos
todos al mismo tiempo. El “procesamiento humanoide de lenguaje” rebela que PLN
es considerado una disciplina de la Inteligencia Artificial (IA) dado que proviene de
una capacidad humana. Finalmente utilizarlo en una “gama de tareas” indica que
PLN no es la meta como tal, excepto quizá para investigadores en IA. Para otras
personas, PLN es el medio por el cual se realizan ciertas tareas, como podŕıa ser
sistemas de Recuperación de Información (RI), aśı como sistemas de evaluación de
Comprensibilidad o de Legibilidad.

Íntimamente relacionado con PLN, se encuentra la Mineŕıa de Textos [15], que
trata sobre el análisis de texto con apoyo de máquinas. Mineŕıa de Textos utiliza
técnicas de RI, extracción de la información, aśı como PLN y las conecta con los
algoritmos para mineŕıa de datos, aprendizaje de máquina y estad́ıstica. En nuestro
proyecto de investigación, utilizamos Mineŕıa de Textos para la extracción de infor-
mación e identificación de patrones en los textos, esto tanto para Comprensibilidad
como para Legbilidad.

1.1.1. Legibilidad

Según [3], la Legibilidad implica referirnos a la suma de todos los elementos en un
material textual que afectan el entendimiento del lector, la velocidad de lectura y el
nivel de interés del material. Estos elementos pueden incluir caracteŕısticas como lo
seŕıan complejidad de la sintaxis de la oración; la familiaridad de la semántica hacia
los conceptos discutidos, si hay apoyos visuales; la sofisticación de los argumentos
lógicos o la inferencia utilizada para conectar las ideas; y muchas otras dimensiones
de contenido. Aśı mismo, la legibilidad también depende del lector, sus antecedentes
educativos y sociales, intereses y motivación para aprender.

El aprender se traduce hacia una necesidad de información y para que el apren-
dizaje sea efectivo se necesita una información de calidad. Evaluar eficazmente do-
cumentos de texto es entonces imprescindible y esto es posible a través de medidas
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de Legibilidad, que toman de entrada un texto y estiman un valor numérico, aśı
mismo hay otro tipos de formas de evaluación. La evaluación predictiva indica el
nivel o grado de legibilidad, siendo de nuestro interés ya que nos interesa evaluar un
documento de texto dentro de un cierto nivel académico.

Las medidas de legibilidad han venido evolucionando fuertemente en años re-
cientes, a través de nuevos métodos computacionales, aśı como de nuevas fuentes de
datos y aplicaciones en ĺınea y redes sociales. Por un lado se tienen las medidas de
legibilidad tradicionales, e.g. [33], que estima la legibilidad de textos basándose en
funciones simples de dos o tres variables lingǘısticas como el conteo de śılabas y pa-
labras. Actualmente vemos un cambio de estas medidas tradicionales y superficiales
en favor de algoritmos de evaluación basados en datos. Éstos se basan en represen-
taciones derivadas a través lingǘıstica computacional y se combinan con sofisticados
modelos de predicción basados en aprendizaje de máquina, para aśı lograr análisis
más profundos, precisos y orientados a textos más diversos.

Nuestra evaluación en legibilidad, utiliza aprendizaje de máquina y, en general,
un enfoque para predicción de la legibilidad, consiste de los siguientes pasos:

1. Un conjunto de datos con un etiquetado generado a través de un panel de
expertos.

2. Un conjunto de caracteŕısticas que se definen y deben ser obtenidas de un
texto. Éstas capturan atributos semánticos, sintácticos o de otro tipo.

3. Un modelo de aprendizaje de máquina que aprende a predecir las etiquetas
provéıdas por nuestro panel de expertos y que son parte del conjunto de datos
de entrenamiento. Esto se logra a través de los valores de las caracteŕısticas
extráıdas, de aqúı que para cada texto de entrenamiento se extraen caracteŕısti-
cas espećıficas para formar un vector representativo a ese texto. El modelo se
entrena con base en estos vectores representativos y su respectivo etiquetado.

Con base en el primer punto, la colección utilizada en nuestro proyecto de in-
vestigación se compone por tesis de cuatro diferentes niveles académicos: Técnico
Superior Universitario, Licenciatura, Maestŕıa y Doctorado. Esta colección ha sido
sometida a un panel de expertos que aceptó y valoró los proyectos de investigación
(instituciones educativas, sinodales y directores de tesis) y fue construida por [9].
Con base en el segundo punto, las caracteŕısticas que hemos elegido para repre-
sentar a los documentos son las léxico-semánticas. A continuación presentamos las
exploradas en la literatura:

Léxico-semánticas: palabras raras, no familiares o ambiguas.

Morfológicas: La morfoloǵıa, en lingǘıstica, estudia la relación entre el sig-
nificado y la forma tanto en las palabras como entre ellas. Un ejemplo del
estudio de estas caracteŕısticas podŕıan ser las part́ıculas morfológicas, éstas
son caracteŕısticas basadas en inflexión y derivación del idioma Alemán [12].

Sintaxis: estructuras gramaticales

De discurso:

• Organización micro-estructural del texto: utilización de conectivos y otras
caracteŕısticas de cohesión para clarificar relaciones o transiciones.
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• Organización macro-estructural: partes expĺıcitas que caracterizan una
estructura argumental

Semánticas de alto nivel: utilización de inusual de sentidos, idiomas, o connota-
ciones sutiles; dominio o conocimiento del mundo requerido para comprender
el texto

Pragmáticas: contextuales o sujetas a influencia de género, e.g. sarcasmo.

Finalmente, en cuanto al punto tres, los ejemplos de modelos para la predicción de
legibilidad, la mayoŕıa caen en regresión o clasificación y una excelente comparación
de varios modelos de clasificación y regresión para predicción de Legibilidad, la
encontramos en [13]. Otros estudios como el de [27], [32], [37] tratan a la predicción
de Legibilidad como un problema de preferencias entre dos textos, de tal forma
que predicen la dificultad relativa de un par de documentos. Nuestro proyecto de
investigación construye Clasificadores/Comparadores de este tipo según el método
reportado en [35].

1.1.2. Comprensibilidad

El segundo tema central en nuestra investigación es la Comprensibilidad. Definir
comprensibilidad de un texto no es fácil y cae más sobre qué elementos necesita un
texto para estar bien escrito y según [18] son los siguientes:

1. Los conceptos en el documento están conectados correctamente unos con otros.

2. Los conceptos en el texto están organizados de tal forma que múltiples ocurren-
cias de un concepto están posicionadas cercanamente entre si (caracteŕıstica
de dispersión).

3. Los conceptos en un documento están organizados de tal forma que un con-
cepto es primero explicado y luego este concepto es usado para explicar otro
concepto (propiedad de secuencialidad).

Adoptamos estas propiedades cualitativas para considerar qué tan comprensible es
un texto. En espećıfico, a través de tres medidas ya propuestas en la literatura que
son: Conectividad, Dispersión y Carga de Comprensibilidad.

1.2. Motivación

Una vez ya introducidos los conceptos y factores básicos de la investigación,
pasaremos a presentar las motivaciones que llevan a realizar este proyecto de in-
vestigación. En primer lugar motivaremos la investigación en el área de lingǘıstica
computacional, continuando con mineŕıa de datos, evaluación de Legibilidad y final-
mente en Comprensibilidad.

El éxito de la lingǘıstica computacional se debe en parte a su capacidad de pro-
cesar rápidamente una gran cantidad de datos que provienen de la web. Esto ha
llevado a la utilización de enfoques estad́ısticos que desplazan los enfoques tradicio-
nales que involucraban modelos “hechos a mano” para su uso lingǘıstico. El éxito
de estos nuevos modelos y la vasta cantidad de datos emṕıricos que éstos proveen,
nos brinda una cantidad abundante de información para plantear nuevas preguntas.
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Mientras que los algoritmos computacionales y modelos estad́ısticos están bien
estudiados, el hacer que las computadoras adquieran una vasta información tanto
lingǘıstica como de conocimiento todav́ıa continúa siendo un reto. Dicho de otra
manera, lograr que una computadora aprenda de datos no es fácil y tiende a ser
costoso. Los métodos de extracción de la información pueden adquirir información
valiosa acerca del mundo y los retos actuales que enfrenta la lingǘıstica computacio-
nal están ı́ntimamente relacionados con el problema de representar el conocimiento
humano del mundo y esto solamente se logra a través del estudio de cómo los hu-
manos representan y comunican este conocimiento a través de lenguaje natural.

De aqúı nace la motivación principal de estudiar escritos de tesis, ya que repre-
sentan una parte fundamental de cómo comunicamos y aprendemos ciencia como
estudiantes e investigadores. Si somos capaces de generar herramientas computacio-
nales que logren facilitar esta comunicación, o a la tarea de favorecer la creación de
este tipo de textos, estamos entonces desarrollando una investigación de importancia
en un área que apoya a lectores, estudiantes, asesores/editores e investigadores en el
área. Ahora, si nos interesa el análisis cualitativo de tesis de grado, la siguiente pre-
gunta es cómo generar una evaluación de las mismas. De aqúı que investigando en la
literatura encontramos medidas lingǘısticas para la Comprensibilidad y Legibilidad.

La elección de evaluar la Legibilidad está motivada con base en la naturaleza
de su definición. Nos interesa, para una tesis de grado, la evaluación de su nivel
académico a través de la dificultad de su lectura para aśı mejorarlo. Como siguiente
punto, se elige esta caracteŕıstica debido a la información abundante que encontra-
mos sobre ella, posibilitando realizar evaluaciones exitosas de la legibilidad en tesis
a través de una metodoloǵıa en el estado del arte. Al revisar la literatura, en general
se reportan modelos que se basan tanto en regresión como en clasificación, nues-
tra investigación en cambio, utiliza un modelo de ranqueo de legibilidad. Esto es
motivante debido a que no es un modelo que se utilice comúnmente pero ha demos-
trado buenos resultados, e.g. en [35]), aśı mismo y debido a que nuestro corpus de
datos es limitado, utilizar modelos profundos de aprendizaje de máquina se vuelve
complicado y este ranqueador se puede construir con los datos disponibles.

Con base en Comprensibilidad, las principales motivaciones para realizar nues-
tra investigación a través de este atributo lingǘıstico son tres. En primer lugar, es
un área de estudio importante donde no hay tanta literatura, de aqúı que realizar
investigación en ella es relevante. En segundo lugar, gracias al trabajo de [29] y
[18], pudimos identificar representaciones que con ciertas modificaciones se pod́ıan
adaptar a nuestro tipo de documentos para aśı poder extraer información cuanti-
tativa sobre la dificultad de estos textos. Aśı mismo, en la revisión del estado del
arte, observamos que no se han obtenido ni representaciones ni extracciones de es-
tas métricas de comprensibilidad para tesis de grado, de aqúı que hacerlo se vuelve
pertinente para la investigación en lingǘıstica-computacional. Como última moti-
vación, el mismo proceso de obtención de estas medidas puede ser utilizado para
retroalimentar visualmente al autor del texto, son este tipo de herramientas que en
un futuro pueden asistir tanto a estudiantes como a revisores en la corrección de
una tesis en proceso.
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1.3. A quién está dirigido

A continuación presentamos lo que nosotros consideramos son los principales
beneficiarios de nuestro trabajo de investigación.

Como beneficiarios directos de esta investigación están estudiantes que se en-
cuentren en el proceso de realización de una tesis de grado. Nuestro trabajo sienta
bases importantes para que en un futuro, un estudiante pueda introducir su trabajo
de tesis en una herramienta y ésta le regrese una evaluación del nivel académico de
su tesis. Esta evaluación se realizaŕıa con base en la Comprensibilidad y Legibilidad
de la misma, aśı mismo se incluiŕıa una retroalimentación que se basaŕıa espećıfi-
camente en la Comprensibilidad del texto y que abordaŕıa posibles problemas o
fortalezas que se observen en las medidas de Conectividad, Dispersión y Carga de
Comprensibilidad en el texto.

Otro beneficiario directo es el asesor o editor de la tesis. Investigaciones como
la presentada en este trabajo, sientan las bases para que en un futuro el asesor o
editor pueda introducir el borrador de tesis de un estudiante en la herramienta y
esta indique puntos relevantes que ameriten edición o trabajo en un borrador de
tesis. El software señalaŕıa problemáticas o fortalezas de Conectividad, Dispersión
y Carga de Comprensibilidad para que el editor aborde éstas con el autor del texto.
Todo esto ciertamente le ahorraŕıa trabajo al asesor y lo apoyaŕıa a concentrarse en
avanzar la investigación.

Debido a que nuestro trabajo se centra sobre el área de Lingǘıstica Computacio-
nal, investigadores relacionados con la temática pueden beneficiarse de nuestras
contribuciones. Aśı mismo puede beneficiar a investigadores en Mineŕıa de Textos,
Procesamiento de Lenguaje Natural y Aprendizaje de Máquina enfocado en clasifi-
cación de texto.

Finalmente, consideramos que los lectores de ciencia en general se pueden ver
beneficiados de esta investigación. En este trabajo en espećıfico, la experimentación
se realiza sobre secciones de documentos de tesis pero el procesamiento del texto
no está limitado a este tipo de documentos. Si bien es cierto que se tendŕıan que
realizar ciertas modificaciones para incluir diferentes secciones, de diferentes tipos de
texto, el corazón del proyecto yace en el análisis de medidas de Comprensibilidad y
evaluaciones de Legibilidad sobre éstas. Las modificaciones no seŕıan cuantiosas para
poder incorporar diferentes documentos, como, por ejemplo, podŕıan ser art́ıculos
de investigación. Es por esto entonces que consideramos que investigación como la
nuestra, genera apoyos en el área de comunicación de ciencia en general, esto debido
a que un texto legible y comprensible es un texto que comunica de manera más
efectiva información.

1.4. Problemática y Justificación

1.4.1. Problemática

La comunicación de conocimiento en la ciencia se basa en el intercambio de ideas
a través de textos académicos, sin embargo, esta comunicación se puede ver afectada
por diferentes factores que se reflejan en una baja Comprensibilidad y Legibilidad.
Aśı mismo, la creación de estos textos no es una tarea sencilla para los autores debido
a que se enfrentan a diversos obstáculos, que pueden llevar a la creación de un texto
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vago o, en el peor de los casos, abandonar la escritura del mismo. Para evitar esto,
los autores reciben apoyo de evaluadores, editores y asesores, sin embargo, este no
es suficiente y hasta éstos se podŕıan beneficiar de recibir un texto de mejor calidad;
permitiendo que los revisores se concentren en el contenido de la investigación en
vez de aspectos técnicos del texto en proceso.

Los problemas mencionados anteriormente nos llevan a nuestra problemática
técnica y que se abordó en este proyecto de investigación: El diseño de métodos
y técnicas lingǘıstico-computacionales adecuadas para el análisis y mejora de un
borrador de tesis.

1.4.2. Justificación

La problemática mencionada está, en esencia, relacionada con el lenguaje, aśı
que es a través del procesamiento y análisis de lenguaje natural que debe y puede
ser abordada. La Comprensibilidad, ya sea evaluarla o, en nuestro caso crear pro-
cesos para mejorarla, es de gran relevancia para poder impulsar el texto analizado.
Relacionado con esto están las herramientas necesarias para poder mejorar la Com-
prensibilidad de un texto, éstas pudiendo ser aprovechadas tanto por revisores como
por autores. Investigación como la encontrada en [29] y [30] es lo que permite la crea-
ción de este tipo de herramientas y es aśı como nuestra investigación apunta hacia
la creación de técnicas lingǘıstico-computacionales que contribuyan a la realización
de textos más comprensibles y legibles.

Aunado a las técnicas y herramientas que se crearán basados en Comprensi-
bilidad, la Legibilidad es sustancial en nuestra investigación y en general para el
desarrollo de herramientas de escritura para estudiantes. Particularmente investiga-
mos un método de clasificación de Legibilidad que, contrario a literatura en general
para evaluación de legibilidad, se basa en generar comparadores. Esto no se ha he-
cho antes para tesis en español, aśı que el simple hecho de crear y reportar estos
resultados aporta al área de la Lingǘıstica Computacional.

Finalmente, nuestro método es una combinación de dos evaluaciones, una para
Legibilidad y otra para Comprensibilidad, incluyendo también una retroalimentación
visual basada en el proceso de obtención de medidas de Comprensibilidad. Son estos
tres factores en conjunto que crean un innovador proceso de ataque a un problema
que es el de mejorar la comunicación de conocimiento en documentos cient́ıficos.

1.5. Objetivos

1.5.1. Objetivo General

El objetivo general de nuestro proyecto de investigación es la realización y valora-
ción de métodos y técnicas lingǘıstico computacionales basadas en Comprensibilidad
y Legibilidad para la evaluación y retroalimentación de documentos académicos en
proceso.

1.5.2. Objetivos Espećıficos

Los objetivos en espećıfico para lograr alcanzar nuestro objetivo general, son los
siguientes:
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Comprensibilidad

1. Generación y validación de resultados para las medidas de Comprensibilidad
sobre los cuatro niveles académicos.

2. Generación de un proceso de retroalimentación basado en medidas de Com-
prensibilidad para un documento académico.

Legibilidad

1. Creación de clasificadores/comparadores a través de modelos de aprendizaje
de máquina que sean capaces de diferenciar, entre dos documentos de texto,
cuál es más legible que el otro.

2. Creación y selección de evaluadores capaces de evaluar el nivel académico de
un documento en terminos de Legibilidad.

1.6. Contribuciones

Las principales contribuciones generadas por nuestro proyecto de investigación
son las siguientes:

1.6.1. Comprensibilidad

1. Un proceso para evaluar la comprensibilidad basado en tres medidas validadas
sobre una colección de textos escritos en español. Las medidas que evalúa este
proceso son la Carga de Comprensibilidad, Conectividad y Dispersión y se
realiza a través de los siguientes pasos para cada uno de los documentos:

a) Extracción de las secciones

b) División de secciones en párrafos

c) División de párrafos en oraciones

d) Etiquetado de partes de discurso

e) Extracción de conceptos

f ) Creación del grafo de conceptos que incluye ocurrencias por párrafo, asig-
nación del párrafo clave y relaciones entre conceptos.

2. Retroalimentación visual para la evaluación de escritos de tesis en proceso.
Este proceso de retroalimentación utiliza el proceso de evaluación descrito
anteriormente en conjunto con herramientas de visualización como lo son nubes
de términos, grafos y gráficas de barras para proveer retroalimentación visual
a un escrito en desarrollo. A través de este procedimiento somos capaces de
observar las siguientes propiedades de un texto:

a) Conceptos recabados y su frecuencia

b) Las relaciones entre los conceptos que aparecen en el documento

c) Relación entre conceptos y su párrafo clave

d) Conceptos con mayor carga de comprensibilidad
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e) Conceptos con mayor valor de conectividad

f ) Párrafos con alta dispersión

g) El grafo de conceptos del documento

1.6.2. Legibilidad

1. La construcción y comparación de Clasificadores/Comparadores de legibili-
dad basados en documentos de tesis escritos en español para cuatro niveles
académicos diferentes: Técnico Superior Universitario, Licenciatura, Maestŕıa
y Doctorado. Estos Clasificadores/Comparadores se construyeron con la utili-
zación de aprendizaje de máquina y son capaces de evaluar, entre dos secciones
de tesis diferentes, cuál de ellas es más o menos legible que la otra. Las seccio-
nes utilizadas para la construcción de estos Clasificadores/Comparadores son:
Planteamiento del Problema, Resultados y Justificación.

2. La construcción y evaluación de evaluadores basados en los Clasificadores/Comparadores.
Se construyeron cuatros diferentes: Aleatorio, que se basa en la selección de un
referente aleatorio para comparación; Centroide, el cual utiliza un centroide
como referente de evaluación; Máximo, que hace uso de un referente máximo
para comparar y Mı́nimo, que compara a través del referente mı́nimo entre un
conjunto de documentos. Estos evaluadores son capaces de recibir un documen-
to de entrada y acotar tanto superior como inferiormente el nivel académico
del mismo.

1.7. Organización del Documento

El presente trabajo de tesis se encuentra organizado de la siguiente forma:

El caṕıtulo dos incluye una revisión de los conceptos teóricos fundamentales
para lenguaje, computación lingǘıstica, Matemáticas Discretas, Estad́ıstica,
Tesis de Grado que se consideran pertinentes para entender este trabajo de
investigación.

En el caṕıtulo tres se presenta una descripción de los trabajos realizados en
el área de comprensibilidad y legibilidad. Para cada uno de estos trabajos se
analiza el problema abordado, el enfoque del mismo, resultados y metodoloǵıa.
Finalmente cada art́ıculo se compara con nuestro trabajo de investigación y se
señalan similitudes y diferencias.

En el caṕıtulo cuatro describimos el conjunto de datos con el que se trabajará,
primero en aspectos generales, después a través del proceso de depuración que
se llevó a cabo con el mismo, las secciones en espećıfico con las que se trabajó
y finalmente estad́ısticas obtenidas sobre las palabras en los documentos.

El caṕıtulo cinco presenta la metodoloǵıa utilizada para el estudio de Com-
prensibilidad. En primer lugar se detalla la representación usada para los do-
cumentos y el segundo apartado se da la metodoloǵıa para la obtención de las
tres medidas de comprensibilidad: Carga de Comprensibilidad, Conectividad
y Dispersión.



10 CAPÍTULO 1. INTRODUCCIÓN

El caṕıtulo seis aborda los resultados para las medidas de Comprensibilidad.
Primero se presentan las tablas de resultados para las tres secciones recabadas
de cada tesis (Planteamiento del Problema, Justificación y Resultados) con
su respectivo análisis por tabla aśı como análisis de los resultados en general.
La segunda parte del caṕıtulo muestra el sistema de retroalimentación visual
basado en el proceso de obtención de las medidas de comprensibilidad. Se
incluyen ejemplos aśı como análisis y explicación de éstos.

El caṕıtulo siete aborda la metodoloǵıa para Legibilidad. Éste se divide en
dos partes, la relacionada con el Comparador y la del Evaluador. En la primer
parte se explica la representación de documentos y la forma en que se entrena
al clasificador/comparador. La segunda parte explica la metodoloǵıa para la
construcción de los diferentes posibles evaluadores.

El caṕıtulo ocho muestra los resultados relacionados con el área de Legibilidad.
El caṕıtulo se divide en dos partes, la primera muestra los resultados de los
clasificadores/comparadores en las tres posibles operaciones (Diferencia, Divi-
sión y Concatenación) aśı como el análisis de los mismos. La segunda parte
del caṕıtulo muestra los resultados para el Evaluador aśı como su análisis.

Finalmente, el caṕıtulo nueve incluye las conclusiones del trabajo de investiga-
ción y se divide en dos partes. La primera parte aborda nuestras conclusiones
y trabajo a futuro en Comprensiblidad y la segunda parte aborda las conclu-
siones y trabajo a futuro en Legibilidad.



Caṕıtulo 2

Marco Teórico

2.1. Aspectos del Lenguaje

2.1.1. Lenguaje

Según [5], el lenguaje se define como un sistema finito de elementos y principios
que hacen posible a los hablantes construir oraciones para hacer trabajos comuni-
cativos particulares. La parte del sistema que se encarga de producir e interpretar
oraciones gramaticales se llama competencia gramatical, e incluye el conocimiento
de los sonidos del habla que son parte de un lenguaje y cómo podŕıan o no encade-
narse unos con otros. Aśı mismo, la competencia gramatical incluye también el saber
los significados que se generan al usar diferentes secuencias de sonido en un lenguaje
y cómo combinar esas unidades de significado en palabras, frases y oraciones. La
competencia gramatical contribuye de forma similar a la comprensión en todos los
lenguajes humanos.

En cuanto a la segunda parte de la definición, la que se refiere a la realización de
trabajos comunicativos en particular, esta caeŕıa en ejemplos como lo seŕıan la co-
municación con otras personas. La competencia gramatical es, de hecho, inútil sin la
competencia comunicativa. Actualmente el uso de lenguaje no está en las oraciones
como tal, sino en unidades más largas o pequeñas de discurso. Para ser efectivos, los
comunicadores tienen que combinar la competencia gramatical con el conocimiento
de cómo “ocupar” las oraciones y otras piezas de estructura lingǘıstica apropia-
damente al propósito y contexto en mano. Estas dos, en conjunto, componen a la
competencia comunicativa. De aqúı que el conocimiento incluido en la competencia
gramatical más la habilidad de utilizar ese conocimiento para lograr una amplia
variedad de trabajos comunicativos, constituyen al lenguaje.

Existen diversos lenguajes y, cada uno de ellos difiere en diferentes aspectos, sin
embargo, cada uno, en general, comparte las mismas caracteŕısticas de diseño. El
entender las caracteŕısticas y propiedades que son universales para los lenguajes,
aśı como las que no lo son, es el trabajo fundamental del lingüista. A continuación
abordamos las propiedades universales del lenguaje, de acuerdo a [5]:

Modularidad: Se cree y es aceptado en general que el lenguaje es un siste-
ma modular, esto queriendo decir que cada individuo produce e interpreta el
lenguaje utilizando un conjunto de subsistemas (o módulos) de forma coordi-
nada. Cada módulo es responsable de una parte total del trabajo; éste toma
la salida de otros módulos como entrada y distribuye su propia salida a otros

11
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módulos. Hay módulos que son centrales para la lingǘıstica: La fonética, que
habla de la producción e interpretación de los sonidos del habla; la fonoloǵıa
estudia la organización de la fonética; la morfoloǵıa estudia la estructura den-
tro de las palabras; la sintaxis nos habla de la estructura de las oraciones;
el lexicón, es un repositorio de elementos lingǘısticos con sus significados y
propiedades estructurales; la semántica, recién introducida y definida como el
análisis detallado del significado literal; y finalmente, el discurso, que se refiere
a la organización del lenguaje más allá de la oración.

Circunscripción y Recursividad: Todos los lenguajes están organizados
a través de divisiones y esto permite que unidades más complejas surjan de
unidades más simples. De tal forma que podemos decir “Ella se sentó”, “La in-
teligente mujer se sentó”, “La alta, de pelo negro e inteligente mujer de suéter
rojo y collar negro se sentó.” Esta capacidad del lenguaje da entrada también
a la recursividad, la cual permite la aplicación de procesos gramaticales re-
petidamente. Por ejemplo, la recursión permite la expansión de una oración
corta, en una larga como lo seŕıa “Él era alto” en lugar “Él era alto y fuerte
y atractivo y pensativo y...”

Discretización: La discretización del lenguaje se puede observar en el signi-
ficado, e.g. el espectro de color es continuo, sin embargo, todos los lenguajes
dividen el color en categoŕıas discretas que son representadas por colores que
estos significan. Cada lenguaje está compuesto de sonidos separados, palabras,
oraciones y otras unidades, el hecho de que escuchemos esta separación es un
hito ya que, por ejemplo, al aprender un idioma completamente nuevo, en un
inicio no logramos distinguir separaciones y conforme avanzamos en nuestro
nivel logramos percibir estas separaciones y, por ende, su discretización.

Productividad: La productividad se refiere a la capacidad de los lenguajes
de “producir” nuevas palabras. Los lenguajes pueden, sistemáticamente, com-
binar las unidades mı́nimas de significado (morfemas), y formar palabras que
originalmente no exist́ıan en el lenguaje. La mayoŕıa de estas invenciones no
llegarán a un diccionario, sin embargo, algunas śı logran introducirse a largo
plazo.

Arbitrariedad: La arbitrariedad se refiere a que, a pesar de pocas excepcio-
nes, las palabras no requieren un principio o conexión sistemática con lo que
significan. Un ejemplo de esto lo encontramos en los números; donde en inglés
son “one, two, three” y en mandaŕın “yi, er, san”. En ninguno de los casos,
existe una manera “correcta” de haberlo colocado de esta forma, de aqúı que
encontramos arbitrariedad al colocarle nombre a los números. Similarmente
pasa para los sonidos, los patrones en los que los sonidos y las palabras son
acomodados son arbitrarios.

Dependencia sobre el Contexto: El hablar de la palabra “uno”, refiriéndo-
nos al número o el hablar de la palabra “uno” refiriéndonos al pronombre, pue-
de prestarse a confusión. Este no es el caso, si, por ejemplo colocamos contexto,
de tal forma que si yo escribo “El uno es uno de los śımbolos más exquisitos.”,
aqúı somos capaces de entender, debido al contexto, que el primer “uno” se
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refiere a un śımbolo que probablemente es un número y el segundo “uno”es
un pronombre. El contexto es una propiedad crucial de los lenguajes.

Variabilidad: Aunque todos los lenguajes comparten caracteŕısticas universa-
les, los lenguajes también son diferentes en distintas formas. El lenguaje vaŕıa
desde aspectos tan pequeños como lo seŕıan la persona que lo está comunican-
do hasta por zonas geográficas. Para tener una perspectiva de lo importante
que es la variabilidad del lenguaje, sin ésta no habŕıa lenguaje, de aqúı que
la variabilidad en el lenguaje permite a la gente comunicarse de una manera
más intŕınseca que el contenido semántico de las palabras y las oraciones que
procesan. Es en esta variabilidad que los hablantes se basan para señalizar su
identidad social, geográfica, estatus, etnicidad y hasta género.

2.1.2. Palabras

Las palabras son los bloques fundamentales que construyen un lenguaje, según
[10] una palabra es la unidad mı́nima independiente del lenguaje, y que puede ser
separada de otras unidades en un enunciado. Aśı mismo, las palabras usualmente
son separadas por espacios cuando se escriben y cada una suele tener una distinción
fonética. Esto es parcialmente preciso debido a que tanto hay palabras que pueden
compartir fonética como hay lenguajes que no separan palabras, como el mandaŕın,
sin embargo, en ese lenguaje uno es capaz de distinguir entre palabras. Las palabras
pueden entrar en construcciones gramaticales, como lo seŕıan frases y oraciones.

Otra posible definición para palabra, que considera aspectos gramaticales es la de
[5] que la definen como un signo abstracto que es la unidad independiente gramatical
más pequeña del lenguaje.

2.1.3. Oración

Para definir una oración partimos del hecho de que no encontramos una definición
única aceptada en general. En nuestro trabajo de investigación adoptamos la defini-
ción de [28]. Ellos definen la oración como una estructura morfosintáctica, entendido
como un conjunto de elementos y reglas para construir frases con sentido y carentes
de ambigüedad, mediante la utilización de relaciones gramaticales, indexaciones y
estructuras jerárquicas. En esta estructura es que en una lengua determinada se
expresa un evento completo estructuralmente independiente. Su forma es de núcleo
más elementos independientes, pudiendo estos últimos tener una estructura similar
de forma recursiva.

2.1.4. Párrafo

Al igual que las concepciones lingǘısticas ya mencionadas, definir el párrafo es
complicado debido a sus caracteŕısticas y a la falta de investigación en el tema. En
este trabajo utilizamos una de las definiciones de [8], donde el párrafo corresponde
al conjunto de enunciados que tienen una unidad tópica y expresan un sub-tópico
del tema general del texto, ya que éste se desarrolla de forma secuencial. Aśı mismo,
los párrafos son las divisiones que hace el hablante en su texto siguiendo criterios
informativos, partes en las que se divide el tema sobre el que versa el texto y también
según la superestructura, es decir, el tipo de texto.
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2.2. Lingǘıstica

La Lingǘıstica es el estudio del lenguaje, según [20] . Esto abarca el análisis de
las partes que lo integran y los métodos para modelarlo. La lingǘıstica, en su ma-
yoŕıa, estudia signos y los signos en el lenguaje están constituidos de cuatro niveles
diferentes: fonéticos, morfológicos, sintácticos y semánticos. La semántica se encarga
del significado, la sintaxis de cómo las palabras se organizan para formar oraciones,
la fonética establece cómo los lenguajes organizan sus sonidos y la morfoloǵıa estu-
dia la formación de palabras y su relación con otras palabras en el mismo lenguaje.
Finalmente, la lingǘıstica se estudia desde diferentes perspectivas, como lo podŕıan
ser la psicológica, neuronal, histórica, etc. En nuestro trabajo de investigación, el
paradigma que utilizaremos es el de lingǘıstica computacional, que implementa cons-
trucciones teóricas para analizar gramaticalmente o producir lenguaje natural.

2.2.1. Lingǘıstica Computacional

La lingǘıstica computacional, de acuerdo con [5], es el estudio de sistemas compu-
tacionales para entender y generar el lenguaje. Los objetivos de investigación re-
lacionados con lingǘıstica computacional se desarrollaron primeramente con fines
prácticos y estos podŕıan ser la traducción de texto a través de máquinas, la recupe-
ración de información y las interfaces de hombre máquina. La última refiriéndose a
sistemas que permitan comunicación entre un humano y la máquina, donde lo más
natural seŕıa comunicarnos con éstas a través de sistemas interactivos que se basen
en lingǘıstica computacional.

Aśı mismo, la lingǘıstica computacional busca desarrollar la maquinaria compu-
tacional necesaria para que un agente exhiba varias formas de comportamiento
lingǘıstico. Por “agente” nos referimos tanto a seres humanos como a agentes artifi-
ciales como lo podŕıan ser programas computacionales. Y por “maquinaria” nos refe-
rimos a los programas computacionales como tal, aśı como al conocimiento lingǘısti-
co que éstos deben poseer.

De lo anterior, entonces concluimos que la lingǘıstica computacional involucra
el diseño y desarrollo de programas que realicen tarea lingǘısticas. Estos programas
entonces deben de basarse en métodos desarrollados por cient́ıficos computacionales
pero que utilizan el conocimiento lingǘıstico desarrollado por lingüistas. De aqúı
que la lingǘıstica computacional integra ideas tanto de lingǘıstica como de ciencias
computacionales

2.2.2. Procesamiento de Lenguaje Natural (PLN)

La definición que utilizaremos en este proyecto de investigación para PLN la
encontramos en [22].

Definición 2.2.1. PLN es una gama de técnicas computacionales motivada teóri-
camente, para analizar y representar textos que ocurren naturalmente en uno o más
niveles de análisis lingǘıstico. Esto para lograr procesos de lenguaje parecidos a los
de los humanos en una gama de tareas o aplicaciones.

Ciertamente hay elementos en la definición anterior que podŕıan ahondarse, co-
mo lo seŕıa la idea de “gama de técnicas computacionales”. Ésta parte del hecho

José Medardo Tapia Téllez
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de que hay múltiples métodos o técnicas de dónde se escoge para lograr un tipo
particular de análisis del lenguaje. Al hablar de “textos que ocurren naturalmente”
nos referimos que pueden ser orales o escritos, el único requerimiento es que sea
en un lenguaje utilizado por humanos y que el texto no sea espećıficamente para
propósitos de la investigación como tal. La noción de “niveles de análisis lingǘısti-
co” se refiere al hecho de que hay múltiples tipos de procesos de lenguaje en acción
cuando los humanos producen o comprenden lenguaje y, diferentes sistemas de PLN
utilizan diferentes niveles. Cuando hablamos de “parecidos a los humanos”, esencial-
mente estamos hablando de que PLN es considerado una disciplina de Inteligencia
Artificial. Finalmente, “en una gama de tareas o aplicaciones” se refiere a que PLN
normalmente no es la meta por si sola, para la mayoŕıa es el medio para lograr una
tarea en espećıfico, como lo podŕıa ser Recuperación de la Información.

2.2.3. Etiquetado de Partes del Discurso

De acuerdo con [19] el etiquetado de partes del discurso es el proceso de asigna-
ción de una parte del discurso (verbo, pronombre, sustantivo, etc...) a cada palabra
en un texto. La entrada es una secuencia x1, x2, ..., xn de palabras (toquenizadas),
y la salida es una secuencia y1, y2, ..., yn de etiquetas; cada salida yi corresponde
exactamente a cada entrada xi. Etiquetar es una tarea para desambiguar y como
las palabras son ambiguas (tienen más de una posible parte del discurso), la tarea
es encontrar la etiqueta correcta para cada respectiva situación. La exactitud de los
algoritmos de etiquetado de partes del discurso (esto refiriéndose al porcentaje de
etiquetas del conjunto prueba que coincide con las etiquetas valoradas por el panel
de expertos) es alto, llegando a un 97%, según [19].

En nuestro trabajo de investigación, utilizamos un etiquetado de partes del dis-
curso NER (“Named Entity Recognition”, por sus siglas en inglés) a través de las
libreŕıas de libre acceso de [14]. Este tipo de etiquetador, lleva su nombre, en pri-
mer lugar, debido a que usa entidades nombradas. Esto quiere decir que si en una
oración aparece un nombre propio, el etiquetado aparte de indicar que es un sus-
tantivo, indicaŕıa que es un nombre propio. El término “nombrado de entidad” se
puede extender a términos que no son necesariamente entidades, como lo podŕıan
ser fechas, organizaciones, temporalidades, etc. Es importante aclarar que en nuestro
proyecto de investigación no se utiliza esta caracteŕıstica del nombrado de entidades
del algoritmo de etiquetado de partes del discurso.

2.3. Documentos Académicos

En este trabajo de investigación, analizamos tesis de grado de diferentes niveles
académicos, a continuación incluimos las definiciones pertinentes para este tipo de
documentos.

1. Tesis o Tesina Según [4] la tesina o tesis de grado de licenciatura, como
suele denominarse en el ámbito de estudios superiores de nuestro páıs, del
mismo modo que los trabajos finales en los ciclos de especialización, constitu-
ye el requisito académico final de la formación en esos niveles. Por ello, en la
elaboración de ese documento el estudiante deberá demostrar la capacidad de
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integración de los conocimientos adquiridos mediante la aplicación de instru-
mentos metodológicos probados en un asunto o tema en espećıfico, este, claro
está, vinculado con la carrera o especialización que ha seguido. Este documen-
to puede desarrollarse como estudios exploratorios acerca de algún tema, o
bien como la compilación ordenada de una problemática o su actualización en
el ámbito de la disciplina.

2. La Tesis de Maestŕıa exige al aspirante, por lo menos, que aplique, profun-
dice y en lo posible ampĺıe los conocimientos propios del área de la mención de
maestŕıa; examine y plantee un problema teórico o práctico con cierto grado
de creatividad y sepa responder a ese problema con un diseño de investiga-
ción apropiado y habitualmente consolidado por los paradigmas vigentes en el
campo de referencia.

3. La Tesis de Doctorado reúne todos los requerimiento formales de una inves-
tigación cient́ıfica, aunque acompañada por las exigencias de carácter académi-
co propias de la institución en la cual el candidato al t́ıtulo de doctor debe
defenderla. Contribuye al enriquecimiento significativo del saber y, especial-
mente, debe demostrar en lo posible la independencia de criterio del autor
en relación con los paradigmas en uso, tanto metodológicos como teóricos. Es
decir, conviene que reúna los requisitos normales de todo proyecto de investi-
gación cient́ıfica.

El trabajo de tesis es, a final de cuentas, un informe de investigación. Las exigencias
para su realización vaŕıan dependiendo del tipo de titulación que se pretende.

2.3.1. Secciones Seleccionadas de la Tesis

En esta investigación analizamos tres secciones de tesis: Planteamiento del Pro-
blema, Justificación y Resultados. A continuación se detallan cada una de acuerdo
a [5].

1. La sección de Planteamiento del Problema tiene el objetivo de la presen-
tación del problema de una forma no-ambigua, tanto a nivel superficial como a
detalle. Describir el problema en detalle engloba declarar las miras y objetivos,
aśı como describir las limitaciones existentes y los supuestos que se han hecho
respecto al problema.

2. La sección de tesis referente a Justificación debe mostrar por qué el problema
de estudio es importante, argumentando el porqué debe ser estudiado.

3. Finalmente la sección de Resultados se refiere a la presentación de los datos
obtenidos durante la investigación. Hay diversas formas de presentar estos
datos y en [5] encontramos información relevante a cómo hacerlo. Una vez
presentados los datos, la sección termina por incluir un breve análisis de los
datos evaluados en contra de los objetivos del proyecto de investigación. El
objetivo de este análisis es presentar los hallazgos de la investigación y la
evaluación de la hipótesis con base en los datos obtenidos.
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2.4. Entroṕıa de Shannon

Este trabajo de investigación utiliza una definición del área conocida como teoŕıa
de la información. Según [2], Shannon asegura que una medida de la cantidad de
información H(p) contenida en una serie de eventos p1 ... pN debe satisfacer tres
requerimientos:

H debe ser continua en pi;

Si todos los pi son igualmente probables, esto es pi = 1/N , entonces H debe
ser una función monotónicamente creciente de N ;

H debe ser aditiva (preserva la operación de suma), es decir H(x + y) =
H(x) +H(y).

Shannon después demostró que la única H que satisface estos tres requerimientos es

H(P ) = �K
NX

i=1

pi ln pi (2.1)

donde K es una constante positiva. Esta cantidad se ha vuelto desde entonces cono-
cida como la entroṕıa de Shannon y ha sido utilizada en una variedad de aplicaciones,
en nuestro caso, la hemos utilizado para obtener la Dispersión de un documento,
la cual es una medida de Comprensibilidad. Esta medida nos otorga información
relacionada con la densidad de información contenida en un párrafo.

2.5. Retroalimentación Visual

2.5.1. Nube de Términos

Las nubes de términos son representaciones gráficas de la frecuencia de un
término. Estas representaciones dan mayor prominencia a términos que aparecen
de forma más frecuente en un texto, de tal forma que si la palabra es más fre-
cuente en el texto, ésta tiene mayor tamaño en la imagen producida en la nube de
términos. Este tipo de asistencia visual puede ayudar en el análisis exploratorio al
identificar términos que aparecen de manera más frecuente a lo largo de un conjunto
de documentos. En 2.1 se ilustra una nube de términos.

Figura 2.1: Ejemplo de una Nube de Términos
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2.5.2. Teoŕıa de Grafos

La Teoŕıa de Grafos fue primeramente estudiada en 1735 por el matemático
Leonhard Euler y hoy d́ıa es una herramienta poderosa y útil en varias áreas de
la ciencia, que van desde la qúımica, computación, lingǘıstica, genética, ingenieŕıa
eléctrica, geograf́ıa, socioloǵıa, arquitectura y, claro está, las ciencias computacio-
nales. Al mismo tiempo, la Teoŕıa de Grafos ha emergido como una disciplina ma-
temática por śı sola. En nuestra investigación utilizamos las definiciones de Teoŕıa
de Grafos dadas en [21].

Definición 2.5.1. Un grafo es un par ordenado G = (V,E) que consiste de un
conjunto no-vaćıo V (que se llaman vértices o nodos) y un conjunto E (que se
llaman aristas) de subconjuntos de bi-elementos de V .

Con la definición de un grafo dada anteriormente, ahora compete explicar cómo se
representa un grafo visualmente, ya que se utiliza en el proceso de retroalimentación
visual basado en Comprensibilidad. Supongamos que se tiene el siguiente grafo:

g = ({a, b, c, d}, {{a, b}, {a, c}, {b, c}, {b, d}, {c, d}}) (2.2)

Otra forma de representar dicho grafo de forma visual seŕıa de la siguiente manera:

Figura 2.2: Ejemplo de grafo no dirigido

Aśı mismo, en esta investigación se utiliza un Grafo Ponderado, con la siguiente
definición formal:

Definición 2.5.2. Un grafo ponderado (o grafo con pesos), es un grafo en el cual
un número (el peso) es asignado en cada arista.

Los grafos ponderados aparecen en diversas circunstancias, e.g. en problemas
donde se busca el camino más corto o en el famoso problema del agente viajero. Un
ejemplo visual de un grafo ponderado es el siguiente:

Figura 2.3: Ejemplo de grafo ponderado
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2.5.3. Gráfica de Barras

Finalmente en el proceso de retroalimentación visual utilizamos una gráfica de
barras, la cual es una forma de representar gráficamente un conjunto de datos o
valores mediante barras rectangulares de longitud proporcional a los valores repre-
sentados. A continuación incluimos una gráfica de barras.

Figura 2.4: Ejemplo de gráfica de barras

2.6. Aprendizaje de Máquina

Este trabajo de investigación hace uso de aprendizaje de máquina para la realiza-
ción de un clasificador/comparador capaz de identificar, entre dos textos de entrada,
cuál de ellos es más o menos legible que el otro. De acuerdo con [34], la noción de
Aprendizaje de Máquina refiere a un programa o sistema que entrena un modelo
predictivo a partir de datos de entrada. El sistema usa el modelo aprendido para
realizar predicciones útiles a partir de datos nuevos (nunca antes vistos) obtenidos
de la misma distribución que la que se usó para entrenar al modelo. El aprendizaje
automático o de máquina, también se conoce como el campo de estudio relacionado
con estos programas o sistemas.

La primer aplicación de aprendizaje de máquina que se utilizó a gran escala,
según [6] es el filtro para “spam” y si quisiéramos construir uno con técnicas de
programación tradicionales lo haŕıamos de la siguiente forma:

1. Encontraŕıamos patrones en palabras espećıficas que se usan en correos de este
tipo, nombre de destinatarios, cuerpo del correo y aśı.

2. Realizaŕıamos un algoritmo de detección de estos patrones y nuestro programa
calificaŕıa los correos electrónicos como “spam” si detectase alguno de ellos.

3. Probaŕıamos nuestro programa y repetiŕıamos los pasos anteriores hasta estar
satisfechos.

Debido a que nuestro problema no es trivial, nuestro programa podŕıa volverse una
larga lista de reglas complejas y dif́ıciles de mantener. Si en cambio, hubiésemos
utilizado un filtro de “spam” basado en técnicas de aprendizaje de máquina, es-
te hubiese aprendido cuáles palabras y frases son buenos para predecir el “spam”
al detectar patrones frecuentes inusuales en los ejemplos de “spam” provéıdos. Es-
te programa seŕıa corto, fácil de mantener y probablemente seŕıa más preciso. En
general, el aprendizaje de máquina es excelente para:
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Problemas donde las soluciones existentes requieren una amplia cantidad de
afinación manual o una larga lista de reglas.

Problemas complejos para los cuales no hay una buena solución al utilizar
enfoques tradicionales.

Problemas en los cuales el sistema tenga que adaptarse a nuevos datos.

Para la obtención de perspectivas sobre problemas complejos y con una basta
cantidad de datos.

Dentro del área de aprendizaje de máquina hay diferentes tipos de sistemas y
es útil clasificarlos en categoŕıas. Estas categoŕıas no son exclusivas y puede haber
sistemas donde hasta se combinen. Las principales categoŕıas que se pueden encon-
trar son: aprendizaje supervisado, donde los datos de entrenamiento con el que se
alimenta al sistema incluye las soluciones; aprendizaje no-supervisado, donde los da-
tos de entrenamiento no están etiquetados; aprendizaje semi-supervisado, donde los
datos de entrenamiento están parcialmente etiquetados; y aprendizaje de refuerzo,
donde el sistema de entrenamiento (llamado agente) puede observar el ambiente,
seleccionar y realizar acciones para obtener “recompensas” a cambio, es con base en
éstas y una “poĺıtica”, que el sistema debe aprender por śı solo cuál es la mejor es-
trategia para obtener mayores “recompensas”. En nuestro proyecto de investigación
utilizamos aprendizaje de máquina supervisado con los siguiente modelos: Máquina
de Soporte Vectorial Lineal, K-vecinos más cercanos y Perceptrón.

2.6.1. Máquina de Soporte Vectorial Lineal

Las Máquinas de Soporte Vectorial (SVM por sus siglas en inglés) se utilizan
para detectar y explotar patrones complejos en datos al utilizar el agrupamiento.
Son máquinas que aprenden y son usadas para realizar clasificaciones binarias y
estimaciones de regresión. Comúnmente utilizan métodos basados en “kernels” para
aplicar técnicas de clasificación lineal a problemas de clasificación no-lineales. Hay
diferentes tipos de SVMs como lo podŕıan ser las lineales, polinomiales y sigmoidales;
en este trabajo de investigación se ocupa la lineal.

La idea fundamental detrás de una SVM lineal es más sencillamente explicada
a través de la Figura 2.5. En ésta podemos observar que contamos con dos clases
de datos que son linealmente separables. La gráfica del lado izquierdo nos muestra
posibles ĺımites de decisión que podŕıan actuar como clasificadores lineales. El mo-
delo que obtiene la ĺınea de decisión punteada, es claramente el peor de los tres ya
que no separa las clases apropiadamente, y los otros dos funcionan para separar las
clases exitosamente. Ahora, pasando a la gráfica del lado derecho, podemos observar
un ĺımite de decisión de un clasificador SVM, la ĺınea no solamente separa las dos
clases pero también se coloca lo más lejos posible de la instancia de entrenamiento
más cercana. Se puede pensar a un clasificador SVM como el encontrar la “calle”
más ancha posible (ésta representada por las ĺıneas punteadas) entre las clases: a
esto se le llama el margen de clasificación amplio. Es importante notar aqúı que el
añadir más instancias de entrenamiento fuera de la “calle” no afectaŕıa el ĺımite de
decisión, ya que éste está completamente determinado por las instancias localiza-
das en el borde de la “calle”. Éstas instancias se llaman vectores de apoyo (están
circuladas en rojo en la Figura 2.5) y de ah́ı viene el nombre de las SVMs.

José Medardo Tapia Téllez

José Medardo Tapia Téllez



2.6. APRENDIZAJE DE MÁQUINA 21

Figura 2.5: Ejemplo de clasificación a través de una SVM que aparece en [6]

Más información respecto a la formulación matemática de las SVMs se puede
encontrar en [34] y no se incluye aqúı debido a que está fuera del alcance de este
trabajo de investigación.

2.6.2. K-vecinos más cercanos (KNN)

El algoritmo de los vecinos más cercanos pertenece a la clase de métodos es-
tad́ısticos de reconocimiento de patrones. El método no supone algo a priori acerca
de la distribución de la cual el modelado de la muestra de datos es tomado y requie-
re un entrenamiento con datos, tanto positivos como negativos de la muestra. Una
nueva muestra es clasificada al calcular la distancia al vecino más cercano del caso
de entrenamiento. El signo de ese punto determinara la clasificación de la muestra.
En KNN los K puntos más cercanos son considerados y el signo de la mayoŕıa es
utilizado para clasificar a la muestra.

El costo computacional de KNN se ve influenciado por tres factores:

1. La medida de distancia utilizada para localizar el vecino más cercano.

2. La regla de decisión utilizada para derivar la clasificación de los k vecinos más
cercanos.

3. El número de vecinos utilizados para clasificar la nueva muestra.

Es posible demostrar, al contrario de otros métodos, que este método es univer-
salmente asintótico, i.e. mientras el número de datos de entrenamiento incrementa,
si las observaciones son independientes y distribuidas idénticamente, no importa la
distribución de dónde la muestra es tomada, la clase predicha convergerá con la asig-
nación de clase que minimiza el error de clasificación errónea. En [34] se encuentran
los detalles matemáticos.

2.6.3. Perceptrón

El perceptrón es un sistema ya sea de hardware o software, que toma de entrada
uno o más valores, aplica una función en la suma de las entradas, y computa un solo
valor de salida. En aprendizaje de máquina, la función t́ıpicamente es lineal, como
podŕıan ser ReLU, Sigmoide o Tanh. Por ejemplo el siguiente perceptrón utiliza la
función sigmoidal para procesar tres entradas.

f(x1, x2, x3) = sigmoide(w1x1 + w2x2 + w3x3) (2.3)
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Figura 2.6: Ejemplo de perceptrón

La Figura 2.6, representa al perceptrón tomando tres entradas y cómo éstas se
modifican por un peso antes de entrar al perceptrón como tal y generar una salida.

Para entrenar a un perceptrón se utilizan dos ideas: La primera consiste en
aumentar el peso entre la conexión entre dos neuronas siempre y cuando tengan la
misma salida. La segunda, es tomar en cuenta el error que se realiza por la red, de tal
forma que se refuerzan las conexiones que ayudan a reducir el error. Espećıficamen-
te, el perceptrón es alimentado una instancia a la vez y para cada instancia realiza
predicciones. Para cada una de las neuronas de salida que se predijeron incorrecta-
mente, se refuerzan los pesos que conectan las entradas que hubiesen contribuido a
una predicción correcta. La regla la podemos observar en la siguiente ecuación,

wsiguientepaso
i,j = wi,j + ⌘(yj � ~yj)xi. (2.4)

Donde wi,j es la conexión entre el peso i y la neurona de salida j, xi es el i-ésimo
valor de la correspondiente instancia de entrenamiento, ~yj es la j-ésima neurona de
salida para la instancia de entrenamiento correspondiente, yi es la salida requerida
para la instancia de entrenamiento correspondiente y ⌘ es la razón de entrenamiento.
Es importante señalar que el ĺımite de decisión para cada neurona es lineal, de aqúı
que los perceptrones son incapaces de aprender patrones complejos.

2.6.4. Exactitud

Las métricas de eficacia, son parte de cualquier modelos de aprendizaje de máqui-
na. A través de ellas somos capaces de saber si se está logrando un progreso y, poner
un número en éste. La exactitud o “accuracy” en inglés, es quizá la más sencilla
de las métricas y se define como el número correcto de predicciones, dividido por el
número total de predicciones, esto multiplicado por 100. También se le conoce como
la fracción de predicciones que un modelo de clasificación tuvo correctamente.

En clasificación de múltiples clases la exactitud se define de la siguiente forma:

Exactitud =
predicciones correctas

número total de ejemplos
(2.5)

En clasificación binaria, la exactitud tiene la siguiente definición:

Exactitud =
verdadero positivo + falso positivo

número total de ejemplos
(2.6)
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2.6.5. Evaluación Automática de Texto

De acuerdo con [3] actualmente nos encontramos en lo que se conoce como el
enfoque de IA (Inteligencia Artificial) hacia Legibilidad. Estos nuevos enfoques,
t́ıpicamente combinan una rica representación del texto a ser evaluado que se basa
en la extracción de una variedad de caracteŕısticas lingǘısticas, con la combinación
de sofisticados modelos predictivos que utilizan técnicas de aprendizaje de máquina.
Estos avanzados modelos llegan a utilizar de docenas, a miles de caracteŕısticas
y son capaces de expresar sofisticados “espacios de decisión” que son excelentes
para capturar las complejas interacciones entre las muchas variables que pueden
caracterizar la dificultad de un documento para diferentes niveles de lectura o de
lectores. Estos modelos, también han aumentado la exactitud y seguridad para las
tareas espećıficas que fueron entrenados, a continuación hablamos en espećıfico de
cómo exactamente se trabaja la evaluación de la legibilidad como un problema de
aprendizaje de máquina.

Evaluación de la Legibilidad a través de Aprendizaje de Máquina

Un problema t́ıpico de evaluación de la legibilidad, basado en un enfoque de
aprendizaje de máquina consiste en tres pasos: En primer lugar se requiere de un
conjunto de datos de entrenamiento con un etiquetado realizado través de un panel
de expertos. En segundo lugar, se habla de definir un conjunto de caracteŕısticas
que serán extráıdas de un texto; éstas deberán capturar caracteŕısticas semánticas,
sintácticas y otro atributos del texto que sobresalgan para la tarea de predicción
de Legibilidad. Finalmente, se necesita un modelo de aprendizaje de máquina que
aprenda a predecir el etiquetado generado por nuestro panel de expertos a través de
las caracteŕısticas extráıdas de nuestro texto. Esto, en conjunto, es cómo se realiza
la predicción de legibilidad a través de técnicas basadas en aprendizaje de máquina.

Concentremos nuestra atención un momento en la selección de un conjunto de da-
tos de entrenamiento. Este conjunto de datos, en primer lugar debe estar constituido
por textos individuales que sean representativos del género objetivo, lenguaje u otro
aspecto de texto para el cual la tarea de evaluación de legibilidad sea necesaria. Cada
texto en este conjunto de datos, debe tener un etiquetado de legibilidad realizado a
través de un panel de expertos, aunque ha habido casos donde utilizar tecnoloǵıas
como lo seŕıan “crowdsourcing” han resultado útiles. Este etiquetado debe ser dis-
creto o continuo, un etiquetado discreto puede ser la representación numérica de
diferentes niveles académicos, como se maneja en nuestro proyecto de investigación.
En espećıfico, nuestro conjunto de datos se puede encontrar en el Caṕıtulo 5 de
nuestra tesis.

Una vez con el conjunto de datos, pasamos a la selección de caracteŕısticas. Las
categoŕıas son amplias y se habló de ellas en el Caṕıtulo 1, éstas son: léxico-semánti-
cas, morfológicas, sintácticas, de dicurso, semánticas de alto nivel y pragmáticas.
Uno tiene que seleccionar cuál o cuáles de estas categoŕıas se seleccionarán para
representar un documento de texto, y lo que se busca es que a través de estas ca-
racteŕısticas de representación se obtengan los atributos necesarios para la tarea
en puerta. Como ejemplo, un modelo sencillo de predicción de legibilidad para lec-
tores aprendiendo un segundo idioma, pudiese escoger la proporción de palabras
no-familiares en un texto relativo a una lista de referencia. De esta forma, para cada
texto se generarán vectores del tamaño de esta lista y si el texto contiene palabras
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en esta lista, se tendrá un uno en la representación y cero en el caso contrario. Intui-
tivamente, podemos hablar de que vectores con una mayor cantidad de unos tienden
a ser textos con una mayor dificultad de lectura para el aprendiz de un segundo
idioma.

Una vez que las caracteŕısticas que representarán a nuestros textos sean seleccio-
nadas, pasamos al modelo de aprendizaje de máquina. En la mayoŕıa de los casos,
este modelo será simplemente una función que mapee texto a un valor numérico
que representa la dificultad o el nivel académico. Dependiendo de la escala de me-
dida de la variable de salida, la evaluación de legibilidad puede ser tomada como
un problema de clasificación (valores discretos) o un problema de regresión (valo-
res continuos). Aún aśı encontramos casos como lo seŕıa [27], donde el problema de
predicción es uno de comparación entre pares, de tal forma que entre dos textos el
modelo predice cuál de ellos es más o menos legible que el otro. Nuestro proyecto
de investigación utiliza este tipo de modelo al crear Clasificadores/Comparadores.
Es entonces, nuestro conjunto de datos, las caracteŕısticas seleccionadas para repre-
sentar el texto y un modelo de aprendizaje máquina que se agrupan para lograr la
evaluación automática de la Legibilidad de un texto.



Caṕıtulo 3

Trabajo Relacionado

3.1. Comprensibilidad

A continuación presentaremos el trabajo relacionado para el área de Compren-
sibilidad. Espećıficamente, para cada uno de los trabajos que fueron base en este
proyecto de investigación, se incluirá el problema que abordaron, cómo lo abordaron,
sus resultados y su relación con nuestro proyecto. Los trabajos que se presentan a
continuación tienen un factor común, en cada uno de ellos, pero de distintas formas,
se aborda la problemática de evaluar la Comprensibilidad de un texto. En [23], esto
se realiza para calificar traducciones; en [30], para evaluar traducciones intralingua-
les; en [17], para disminuir o aumentar valores en medidas de Comprensibilidad, en
[29] se valoran “ebooks”; y en [38], se evalúan ensayos. Algunos de estos métodos
de evaluación de Comprensibilidad śı fueron utilizados en nuestro trabajo de in-
vestigación, como seŕıa el caso de [29] y [17], donde a través de medidas como la
Conectividad, Dispersión y Carga de Comprensibilidad, se evalúan textos o libros
digitales. Aśı mismo, trabajos como el de [30] y [29], nos invitaron a la generación de
ideas para la creación de un proceso de evaluación basado en comprensibilidad que,
al mismo tiempo de valorar un texto en proceso, también provee perspectivas sobre
cómo mejorarlo. En los trabajos restantes ([38] y [23], no utilizamos los métodos en
espećıfico que ellos desarrollan, pero fuimos capaces tanto de validar la relevancia del
estudio de la Comprensibilidad en textos, aśı como aterrizar la idea de la necesidad,
como trabajo a futuro, de un procedimiento de evaluación para nuestro proceso de
retroalimentación visual. A continuación, presentamos los art́ıculos en lo que se basa
nuestro trabajo de investigación.

La primera parte de este trabajo de investigación se centra en la creación de
métodos y técnicas para obtener parámetros de evaluación basados en medidas de
Comprensibilidad de textos académicos. Una vez con este proceso de obtención de
parámetros de evaluación la idea es generar retroalimentación visual basada en el
mismo. Finalmente tanto la evaluación como la retroalimentación proveerá un apoyo
para los autores de escritos en desarrollo (o borradores).

Si deseamos mejorar la comprensibilidad de un texto, lo primero que podŕıamos
pensar en realizar, seŕıa tener una evaluación de su nivel. En el art́ıculo [23], se crea
un proyecto llamado ArisToCAT que aborda el problema de evaluar la Comprensibi-
lidad de texto en “crudo” a través de sistemas de traducción automática. Este es un
problema relevante ya que los sistemas de traducción son cada vez más frecuentes y
evaluar su comprensibilidad de forma automática es de suma importancia. Entonces,

25



26 CAPÍTULO 3. TRABAJO RELACIONADO

al igual que nosotros, en [23] se enfrentan al problema de generar una evaluación de
comprensibilidad de textos y, a diferencia de nosotros, ellos buscan hacerlo por la
evaluación en śı, mientras que nosotros buscamos utilizar tanto el proceso de eva-
luación como los valores generados por el proceso para la creación de parámetros de
evaluación.

Para evaluar la calidad de estas traducciones, ellos comparan tres diferentes tra-
ductores que traducen Inglés-Holandés: un sistema neural comercial, uno basado en
frases y otro basado en reglas. Para evaluar el texto traducido utilizan un proceso
que anota los errores de los textos basado en dos pasos: el primer paso marca los
errores de fluidez y en el segundo paso se marcan los errores de precisión; esto tan-
to para el texto fuente como para el texto traducido. Su proceso de evaluación de
comprensibilidad difiere del nuestro ya que nosotros evaluamos con base a tres medi-
das de Comprensibilidad: Carga de Comprensibilidad (Secuencialidad), Dispersión
y Conectividad; se podŕıa decir que nuestro proceso más que basarse en errores en el
texto para la evaluación de comprensibilidad, se basa en conexiones en el contenido
conceptual.

Los resultados para su evaluación de comprensibilidad refieren al sistema neu-
ronal comercial como el mejor entre los tres sistemas ya que presentó menos erro-
res gramaticales. En cuanto a precisión, los resultados no fueron concluyentes. En
comparación con nuestros resultados, nuestro proceso de Comprensibilidad obtiene
parámetros de valoración a través de medidas, donde claramente algunas serán de
mayor utilidad que otras, sin embargo, la investigación en [23] sienta las bases de
cómo podŕıamos evaluar nuestro proceso de Comprensibilidad. Finalmente, en cuan-
to a las metodoloǵıas, claramente, tanto nuestro proyecto de investigación como [23]
utilizan metodoloǵıas que no son equiparables, ya que nuestro interés yace más en
el sentido de evaluación de la Comprensibilidad.

Otro trabajo de investigación [30] aborda la utilización de un revisor de lenguaje
(RL) para semi-automatizar el proceso de una traducción intralingual, refiriéndose
lo último al proceso de simplificar texto médico. Este proceso tiene un efecto sobre
la comprensibilidad y legibilidad del texto, de aqúı que una segunda tarea de este
trabajo de investigación, es el medir el impacto del mismo.

El enfoque para atacar esta problemática se realizó, en primer lugar a través de la
utilización de una herramienta que lleva por nombre Acrolinx, la cual se encarga de
asistir a los realizadores de traducciones intralinguales; ellos tienen la oportunidad
de utilizar las sugerencias de la herramienta o no, dependiendo de su criterio. La
herramienta provee dos tipos de sugerencias: la primera es de tipo lingüista y la
segunda de contenido didáctico. Aśı mismo se cuenta con tres diferentes conjuntos
de datos, los que utilizan la herramienta, los que utilizan el viejo esquema y textos
sin pasar por un proceso de traducción intralingual.

Para poder realizar una comparación de la legibilidad se utiliza una herramienta
llamada Coh-Metrix, la cual es una herramienta computacional que automáticamen-
te analiza la dificultad de un textoa lo largo de una variedad de dimensiones que
incluyen: vocabulario, sintaxis y cohesión. Las medidas Coh-Metrix utilizadas por
los investigadores son: narrativa, simplicidad sintáctica, qué tan concretas son las
palabras, cohesión referencial, cohesión profunda y Flesch-Kincaid. Ahora, para me-
dir la comprensibilidad, esto se realiza a través de un proceso de recuento de texto
que consiste en leer un texto y luego escribir lo que uno recuerda del mismo. Esto se
realizó al reclutar participantes de la Universidad de Arizona ajenos al experimento.
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Los resultados obtenidos del proyecto de [30] indican que la utilización del RL
influencia en algunas caracteŕısticas de legibilidad pero no como tal en la parte de
comprensibilidad, en espećıfico se tiene una mejora en la simplicidad sintáctica. Aún
aśı y aunque hubo mejoras significativas en legibilidad, no se encontraron indicios
de mejoras en la comprensibilidad del texto. Esto puede ser debido a que aunque
hay mejoras a nivel de palabras y aspectos sintácticos, el RL no genera una mejor
cohesión, una caracteŕıstica que facilita el desarrollo de conexiones entre las ideas.

Sobre la relación con nuestra investigación, la problemática que abordamos am-
bos no dista mucho, ya que pretendemos disminuir la dificultad de un texto a través
de la creación de herramientas lingǘıstico-computacionales que se basen en las medi-
das de Legibilidad y Comprensibilidad. Este art́ıculo nos provee de ideas para, en un
futuro, crear un software que genere tanto la evaluación como la retroalimentación
para un borrador de tesis, de tal forma que el autor o revisor de este texto cuente
con la opción de implementar o no los cambios sugeridos. Una vez implementado
este software, la metodoloǵıa que utilizan en este art́ıculo, podŕıa ser un excelente
punto de partida hacia la realización de experimentos y obtención de resultados para
medir la efectividad de nuestro esquema de retroalimentación. Un aspecto negativo
de este art́ıculo y que encontramos a lo largo de evaluaciones de Comprensibilidad,
es que no tiene resultados significativos para ésta y, de hecho son las evaluaciones
de Comprensibilidad donde menos encontramos resultados útiles o equiparables.

Otro art́ıculo relacionado a nuestro trabajo es [38]. El problema que atacan es
el utilizar los sistemas de puntuación automática de ensayos (AES por sus siglas
en inglés) entrenados de forma neuronal para apoyar a los sistemas de evaluación
automática de escritos (AWE por sus siglas en inglés), ya que los que son entrenados
de forma neuronal no proveen representaciones de caracteŕısticas útiles a los AWE.
Nuestras problemáticas presentan similitudes dado que ambos debemos evaluar tex-
tos, ellos a través de AES y nosotros en términos de Comprensibilidad; aśı mismo
la idea de los AWE para crear retroalimentación formativa va muy relacionada con
uno de los principales objetivos de nuestra investigación, que es el crear retroalimen-
tación visual, sin embargo, nosotros atacamos dicho problema a través del proceso
de obtención de medidas.

[38] se centra en una tarea en espećıfico de escritura, que es la de evaluación a
respuestas de texto (RTA por sus siglas en inglés). Recientemente se construyó un
sistema RTA AWE al extraer caracteŕısticas relacionadas con el uso de Componentes
Tópicos (CT) de un ensayo. Estos, sin embargo, fueron extráıdos manualmente. Se
realiza un método que utiliza la salida interpretable de las capas de atención del AES
neuronal con la meta de extraer los CTs y utilizarlos para crear la RTA AWE. El
enfoque de este trabajo va más hacia la utilización de estas capas intermedias para
hacer la evaluación, sin embargo, no podemos ignorar la similitud entre la extracción
de partes del texto para la realización de una evaluación con nuestro trabajo, esto
debido a que extraemos conceptos de los documentos para con ellos calcular medidas
de comprensibilidad. En un futuro nuestra investigación podŕıa realizar la extracción
de conceptos con otras ideas diferentes, como ésta.

Los resultados obtenidos en [38] son sumamente interesantes ya que, en primer
lugar los CTs obtenidas por humanos y los obtenidos a través del método neuronal
son iguales. Y en segundo lugar, los valores para las caracteŕısticas basadas en rúbri-
cas de los ensayos y en las CTs automáticas están correlacionados altamente con los
resultados humanos. De aqúı que logran generar la automatización completa para a
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través de un AES, obtener un AWE y aśı crear retroalimentación formativa del tex-
to, similar a lo que nuestro proyecto de investigación realiza; la retroalimentación,
sin embargo con un método que difiere del nuestro.

Otro trabajo importante para el nuestro es [29]. La problemática que aborda
está relacionada con “eBooks”, espećıficamente se busca producir sugerencias para
mejorarlos y una evaluación de su calidad. La presencia de este tipo de libros está
en crecimiento y en un futuro cercano dominará el mercado; de aqúı que “eBooks”
de calidad son de suma importancia.

Para lograr su propósito, los autores primero extraen partes de los “eBooks”, para
despúes pasar a la extracción de conceptos. Con los conceptos obtienen una medida
de cobertura que básicamente revisa si un concepto es abordado en el libro, i.e. si un
libro tiene por t́ıtulo “Teoŕıa de la Información”, el concepto de información debe
darse en el libro. Otra medida de importancia es la de Carga de Comprensibilidad,
que se refiere a una medida de secuencialidad; la cual busca presentar conceptos
en orden, de tal forma que para presentar ideas que requieren de conceptos base,
primero se den los conceptos base y si no es aśı, se habla de que hay una Carga
de Comprensibilidad sobre el lector. Finalmente, usan una medida de Legibilidad
(Flesch-Kincaid) que estima la facilidad de comprensión del texto.

Los resultados que obtienen muestran que su método es capaz de evaluar cualita-
tivamente los libros y esta evaluación puede ser utilizada para otro tipo de contenido
digital. Como segunda idea, enfocada hacia la retroalimentación, extienden la posi-
bilidad de un sistema de recomendación de aprendizaje, esto basado en el proceso
de obtención de la carga de comprensibilidad.

Este trabajo y el nuestro tienen similitudes, la problemática que abordamos
es semejante, sin embargo, nosotros buscamos la mejoŕıa de textos académicos en
proceso (borradores). En cuanto al acercamiento, compartimos la extracción de la
Carga de Comprensibilidad, sin embargo, nosotros añadimos otras dos medidas de
comprensibilidad como son la Conectividad y la Dispersión. Nuestro proyecto de
investigación también realiza una evaluación basada en legibilidad, pero contrario al
de ellos, la hacemos con base en la construcción de un comparador que después evalúa
un borrador para obtener su Legibilidad. Otro punto donde compartimos ideas es en
la realización de un proceso de retroalimentación visual, ellos no presentan el proceso
pero śı proponen algunas posibles métricas para hacerlo. Probamos algunas de estas
propuestas visuales y aunque algunas no son apropiadas para nuestra colección de
documentos, otras śı fueron efectivas y se incorporaron a nuestro proceso final.

El último trabajo sobre Comprensibilidad, relacionado con nuestra investigación
es [18]. Este trabajo se enfoca a la tarea de la creación de documentos de texto
falsos para engañar a atacantes y aśı guiarlos hacia información inadecuada. Este
documento tiene que ser créıble y menos comprensible para el atacante, de tal manera
que llame su atención para buscar información relevante. Mientras más tiempo el
atacante dedique a este documento, más recursos y esfuerzo gasta. La problemática
entonces es la generación de estos documentos automáticamente, de tal forma que
sean atractivos y créıblemente falsos.

El enfoque para la creación de estos documentos, ha sido el principal interés para
explorar esta investigación. Los autores generan los documentos al modificar sus
caracteŕısticas de texto y aśı disminuir su comprensibilidad. Aśı, para poder realizar
esta tarea, los autores deben ser capaces de medir exitosamente la comprensibilidad
de los textos, aśı como manipular el texto de tal forma que ésta disminuya.
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Los autores adoptan tres medidas para estimar la comprensibilidad de un docu-
mento: Conectividad (basada en teoŕıa de grafos), Dispersión (utilizada en teoŕıa de
la información) y Secuencialidad (basada en principios psicolingǘısticos). La crea-
ción de los documentos falsos se realiza a través de un algoritmo genético que en cada
generación va disminuyendo la Secuencialidad y la Conectividad, y aumentando la
Dispersión.

Los resultados para el trabajo de investigación son favorables ya que los auto-
res son capaces de generar documentos falsos para una amplia clase de documentos
leǵıtimos, con una variedad de caracteŕısticas de texto. Dado que el algoritmo genéti-
co funciona, el método desarrollado puede ayudar a mejorar los sistemas de engaño
cibernético al proveer documentos de texto falsos dif́ıciles de comprender que puedan
engañar a atacantes.

La investigación realizada en [18] es de suma importancia para nuestro proyecto
de investigación. Es a través de la misma que se seleccionan dos de las medidas
de comprensibilidad por extraer (Conectividad y Dispersión), sin embargo, nuestro
documentos son diferentes. Para poder llevar nuestros documentos a una represen-
tación adecuada se tuvo que realizar un PLN como el que aparece en el ejemplo de
corrida del Caṕıtulo 5. Con base en los resultados, éstos no son comparables con los
nuestros debido a que ellos buscan como tal la disminución o el aumento de ciertas
medidas de comprensibilidad, mientras que nosotros buscamos la obtención de ran-
gos numéricos para poder evaluar borradores según su nivel académico. Aśı mismo,
el art́ıculo no presenta los rangos de los resultados obtenidos sino el porcentaje de
cambio de los mismos y esto tiene sentido, ya que lo que buscaban era un cambio
en la medida, ya sea positivo o negativo.

3.2. Legibilidad

A continuación presentamos el trabajo relacionado con nuestro proyecto de inves-
tigación para el área de Legibilidad. Al igual que con Comprensibilidad, para cada
art́ıculo que presentamos, se incluye el problema que éste abordó, cómo se abordó,
sus resultados y una comparación con nuestro proyecto de investigación. El primer
art́ıculo que se presenta, es [3], y para nosotros funcionó como una introducción al
área de evaluación automática de Legibilidad; a través de su investigación logramos
generar fuertes puntos de partida para iniciar el proyecto de investigación. Después
de esto, se estudió a [7], el cual es un trabajo h́ıbrido entre evaluación de Legibilidad
y Comprensibilidad, el trabajo sentó bases importantes sobre qué necesitaba poseer
nuestro proceso de evaluación de Legibilidad y Comprensibilidad. Finalmente, y de-
bido a que nuestro trabajo de investigación utiliza técnicas de ordenamiento de texto
donde para pares de documentos se obtiene el más legible entre los dos, tanto [27],
[35], [37] y [32] nos presentan trabajos donde la evaluación de Legibilidad se centra
en esta técnica. [27] analiza caracteŕısticas relevantes para generar ranqueadores de
Legibilidad efectivos y, a través de ese trabajo validamos la utilización de la repre-
sentación seleccionada para nuestros documentos de texto. Tanto [37] como [32],
incorporan a nuestro proyecto una validez necesaria y actual sobre la utilización de
ranqueadores como una técnica de evaluación en Legibilidad para el ordenamiento
de textos. Finalmente, en [35], encontramos la base metodológica para crear estos
ranqueadores, para aśı después construir evaluadores con ellos.

El primer art́ıculo a discutir se utiliza en el área de Legibilidad es [3]. Es un
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art́ıculo central, ya que provee antecedentes sobre la evaluación automática de le-
gibilidad, revisa el estado del arte de los algoritmos para modelado automático y
predicción de legibilidad y finalmente propone retos y oportunidades para futura
exploración en el área.

El enfoque del art́ıculo es completamente introductorio hacia el área de la eva-
luación de la Legibilidad de textos. De tal forma que comienza por presentarnos
la problemática aśı como la relevancia y primeros intentos de ataque hacia este
problema. Después visita superficialmente los métodos automáticos para evaluar la
legibilidad de textos, partiendo del paradigma de la clasificación de texto como un
problema aprendizaje máquina, las caracteŕısticas posibles en la representación del
texto, los modelos de aprendizaje máquina y las evaluaciones, medidas y resultados
que éstos obtienen.

El art́ıculo concluye convenciéndonos que la evaluación de la legibilidad del texto
es un área importante y de continuo crecimiento. Aśı mismo, nos indica hacia dónde
se dirige la investigación en el área y nos invita a enfocarnos en ciertas áreas de
oportunidad actuales.

En cuanto a la relación de este art́ıculo con nuestro trabajo de investigación es
claro que se tomó como una introducción a lo que es el área de evaluación de la legibi-
lidad de textos. Se nos presentó un amplio panorama del cual, nuestra investigación
en espećıfico tomó partes pequeñas para a partir de ellas, construir el proyecto de
investigación. Ejemplo de éstas podŕıan ser la utilización de aprendizaje máquina
para clasificar, aśı como la variabilidad de posibilidades que existe para representar
nuestros documentos de texto y las caracteŕısticas lingǘısticas para hacerlo; esto lo
podemos ver en los resultados de nuestros comparadores aśı como los experimentos
realizados para los mismos.

El siguiente art́ıculo que tocaremos es [7], en él se aborda la problemática de gene-
rar una validación automática de los requerimientos en la creación de un documento
de información del paciente (IP). Estos documentos contienen toda la información
relevante del proceso al que se someterán los pacientes, en relación con un ensayo
cĺınico. Es fácil ver que es de suma importancia que este tipo de documento sea
entendible, ya que aśı el paciente es capaz de tomar una decisión más informada y
posee la capacidad de tomar una decisión veraz sobre lo que acontecerá en su cuer-
po. El crear entonces una validación en automático del IP, es una ayuda al paciente
pero también a los que aplican el documento, ya que estas herramientas inteligentes
proveen una asistencia en la escritura del documento y en el proceso de la aplicación
del IP.

El enfoque que proponen los autores del art́ıculo para abordar el problema ante-
rior, es la creación de un sistema automático que revise tanto la legibilidad como la
comprensibilidad del IP. Una vez con este sistema montado, se invita a los creadores
de documentos IP a realizar documentos más entendibles a través de sugerencias
que teóricamente mejoran la calidad de éste.

La metodoloǵıa que ellos siguen para cumplir con esta tarea comienza por un
pre-procesamiento del lenguaje natural del documento. A esto le sigue el análisis de
componentes métricos de legibilidad como lo seŕıan Flesch-Reading-Ease, gSMOG,
etc. Una vez con esta información, continúan a la tarea de detectar términos técni-
cos y analizar si han sido o no explicados claramente; para realizar esto se utiliza
un sistema de reconocimiento de entidades nombradas. Debido a que no todas las
entidades nombradas son ajenas a los pacientes, un análisis de familiaridad de las
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mismas es necesario y esto se logra a través del análisis de la ocurrencia de la palabra
en un corpus de noticias. Es con base en el resultado de qué tan común o no es la
palabra que se decide si se queda en el documento IP o no.

El detectar si un término técnico ha sido o no abordado se realiza siguiendo
reglas de expresiones regulares. Esto quiere decir que las explicaciones para ciertos
términos técnicos tienden a estar, por ejemplo, entre paréntesis, de aqúı que podemos
identificar a través de expresiones regulares si un término ha sido o no explicado.

El art́ıculo presentado, como tal no tiene resultados ya que no implementan el
método propuesto y, por ende, no hay una experimentación sobre el sistema. En
cuanto a la problemática que abordan, es similar a la nuestra ya que a través de la
evaluación de la Comprensibilidad y la Legibilidad, los autores pretenden generar
un sistema automático para la mejoŕıa de documentos de IP. Su metodoloǵıa tiene
similitudes con la nuestra; una de ellas es la utilización de familiaridad de pala-
bras, ya que en nuestro trabajo de investigación utilizamos la familiariadad como
caracteŕıstica de representación en nuestros textos. En cuanto al uso de expresiones
regulares, nosotros también utilizamos esta idea pero para la identificación de con-
ceptos en el área de Comprensibilidad del proyecto de investigación. Hubiese sido
interesante observar la implementación del sistema para poder realizar comparacio-
nes y aśı obtener ventajas y desventajas de su sistema y el nuestro, aśı mismo para
obtener ideas de posibles implementaciones de nuestro proyecto de investigación ya
que como trabajo a futuro nos interesa generar un software que evalúe y retroali-
mente un documento de tesis en proceso basado en medidas de Comprensibilidad y
Legibilidad.

Pasamos ahora a analizar el art́ıculo que mayor relación tiene sobre nuestro
trabajo de investigación en el área de Legibilidad. La problemática que abordan en
[35] es el tener que evaluar la legibilidad de textos y aśı clasificarlos entre 12 niveles
diferentes. Otro reto al que los autores de este trabajo de investigación se enfrentan
es la falta de datos de entrenamiento para la realización de esta tarea, de aqúı que
la utilización de métodos tradicionales como los que aparecen en [3], no brindan la
solución.

Para atacar este problema ellos se enfocan en realizar la tarea a través de un
ordenamiento de los documentos de texto. De tal forma que primero generan un
comparador al entrenar una SVM. Este comparador es capaz de juzgar la legibilidad
relativa entre dos textos, i.e. es capaz de decidir cuál de los dos textos es más dif́ıcil.
Finalmente los textos son ordenados con la utilización del clasificador/comparador
y un algoritmo de ordenamiento.

El clasificador/comparador que utilizan en el trabajo de investigación se cons-
truye a través de aprendizaje máquina. Dados dos textos a, b 2 S, donde S es un
conjunto de textos, los vectores de caracteŕısticas Va y Vb que corresponden a cada
documento se construyen. Una vez con estos vectores se aplica un operador � y Vab

es construido por la operación Va � Vb. Cuando Vab se introduce al comparador, este
regresa 1 si a > b y �1 cuando a < b. En cuanto a los términos de las caracteŕısti-
cas que representan a los vectores, se utilizan caracteŕısticas Locales (frecuencia)
y Globales (familiaridad). Los operadores que se manejan son diferencia, división
y concatenación. Finalmente, y una vez que se tiene el comparador construido, se
ordenan los textos a través del algoritmo de inserción binaria, esto debido a que
tiene la búsqueda más veloz.

El trabajo realizado por los autores logra construir un clasificador/comparador
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con una precisión por encima del 90% y con base en este comparador son capaces
de ordenar los textos. Este tipo de modelo es capaz de resolver el problema de
categorizar datos en múltiples clases, esto recurriendo solamente a dos clases de
datos de entrenamiento. Aśı mismo, los autores presentan una aplicación construida
con base en este sistema que se llama Terrace; este siendo un sistema que recupera
un texto de nivel de legibilidad similar, de un conjunto de textos una vez que ha
recibido un texto de entrada.

Las similitudes entre nuestro trabajo y el de ellos son bastantes. En primer lugar
nuestro trabajo de investigación construye el clasificador/comparador basándose en
este art́ıculo. Esto se hizo aśı por dos razones: la primera es que se cuenta con pocos
datos y la segunda es debido a que se pretende aprovechar el hecho de que solamen-
te necesitamos dos clases de datos de entrenamiento para la construcción de esta
máquina. Con esta base pudimos realizar experimentos con diferentes combinaciones
de clases de datos de entrenamiento y aśı seleccionar el clasificador/comparador con
mejores resultados.

Algo que difiere en nuestros trabajos de investigación es el qué se hace una
vez que se tiene construido el clasificador/comparador. Ellos utilizan el clasifica-
dor/comparador para ordenar los textos académicos, nosotros, en cambio, utilizamos
esta máquina para acotar el nivel académico de un texto con base en su Legbilidad.
Es importante mencionar que ellos llegan a construir un comparador con una preci-
sión por arriba del 90% mientras que el mejor comparador que logramos construir
nosotros llega apenas al 90%, esto lo culpamos a la diferencia en el tipo de docu-
mentos, es posible ver dentro de sus resultados que mientras subimos la calidad de
un escrito, es más dif́ıcil distinguir su Legibilidad. Nuestros documentos, aunque de
diferentes niveles académicos, son todos de niveles académicos altos, mientras que
los de ellos van desde un nivel de aprendizaje de inglés o japonés cero, hasta un nivel
doce.

El siguiente art́ıculo que llamó la atención en nuestro trabajo de investigación
es [27]. La problemática que ellos abordan es el combinar caracteŕısticas léxicas,
sintácticas y de discurso para con ellas producir un modelo capaz de predecir la
legibilidad de un texto. Una vez realizado esto, se dan a la tarea de comparar estas
caracteŕısticas para poder aśı observar cuál de ellas cumplen mejor la función de
predecir la legibilidad de un texto al nivel de cómo lo juzgaŕıa un humano. El art́ıculo
todav́ıa va más allá y compara si algunas caracteŕısticas son espećıficamente útiles
para predecir la legibilidad de un texto, para ranquear o para las dos.

Para realizar esta tarea los autores utilizan textos del periódico norteamericano
“Wall Street Journal”. Particularmente se seleccionan treinta textos de forma alea-
toria y para cada uno de estos textos se analizan factores de legibilidad que incluyen
medidas base (como lo podŕıan ser la longitud del art́ıculo), vocabulario, sintaxis,
cohesión, coherencia de identidades y de discurso. Para cada art́ıculo se extraen es-
tos factores y se estudia tanto su capacidad para predecir, como para para ranquear
legibilidad. Finalmente, también se analiza la asociación entre estos factores de le-
gibilidad al realizar las combinaciones posibles entre ellos, esto para poder ver si la
combinación de factores genera mejores resultados.

Entre sus resultados, los investigadores encuentran una alta correlación que los
factores considerados capaces de predecir legibilidad de un texto son las relaciones
de discurso, el promedio de frases verbales, caracteŕısticas basadas en vocabulario y
el número de palabras; es importante enfatizar aqúı que los factores de legibilidad de
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vocabulario y de relaciones de discurso son los predictores más fuertes, seguidos por
el promedio de frases verbales y la longitud de texto. Con base en la combinación
de factores de legibilidad como predictores de texto, los investigadores comentan
que los resultados son complicados de interpretar, sin embargo, las relaciones de
discurso, caracteŕısticas de vocabulario y la longitud, son factores importantes a lo
largo de combinaciones con mejores resultados. Finalmente, y con base en el ranqueo
de legibilidad (Esto quiere decir que en lugar de intentar predecir legibilidad de un
solo documento, se consideran dos y se selecciona cuál de ellos es mejor.), los mejores
resultados se obtienen a través coherencia de entidades y caracteŕısticas de discurso
y sintaxis.

Es claro entonces cómo el trabajo de investigación presentado tiene similitudes
con nuestro proyecto de investigación. En primer lugar, se analiza el problema de
ranqueo de un texto, esto quiere decir que en lugar de predecir la legibilidad de un
texto, se consideran pares de documentos y entre ellos se analiza el más o menos
legible entre los dos. En segundo lugar, los investigadores analizan caracteŕısticas
de vocabulario y su correlación como factores predictivos efectivos en legibilidad; en
nuestro trabajo de investigación utilizamos de hecho caracteŕısticas basadas en vo-
cabulario para representar nuestros textos. El hecho de que sus resultados muestren
a estas caracteŕısticas como factores predicitivos efectivos de ranqueo en legibilidad,
valida la utilización de este tipo de caracteŕısticas. Es un trabajo que ciertamente
aportó cuerpo a nuestro proyecto de investigación.

El siguiente art́ıculo que le compete a este trabajo de investigación es [37]. Es-
te trabajo se enfoca a la tarea de la evaluación de la legibilidad para textos que
se enfocan en la enseñanza de un segundo idioma. Esto debido a que un sistema
espećıficamente diseñado hacia la percepción de la dificultad de lectura de textos
para segundo idioma puede producir una estimación más exacta de la dificultad de
lectura para un lector no-nativo de la lengua y aśı facilitar su aprendizaje. Este
tipo de trabajos, se enfrentan también a un segundo reto: la falta de datos con un
etiquetado a través de expertos.

Para abordar el problema los investigadores desarrollan un sistema que produce
una estimación de legibilidad en el estado-del-arte a través de la exploración de una
gama de factores de legibilidad y el análisis de su poder predictivo. En particular,
comparan un modelo basado en ranqueo con uno de clasificación tradicional. Ellos
creen que el problema de la dificultad de texto es una variable continua más que una
discreta, de aqúı que en lugar de asignarle un valor absoluto a un nivel de texto, es
más natural la predicción de la dificultad de un texto a través de la comparación
con otros textos.

Los resultados obtenidos con base en entrenamientos realizados con datos de tex-
tos no espećıficos para estudiantes de un segundo idioma son interesantes. Primero
que nada observan que los mejores resultados se encuentran con la combinación de
todas las caracteŕısticas, algo que era de esperarse. En segundo lugar y basándo-
se en la comparación entre el modelo basado en ranqueo y el modelo basado en
clasificación, se hace notar que los dos modelos vaŕıan a lo largo de las diferentes
caracteŕısticas y ninguno de los dos modelos es consistentemente mejor que el otro.
Finalmente, cuando se combinan todas las caracteŕısticas, el modelo de clasificación
obtiene mejores resultados que el de ranqueo, de aqúı que el modelo de ranqueo no
es necesariamente el mejor modelo para la tarea de predicción de legibilidad.

En el trabajo de investigación se hizo una segunda ronda de experimentos, pero
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ahora con datos (textos) en espećıfico para estudiantes de un segundo idioma. En este
caso el modelo de clasificación obtuvo resultados negativos y el modelo de ranqueo
se mantuvo constante. Esto mostró que el modelo de ranqueo generaliza mejor y
esto se debe a que no trata de generar un empate entre los documentos hacia uno
de los niveles, sino que captura la dificultad relativa entre los documentos.

El previo trabajo fue de interés para nuestro proyecto de investigación por dife-
rentes aspectos. En primer lugar, crea un modelo de evaluación de legibilidad en el
estado del arte a través de ranqueo de forma similar a nuestra investigación. Des-
pués, compara este modelo con uno tradicional de clasificación y, aunque no obtiene
resultados para indicar que el de ranqueo es mejor, obtiene resultados que parecen
indicar que considerar la clasificación de texto como un problema continuo generali-
za de mejor manera. Aśı mismo los resultados cercanos entre el modelo de ranqueo
y el de clasificación nos indica que los modelos de ranqueo son útiles y merecen su
exploración. Finalmente los resultados para las caracteŕısticas nos muestran que la
combinación de las mismas da los mejores resultados, tanto para el modelo de ran-
queo como al de clasificación tradicional, esto abre a que en algún trabajo a futuro
podamos incorporar múltiples caracteŕısticas para refinar nuestro modelo basado en
ranqueo.

A continuación se presenta el último art́ıculo de investigación que llamó la aten-
ción para nuestro proyecto de investigación. En [32], se dan a la tarea de predecir
la dificultad relativa de oraciones a lo largo de un conjunto de oraciones. Este es un
problema interesante y no ha recibido tanta atención ya que en general se predice
la dificultad de un texto en su totalidad, pero al hablar de oraciones, la literatura
es escasa. El problema, también es complicado debido a que las oraciones proveen
menos datos que los que son requeridos para estimar de forma confiable la dificultad
de éstas, particularmente para medidas que dependen en estad́ıstica agregada.

Para lograr resolver el problema propuesto, los investigadores primero recolecta-
ron datos de “American National Corpus”, “New York Times” y “North American
News Text Corpus”, estos datos se etiquetaron utilizando “crowdsourcing” con dos
experimentos. El primer experimento consist́ıa en proporcionar dos oraciones y un
sujeto teńıa que determinar cuál de ellas era más dif́ıcil que la otra, el segundo
era similar, solamente que las dos oraciones estaban en su respectivo contexto. En
cuanto a la generación del ranqueo, se utilizó el algoritmo “Trueskill”, el cual es un
algoritmo de ranqueo a través de decisiones por parejas (como lo seŕıan las oracio-
nes). Finalmente, y a través de aprendizaje de máquina, se genera un proceso para
predecir entre pares de oraciones o pares de oraciones con su contexto, cuál de ellas
es más complicada que la otra, aśı mismo en medio de estos dos procesos, se incluye
un proceso de selección de caracteŕısticas a través del sistema “Oracle”.

Los resultados que se obtuvieron para la predicción de dificultad por pares en-
contraron que el modelo que mejor predećıa la dificultad utilizaba todas las carac-
teŕısticas, esto tanto para oraciones sin contexto como para oraciones con contexto.
Aún aśı, representaciones más sencillas basadas en caracteŕısticas léxicas, se acerca-
ban a los resultados obtenidos por todas las caracteŕısticas; de aqúı que se logró la
construcción de un modelo capaz de predecir la dificultad relativa entre oraciones
con éxito. En cuanto a los resultados para el ranqueo de las oraciones, se encontraron
diferencias pequeñas pero significativas entre oraciones solas o con contexto y este
resultado sugiere que las propiedades que rodean a una oración pueden, de hecho
afectar la dificultad de una oración.
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Este art́ıculo y nuestro proyecto de investigación ciertamente tienen similitudes.
En primer lugar, una parte del proyecto construye ranqueadores de legibilidad que,
entre dos oraciones o dos oraciones acompañadas de su contexto, predicen cuál de
ellas es más o menos legible. Nuestro proyecto de investigación realiza lo mismo,
solamente que se comparan dos secciones de tesis, de aqúı que el método utilizado
para comparar dos oraciones acompañadas de su contexto es de interés en nuestro
trabajo. Otro aspecto importante que vemos en este proyecto de investigación, es
la conclusión que las caracteŕısticas léxicas predicen la legibilidad con efectividad,
esto valida la utilización de caracteŕısticas léxicas en nuestro trabajo. Finalmente,
invita, como trabajo a futuro, utilizar los modelos de aprendizaje de máquina que se
utilizan en este proyecto, ya que aśı podŕıamos comparar resultados con el modelo
que utilizamos y que aparece en [35].



Caṕıtulo 4

Metodoloǵıa en Comprensibilidad

A continuación presentamos la metodoloǵıa utilizada para la obtención de nues-
tras medidas de Comprensibilidad. El caṕıtulo está organizado de tal forma que
primero se presenta la representación de los documentos. A continuación se aclara
la metodoloǵıa precisa para la obtención de cada una de nuestras medidas de Com-
prensibilidad: Carga de Comprensibilidad, Conectividad y Dispersión. Finalmente,
el caṕıtulo cierra con la explicación del proceso de retroalimentación visual basado
en Comprensibilidad.

4.1. Representación

A continuación abordaremos la representación que se utilizó para el manejo de
los documentos. Una vez que se tiene dicha representación uno es capaz de extraer
las medidas de Comprensibilidad.

4.1.1. Secuencias de Oraciones y Conceptos

En primer lugar presentaremos la dinámica de representación y extracción tanto
de las secuencias de oraciones como para la obtención de los conceptos.

Un documento d consiste en una secuencia finita de K párrafos: d = (p1, ..., pK).
El k-ésimo párrafo está compuesto de una secuencia finita de oraciones nk, de tal
forma que pk = (s1, ..., snk

). La j-ésima oración del párrafo pk consiste en una
secuencia finita de m(j,k) de palabras, tal que sj,k = (w(1,j,k), ..., wmj,k,j,k).

Una palabra w(i,j,k) o una frase (conjunto de palabras) en una oración se define
como concepto c si pertenece a un patrón de nuestras frases nominales 1 predo-
minantes en el lenguaje. Identificamos un concepto al extraer el vocabulario de d
y etiquetar cada palabra a través de la identificación de su parte del discurso con
spaCy 2.

Finalmente, un conjunto finito de conceptos en d es representado por C y la
secuencia finita de X ocurrencias de los conceptos como O = (c1, ..., cX), donde
cx 2 C (Aclaramos aqúı que al hablar de una ocurrencia nos referimos a la aparición
del concepto a lo largo del documento, de aqúı que O es un conjunto de conceptos
ordenado a través de la aparición de éstos en el documento.) Aśı mismo, un concepto

1Conjunto de frases nominales que de acuerdo con [26] regresa un concepto: N-N, N-A, N-[A]-
Prep-N-[A], N-[A]-Prep-Art-N-[A], N-[A]-Prep-V-[N-[A]].

2Una libreŕıa libre de Python para Procesamiento de Lenguaje Natural avanzado [14]

36
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c0 2 C se llama concepto � relacionado de c si co-ocurre en más de un párrafo pk,
al hablar de co-ocurrir nos referimos a que tanto c como c0 ocurren en un mismo
pk. Para modelar esto, se realiza un diccionario donde aparecen los párrafos que
se encuentran en la sección con los respectivos conceptos que aparecen en dicho
párrafo; en la Figura 4.1 es posible observar este arreglo. Por otro lado, el conjunto
de conceptos que se relacionan con un c lo denotaremos por R(c) y a la cantidad
de veces que un c aparece en un párrafo (frecuencia) como f(c, pk). Por último,
cada concepto posee su párrafo clave párrafo � clave pkc , i.e. el párrafo donde
teóricamente dicho concepto es explicado.

4.1.2. Grafo de Conceptos

Las medidas de Conectividad y Dispersión son obtenidas a través de la creación
de un Grafo de Conceptos. Para obtener este grafo, un documento se representa
como un grafo unidireccional de conceptos G = (C,E,w), donde C es el conjunto
finito de los nodos concepto, E ✓ C ⇥ C es el conjunto finito de aristas entre los
conceptos y w : E ! N es una función del peso que se le asigna a cada arista
(c, c0) 2 E, de tal forma que es la frecuencia total de la co-ocurrencia de c y c0 a lo
largo de los párrafos en d.

4.2. Medidas

Hab́ıamos mencionado anteriormente la obtención de medidas de Comprensibili-
dad por documento y, éstas serán tres: Carga de Comprensibilidad (Secuencialidad),
Dispersión y Conectividad. A continuación explicamos cada una de las medidas aśı
como el proceso para obtenerlas.

4.2.1. Carga de Comprensibilidad (Secuencialidad)

Para introducir la idea de Carga de Comprensibilidad utilizaremos el trabajo
de [1]. Tres nociones son básicas en textos bien escritos: enfoque, secciones clave y
secuencialidad en la presentación de conceptos. La primera nos habla de que un texto
bien escrito explica pocos conceptos, de aqúı que posee un enfoque. La segunda se
refiere a que para cada concepto en un buen texto, se tiene una sección que se enfoca
en explicar este concepto en espećıfico. Finalmente, los conceptos en un texto bien
escrito, son discutidos en una forma secuencial, esto quiere decir que un concepto es
explicado de forma adecuada antes de que aparezcan ocurrencias de este concepto o
de conceptos relacionados a éste a lo largo del documento. Si un concepto, llamémosle
c, es utilizado para explicar un concepto relacionado c0 antes de que c sea explicado
adecuadamente, esto añade una Carga de Comprensibilidad al lector y es un error de
secuencialidad, i.e. si queremos que nuestro lector entienda c0, que está relacionado
con c, tenemos primeramente que explicar c. La carga de comprensibilidad como se
obtiene en [18] se define a través del proceso que mostramos a continuación.

Significancia

Lo primero que debemos obtener es la Significancia, y antes de formularla expli-
quémosla. La significancia es una medida de qué tan importante es la descripción
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de un concepto en una cierta sección para el entendimiento de otros conceptos en
un documento. Un posible enfoque seŕıa definir la significancia en términos de la
frecuencia relativa del concepto en la respectiva sección, sin embargo, el problema
con esta definición es que no diferencia entre dos conceptos c1 y c2 que contengan
la misma frecuencia en una sección en espećıfico. Aśı mismo, el concepto c1 puede
estar relacionado a múltiples conceptos que ocurren en otras partes del documento
y pueden ser entonces más significantes para entender todo el documento, mientras
que c2 puede ser más relevante solamente para la sección analizada. Es por esto,
que la significancia de un concepto se define con base en dos cosas: la frecuencia de
un concepto en una respectiva sección, y la cantidad de conceptos relacionados con
éste.

Dado un documento d que contiene un concepto c, su conjunto de conceptos rela-
cionados R(c), un párrafo pk y la frecuencia de c en pk como f(c, pk); la Significancia
de c en un pk se define como

�(c, pk) = f(c, pk) ⇤ |R(c)|. (4.1)

Carga de Comprensibilidad en un Párrafo

Intuitivamente, utilizaremos que el párrafo clave para un concepto, tendrá un
valor de significancia alta. Entonces, algoŕıtmicamente obtendremos el párrafo clave
para un concepto al comparar sus valores de significancia en todos los párrafos del
documento, de tal forma que el párrafo clave pkc de c se define como el primer párrafo
en d donde la significancia es máxima, y la Carga de Comprensibilidad para c en un
párrafo pk se define como

 (c, pk) =

(
�(c, pkc), si k < kc
0, en cualquier otro caso.

(4.2)

Donde k y kc se refieren a los números que indican el párrafo, de aqúı que k < kc
nos habla de los números de párrafo anteriores al número del párrafo clave.

Para entender la formulación anterior debemos observar con detenimiento que
una ocurrencia del concepto en análisis en pkc o después, no presenta una carga de
comprensibilidad en el lector. Esto se debe a que el lector ya habrá entendido el
concepto una vez que éste, haya sido explicado en lo que consideramos su párrafo
clave.

Carga de Comprensibilidad por Concepto

La Carga de Comprensibilidad total de c es solamente la suma sobre todas las
Cargas de Comprensibilidad de c en cada párrafo, de tal forma que la ecuación
quedaŕıa como

 (c) =
X

pk2D

 (c, pk). (4.3)

Carga de Comprensibilidad del Documento

La Carga de Comprensibilidad se puede interpretar a través de lo presentado
anteriormente, como una medida que cuantifica la falta de organización en las ocu-
rrencias de los conceptos, ya que los conceptos organizados de forma secuencialmente
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correcta no deben generar una Carga de Comprensibilidad en el lector. De aqúı que
la medida de secuencialidad de un documento es

Secuencilidad(d) = �
X

c2C

 (c). (4.4)

Es claro también que un documento con una carga de comprensibilidad mayor, es
de menor calidad (menos comprensible) que uno con una carga de comprensibilidad
menor.

4.2.2. Conectividad

Un documento es más fácil de comprender cuando sus conceptos tienen una
conexión lógica los unos con los otros, i.e. un documento debe escribirse de tal
forma que cada uno de sus conceptos tenga relación con el concepto que le sigue,
esto hace que podamos comprender el texto de forma correcta. Basándonos en esto
es que empleamos la medida de Conectividad, que se define como el promedio de la
fuerza de las relaciones entre los conceptos en un documento, ésta está basada en
la colocación de los mismos y formulaciones de teoŕıa de grafos para medir el grado
(el número de nodos al cual un nodo focal está conectado) y la fuerza de un nodo
(esto basado en los pesos).

Conectividad de un Concepto

Dado el grafoG(C,E,w) de un documento d, conceptos c, c0 2 C, y las conexiones
de las aristas para c como E; la conectividad de c se define como

✓(c) =

0

@
X

(c,c0)2E

w(c, c0)

1

A
↵

(4.5)

donde w es el peso de las aristas que conectan a c y ↵ es una constante con valor
mayor a uno que proviene como un término para equilibrar tanto el grado como la
fuerza de un nodo focal, todo esto de acuerdo con [25].

La fórmula proviene de formulaciones de teoŕıa de grafos. El grado de un nodo
focal es el número de adyacencias en una red, esto quiere decir el número de nodos
al que un nodo focal está conectado y la formulación es la siguiente:

ki = CD(i) =
NX

j

xij, (4.6)

donde i es el nodo focal, j representa todos los otros nodos, N es el número total
de nodos y x es la matriz de adyacencia en donde xij se define como uno si i está
conectado con j y cero de otra manera. El grado de un nodo focal se ha generalizado
y extendido a la suma de lo pesos y se le refiere como la fuerza del nodo. Esta medida
formalmente es, de acuerdo con [25]:

si = Cw
D =

NX

j

wij, (4.7)
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donde w es la matriz de pesos de ayacencia, en donde wij es mayor a 0 si el nodo i
está conectado al nodo j y el valor representa el peso de la unión. Aunque la medida
de fuerza es un buen indicador, no es un indicador directo del número de nodos
al que está conectado el nodo focal. En [25] combinan estas dos medidas (fuerza
y grado) al incorporar ↵, que determina la importancia relativa entre uniones y el
peso de las uniones. En espećıfico, ellos proponen una medida centralizada que es el
producto del número de nodos al cual un nodo focal está conectado y el promedio
de los pesos de estos nodos, ajustado con el parámetro ↵. La medida es la siguiente:

Cw↵
D = ki ⇥

✓
si
ki

◆↵

= k(1�↵)
i ⇥ s↵i , (4.8)

donde ↵ es un parámetro de afinación. Es a través de este trabajo de investigación
que se obtiene la fórmula para la obtención de nuestra medida de conectividad para
un concepto c. Es a través de estas formulaciones que se obtiene la definición para
la medida de Conectividad.

Conectividad Total

La conectividad total del documento se define como la sumatoria sobre todos los
conceptos del documento, de tal manera que su ecuación es la siguiente

Conectividad(d) =

P
c2C ✓(c)

|C| . (4.9)

Esta medida se puede interpretar como el promedio de la fuerza de las relaciones
entre los conceptos en un documento, en espećıfico de la fuerza y el grado de los
conceptos vistos como nodos, en un documento. De tal forma que una mayor conec-
tividad, nos habla de un documento que hilvana mejor las ideas entre los conceptos
que se abordan en él.

4.2.3. Dispersión

El enfoque es una parte esencial de un documento bien escrito, de aqúı que la falta
del mismo puede ocasionar una carga de información sobre el lector y la necesidad
de recordar más información conceptual. En [17] ellos proponen una formulación
basada en teoŕıa de la información para evaluar la cantidad de información esperada
para ser recordada simultáneamente.

Dispersión por Concepto

Dado un documento d, un concepto c 2 C, un párrafo pk como P (c, pk) (siendo
la razón de f(c, pk) y el número total de conceptos en pk; la dispersión de conceptos
en pk basado en la entroṕıa de Shannon se define como:

✓(pk) = �
X

c2C

P (c, pk) ⇤ log2P (c, pk). (4.10)

Más información, relacionada con el origen de esta fórmula, se abordó en el Caṕıtulo
2 en Entroṕıa de Shannon.
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Dispersión Total

La medida de dispersión de los conceptos en el documento d se define como

Dispersion(d) =

P
1kK ✓(pk)

K
. (4.11)

Esta medida se debe interpretar inversamente, ya que que se busca que el lector no
necesite recordar información conceptual en demaśıa, de aqúı que un alto valor de
la Dispersión total del documento equivale a un documento con una alta densidad
de conceptos y, por ende, un documento dif́ıcil de comprender.

4.2.4. Ejemplo de Obtención de Representación

A continuación se incluye el ejemplo de una corrida para la obtención de la
representación de un documento aleatorio del corpus de datos, el ejemplo aparece
en la Figura 4.1.

1. Hasta arriba de la Figura 4.1, podemos observar que de un documento, se
extrajeron sus secciones, en espećıfico se observa la sección de objetivo con su
contenido.

2. A continuación de esto, se divide el contenido de las secciones en párrafos, en
la Figura 4.1 se observa la sección de problema con su contenido divido en
párrafos.

3. Después, cada párrafo se divide en oraciones, se puede observar en la Figura
4.1, cómo la sección de objetivo se compone de un solo párrafo con una sola
oración.

4. Le sigue el etiquetado de partes del discurso, y en la imagen se aprecia que la
sección de objetivo, en el párrafo uno, en la oración uno, la palabra “Describir”,
está etiquetada como un verbo.

5. Una vez con las palabras etiquetadas, extraemos los conceptos por párrafo,
para este documento en particular podemos observar que en el párrafo cuatro,
encontramos el concepto “monto de dinero”.

6. Ahora, obtenemos la ocurrencia de los conceptos por párrafo, de tal forma
que para cada concepto observamos exactamente en qué párrafo ocurre en el
documento.

7. Le sigue la asignación del párrafo clave, y esto se realiza como se indica en la
Metodoloǵıa para Comprensibilidad, en nuestro documento se observa que el
concepto “departamento de contabilidad” tiene al párrafo doce y al cinco como
posibles párrafos clave, acabaremos seleccionando al cinco como su párrafo
clave debido a que este aparece antes en el documento.

8. Casi por finalizar, obtenemos los conceptos y su relación con otros a lo largo
del documento. En la imagen se observa que el concepto “monto de dinero”
está relacionado tanto con “seguimiento del proceso” como con “monto de
dinero solicitado”.
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9. Finalmente se construye el grafo de conceptos como aparece en el apartado de
Grafo de Conceptos. Una vez con éste, somos capaces de obtener la Carga de
Comprensibilidad, Conectividad y Dispersión del documento.

Figura 4.1: Ejemplo de corrida para obtención de la representación en un documento
aleatorio del corpus de datos

4.3. Retroalimentación Visual

A continuación presentamos la metodoloǵıa para la obtención de nuestros tres
objetos visuales: Nubes de Términos, Grafos y Gráfica de Barras.
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4.3.1. Nubes de Términos

Para la visualización de los valores por concepto que son encontrados en el do-
cumento, probamos diferentes tipos de gráficas y no nos eran útiles debido a que
en algunos documentos la cantidad de conceptos pod́ıa ser sustanciosa. De aqúı
que decidimos utilizar Nubes de Términos para poder visualizar los conceptos y su
frecuencia a lo largo del documento: la Carga de Comprensibilidad por concepto y
la Conectividad por concepto. Las Nubes de Términos son una técnica para mos-
trar qué palabras (en nuestro caso utilizaremos conceptos) son más frecuentes a lo
largo de un texto. Para crear este tipo de visualización, utilizamos la paqueteŕıa
“wordcloud” que aparece en [24].

El proceso de obtención de una nube de términos consta de los siguientes pasos
y se puede observar en la Figura 4.2:

1. Extracción de los conceptos (La Figura 4.2, muestra los conceptos encontrados
en un respectivo documento, mientras el concepto tenga mayor tamaño esto
significa que su frecuencia es mayor.)

2. Creación de un diccionario que contenga la forma concepto y valor (este puede
variar en frecuencia, valor de Conectividad y Carga de Comprensibilidad)

3. Generación de la imagen de la Nube de Términos

4. Visualización de la imagen

Figura 4.2: Nube de términos para un documento aleatorio de Doctorado

4.3.2. Grafos

Nuestro proyecto de investigación utiliza relaciones entre conceptos para la ob-
tención de las medidas de Comprensibilidad, algunas de éstas son relevantes en el
proceso de edición de un borrador de tesis de aqúı que las incluimos en nuestro
proceso de Retroalimentación Visual. Para mostrar estas relaciones utilizamos Gra-
fos, y a través de ellos mostramos la relación que existe entre los conceptos y su
párrafo clave y el Grafo de Conceptos del Documento, el segundo siendo base para
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la construcción de las medidas de Conectividad y Dispersión. Para la construcción
de este Grafo se utilizó la paqueteŕıa del lenguaje Python: NetworkX 3.

El proceso general para la obtención de nuestros grafos se enumera a continuación
y un ejemplo de un grafo, en espećıfico un ejemplo de un grafo que muestra relaciones
entre conceptos se muestra en la Figura 4.3:

1. Creación del Grafo

2. Añadir un nodo por cada concepto al grafo (en la Figura 4.3 se observa que
para cada concepto existe un nodo)

3. Generación de aristas por cada relación entre conceptos

4. Generación de posiciones para los nodos

5. Para cada una de nuestras aristas, generar el trazo de la arista entre los nodos

6. Graficación y personalización del Grafo

7. Impresión del grafo para su interacción con el usuario

Figura 4.3: Grafo de relaciones entre conceptos para un documento aleatorio de
Doctorado

4.3.3. Gráfica de Barras

Finalmente, para mostrar la dispersión por párrafo en nuestro documento, la me-
todoloǵıa seleccionada fue una gráfica de barras donde señalamos con una ĺınea roja
la media del resultado para dispersión de la sección y nivel académico correspondien-
te. La paqueteŕıa que utilizamos es la perteneciente al lenguaje Python: Matplotlib
4 y esta aparece en [16].

3NetworkX es una paquete del lenguaje Python para la exploración y análisis de redes y algo-
ritmos de redes. El paquete base ofrece estructuras de datos para representar diferentes tipos de
redes o grafos, incluyendo grafos simple, dirigido y grafo con aristas paralelas y con bucles internos.

4Matplotlib es una paquete del lenguaje Python para desarrollo de aplicaciones, secuencias de
comandos interactivos y generación de imágenes con calidad de publicación.
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El proceso general para la generación de una gráfica de barras en nuestro proyecto
se enumera a continuación y se muestra un ejemplo de de una gráfica de barras para
una sección en espećıfico de un documento de Doctorado en la Figura 4.4:

1. Obtención de los valores para dispersión por párrafo

2. Generación del diccionario que contenga la relación del párrafo y su valor de
dispersión.

3. Creación de la figura.

4. Generación de la gráfica de barras sobre la figura.

5. Obtención del valor medio de Dispersión para la sección y nivel académico
espećıfico y creación de ĺınea roja horizontal (ver Figura 4.4

6. Impresión en pantalla de la figura.

Figura 4.4: Gráfica de barras para un documento aleatorio de Doctorado



Caṕıtulo 5

Colección de Datos

Los documentos que se recolectaron a partir del trabajo de [9], están compuestos
por tesis y propuestas de investigación desarrolladas por estudiantes. La colección
consta, por el momento, de 712 documentos que se dividen en cuatro niveles académi-
cos: Técnico Superior Universitario (TSU), Licenciatura, Maestŕıa y Doctorado.

Los documentos se obtuvieron de repositorios de universidades públicas y centros
de investigación, el 97% de ellos corresponde a instituciones mexicanas y el restante
a universidades de otros páıses de habla hispana. Las secciones totales de cada uno de
los documentos son: T́ıtulo, Planteamiento del Problema, Justificación, Preguntas
de Investigación, Hipótesis, Objetivos, Metodoloǵıa y Conclusiones. Y, de todas
ellas, nuestro estudio se centra en tres secciones en espećıfico: Planteamiento del
Problema, Justificación y Resultados.

5.1. Número de Documentos

A continuación se incluye una tabla que indica la cantidad de documentos que
se tiene por nivel académico.

Nivel Académico Número de Documentos

Técnico Superior Universitario 227
Licenciatura 150
Maestŕıa 269
Doctorado 66

Total 712

Tabla 5.1: Nivel académico y número de documentos

En 5.1 podemos observar que Doctorado posee la menor cantidad de documentos,
esto se puede explicar a través de la naturaleza del nivel académico. Debido a lo
anterior, es claro que nuestros datos no están balanceados, algo que puede afectar a
nuestros resultados y en las conclusiones comentamos este aspecto.
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5.2. Documentos Depurados

Tanto en los experimentos realizados para Comprensibilidad como los realizados
para Legibilidad, hemos extráıdo tres secciones de cada documento de tesis: Plantea-
miento del Problema, Justificación y Resultados. Escogimos dichas secciones debido
a que contienen mayor información en relación con el documento de tesis, e.g. la
sección “T́ıtulo” es muy breve y por ende no fue seleccionada.

La tabla que mostramos a continuación nos muestra la cantidad total de tesis, aśı
como la cantidad total de tesis seleccionadas después de un proceso de depuración.
Por proceso de depuración nos referimos a que seleccionamos aquellas tesis que
teńıan al menos una sección con un párrafo, refiriéndonos a un párrafo como un
conjunto de texto que al menos contiene dos oraciones.

Nivel Académico Número de Tesis Depuradas

Técnico Superior Universitario 227 202
Licenciatura 150 136
Maestŕıa 269 254
Doctorado 66 64

Tabla 5.2: Nivel académico y documentos depurados

En la Tabla 5.2 podemos observar que todos los niveles académicos disminuyen
los documentos de tesis, sin embargo, Técnico Superior Universitario es el que pierde
el mayor número y Doctorado pierde el menor. Esto se da ya que los documentos
de Técnico Superior Universitario presentan mayor cantidad de errores y son más
cortos, en tanto que los de Doctorado son documentos con mayor cuerpo que fue-
ron escritos por estudiantes con una mayor maduración académica y práctica en la
escritura de documentos académicos.

5.3. Secciones

La Tabla 5.3 muestra la cantidad de secciones (Planteamiento del Problema,
Justificación y Resultados) recabadas por nivel académico. Es importante recalcar
que estas secciones fueron obtenidas del conjunto de documentos ya depurados.

SecciónNivel

Académico Planteamiento Justificación Resultados

Técnico Superior Universitario 80 104 102
Licenciatura 28 31 77
Maestŕıa 92 81 179
Doctorado 21 13 43

Total 221 229 401

Tabla 5.3: Secciones por nivel académico

En la Tabla 5.3 observamos que la mayor cantidad de secciones recabadas corres-
ponde a la sección de Resultados, seguida por Justificación y finalmente Plantea-
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miento, aunque estas últimas dos tienen buen balance. Aśı mismo, podemos observar
que Doctorado tiene el menor número de secciones recabadas, seguido por Licen-
ciatura. El nivel académico que mayor número de secciones tiene es el de Maestŕıa,
seguido por Técnico Superior Universitario. Resultados es la sección con más ejem-
plos debido a que tiende a ser donde se presentan resultados y se puede dar más
información que en la sección de Planteamiento del Problema y Justificación. Con
base en los niveles académicos y su cantidad de secciones recabadas, esto está ı́nti-
mamente relacionado con la cantidad de tesis que contienen los niveles académicos,
de aqúı que estos resultados eran esperados.

5.4. Estad́ıstica para Palabras

Finalmente, incluimos la Tabla 5.4 donde presentamos estad́ısticas para las Pa-
labras/Tokens por sección y nivel académico. Para cada nivel académico, recabamos
sus secciones (Problema, Justificación y Resultados) y por cada sección obtenemos
el promedio de palabras que aparecen por documento, aśı como el documento con
el mayor y menor número de palabras/tokens.

Planteamiento de Problema Justificación ResultadosNivel

Académico Promedio Máximo Mı́nimo Promedio Máximo Mı́nimo Promedio Máximo Mı́nimo

Técnico Superior Universitario 409.33 1708 75 385.07 1123 110 493.55 1883 138
Licenciatura 477.60 1253 114 342.33 820 109 508.92 2386 121
Maestŕıa 399.39 1063 121 407.81 1612 113 656.65 5184 137
Doctorado 754.85 1643 310 433.84 802 247 840.27 3765 59

Tabla 5.4: Estad́ısticas para palabras por secciones y nivel académico

En la Tabla 5.4 podemos observar una tendencia a mayor nivel académico, mayor
cantidad de palabras en promedio, en cada una de las secciones. Aśı mismo, se
observa que la sección de Resultados, en promedio, posee una mayor cantidad de
palabras que las otras secciones. La explicación de esto se debe a que, de nuevo, la
sección de Resultados tiende a ser más extensa y elaborada que las otras dos. Lo
mismo ocurre para el nivel académico, ya que las tesis de Doctorado tienden a ser
más extensas que aquellas de menores niveles académicos.



Caṕıtulo 6

Evaluación y Retroalimentación

Visual en Comprensibilidad

6.1. Evaluación

Dado que uno de los propósitos de nuestra investigación es el tener una eva-
luación de los escritos en proceso (borradores) para aśı proveer una gúıa al autor,
se decidió obtener las medidas de Comprensibilidad de la colección de textos que
previamente hemos presentado. Este análisis previo, además de validar el proceso
computacional en textos de diferentes niveles académicos, es capaz de proveer va-
lores de referencia para evaluar nuevos textos. Esta evaluación se realiza sobre tres
secciones (de longitud amplia) espećıficas por cada documento de tesis; éstas son:
Planteamiento del Problema, Justificación y Resultados.

6.1.1. Experimentos

Los resultados que se mostrarán a continuación se basan en la serie de experi-
mentos que explicaremos a continuación. Recordemos que por cada sección de in-
terés (Planteamiento del Problema, Justificación y Resultados), se obtuvieron tanto
promedio, desviación estándar y porcentaje de valores no-nulos (refiriéndose a docu-
mentos donde el valor de la medida fue diferente de cero) de nuestras tres medidas:
Carga de Comprensibilidad, Conectividad y Dispersión. Debido a que contamos con
cuatro niveles académicos, esto se hizo para TSU, Licenciatura, Maestŕıa y Docto-
rado, dando lugar a las Tablas 6.1, 6.2 y 6.3.

En total entonces, se tienen tres diferentes tablas asociadas a tres diferentes
experimentos. Dentro de cada medida se decidió reportar al promedio debido a
que nos daŕıa una visión general del valor de la medida a lo largo de todos los
documentos correspondientes a un nivel académico, ésta, tentativamente útil para
la generación de valores de referencia. La desviación estándar, se seleccionó para
observar la variabilidad en este promedio, ya que está en nuestro interés observar la
viabilidad de este valor como referente de evaluación de una medida para un cierto
nivel académico. Finalmente, y debido a que tenemos medidas dif́ıciles de recabar,
como lo seŕıan la carga de comprensibilidad, se decidió realizar tanto el promedio
como la desviación estándar sobre los documentos que otorgaran un valor diferente
de cero; esto por dos cosas: para estabilizar el resultado de la desviación estándar
y debido a que los valores nulos no aportaban información relevante fuera de su
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porcentaje, que ya está siendo reportado en la columna “No-nulos(%)”.

6.1.2. Evaluación de la sección “Planteamiento del Proble-

ma”

El número de textos para esta sección no es la más abundante como podemos ver
por la Tabla 6.1. Aśı mismo, podemos observar que los resultados para la carga de
comprensibilidad con base en el nivel académico de Técnico Superior Universitario
en la Tabla 6.1, son bastante altos para los pocos documentos de tesis utilizados
al obtener esta medida; el nivel académico que le seguiŕıa seŕıa Doctorado pero
con una diferencia de valor sustancial: 1,181.8. Un problema que se observa con la
desviación estándar es que, en general, tiene valores superiores a los encontrados
en el promedio. Finalmente y con base en el porcentaje de valores no-nulos para
carga de comprensibilidad, observamos que los resultados llevan sentido, ya que en
documentos más complicados, como lo seŕıan los de Doctorado, se logra recabar un
mayor porcentaje de valores.

Enfocando nuestra atención sobre la Conectividad ahora, podemos observar una
mejoŕıa en el porcentaje de datos no-nulos recabados, que va desde un 80.95% hasta
un 21.25%, en el peor de los casos. La desviación estándar continúa por arriba de
los valores del promedio, esto tanto para valores con bajo nivel de porcentaje de
no-nulo, como para los altos. En cuanto al promedio, fuera del resultado para el
nivel académico de Licenciatura, se observa una tendencia hacia una disminución de
valor relacionada con el nivel académico, de tal forma que a menor nivel académico,
menor promedio.

Refiriéndonos ahora a la medida de Dispersión, encontramos que sus valores para
promedio no vaŕıan en demaśıa entre los diferentes niveles académicos, obteniendo
la mayor diferencia entre Licenciatura y TSU con un valor de 0.38. Contrario a
la Carga de comprensibilidad y Conectividad, aqúı observamos que la desviación
estándar está por debajo de los valores del promedio. Aśı mismo, somos capaces de
obtener la medida de Dispersión de absolutamente todos los documentos para cada
uno de los niveles académicos.

La resultados para la sección de “Planteamiento del Problema” nos invitan a
pensar que contrario a una de nuestras hipótesis iniciales, no encontramos una rela-
ción clara entre nivel académico y mayor o menor valor del promedio para ninguna
de nuestra tres medidas de Comprensibilidad. La desviación estándar se comporta
errática tanto para la medida de Conectividad como para la de Comprensibilidad y
esto sucede debido al bajo porcentaje de valores no-nulos, presencia de valores ex-
tremos y alta variabilidad en nuestros resultados. Finalmente, al encontrar un alto
valor de porcentaje de valores no nulos para Dispersión, un nivel medio para Co-
nectividad y uno bajo para Carga de Comprensibilidad, nos indican que la última,
es una medida más dif́ıcil de recabar. Esto, intuitivamente lo explicamos debido a
que por su naturaleza, es una medida que profundiza más el análisis de un docu-
mento de texto, recaba sus conceptos, la relación de éstos y su aparición a lo largo
del documento aśı como su ordenamiento; de aqúı que una selección cuidadosa de
documentos acompañada de de un proceso óptimo para obtención de conceptos y
sus relaciones, es necesaria si queremos recabarla. Un indicio que indica esto, es el
hecho de que a mayor porcentaje de valores no-nulos, entonces vemos un mayor nivel
académico, esto nos indica que en un documento de mayor nivel académico (mejor



6.1. EVALUACIÓN 51

escrito), recabar esta medida se vuelva más sencillo.

Conectividad Dispersión Carga de Comprensibilidad
Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%)

TSU 1.02 1.26 21.25 1.21 0.53 100.00 1340.00 1058.42 5.00
Licenciatura 5.51 12.45 25.00 1.59 0.85 100.00 54.00 63.69 10.71
Maestŕıa 1.97 2.86 45.65 1.37 0.53 100.00 48.60 91.16 10.87
Doctorado 4.09 6.07 80.95 1.27 0.76 100.00 158.20 185.97 23.81

Tabla 6.1: Estad́ısticas de las Medidas de Comprensibilidad para la sección de
Planteamiento del Problema

6.1.3. ón de la sección “Justificación”

Esta sección fue la más escasa, como podemos observar en la Tabla 6.2, esto claro
con excepción del nivel académico de Técnico Superior Universitario. Los valores de
Carga de Comprensibilidad son máximos para el nivel académico de Técnico Supe-
rior Universitario, al igual que con la sección de “Planteamiento del Problema”. No
se observa un decrecimiento del promedio mientras aumentamos el nivel académi-
co y, otro aspecto clave a notar es que debido al reducido número de documentos
de Doctorado, ningún documento tuvo una Carga de Comprensibilidad distinta de
cero y, por ende, no se tiene información respecto a esta medida. La desviación
estándar, se comporta igual que los resultados para la sección de “Planteamiento
del Problema” y el porcentaje de valores no-nulos es el peor recabado para las tres
secciones.

Con base en la medida de Conectividad, se observa que el porcentaje de valores
no-nulos que se recaba es relativamente constante entre los cuatro diferentes niveles
académicos y ronda entre un 30% y 40%. La desviación estándar, se comporta mejor
que para la sección de “Planteamiento del Problema” y tanto para Licenciatura
como para Doctorado, se obtienen valores menores al promedio. El promedio en
Conectividad, fuera del valor de Doctorado, tiene un comportamiento tal que para
un mayor nivel académico, se tiene un mayor valor de Conectividad; debido a que
no funciona aśı para todos los niveles académicos, no podemos concluir nada.

La medida de Dispersión se comporta de forma similar a la sección de “Plan-
teamiento del Problema”. Los resultados del promedio no vaŕıan en demaśıa y van
desde 1.18 hasta 1.50. Los valores de la desviación estándar están por debajo de los
valores de promedio y el porcentaje de valores no-nulos es perfecto, recabando aśı
para cada documento, su respectivo valor de Dispersión.

La sección de “Justificación” muestra un comportamiento similar al de la sección
de “Planteamiento del Problema”, donde la Carga de Comprensibilidad tiene el peor
porcentaje de no-nulos, seguido de Conectividad y finalmente Dispersión. La tesis
de que la Carga de Comprensibilidad es mejor recabada en documentos de mayor
nivel académico aqúı no se hizo válida ya que incluso, no recaba ningún valor para
Doctorado, esto podŕıa deberse a la poca cantidad de documentos o debido a la
sección en particular. La desviación estándar se comporta de forma errática y esto
empeora en niveles donde tenemos una menor cantidad de valores no-nulos, valores
extremos y una alta variabilidad en los resultados; aún aśı, observamos una mejoŕıa
en Conectividad en comparación con la sección de “Planteamiento del Problema”.
Esto no se explica a través del porcentaje de valores no-nulos, ya que es mejor en
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la sección anterior, quizá la respuesta se encuentre en el tipo de textos que provee
la sección en espećıfico. Finalmente, la dispersión se comporta de forma similar a la
sección de “Planteamiento del Problema” y una de las preguntas de interés seŕıa el
porqué no encontramos valores con poca variabilidad.

Conectividad Dispersión Carga de Comprensibilidad
Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%)

TSU 0.57 ±0,65 30.77 1.18 ±0,54 100.0 343.50 ±272,75 7.69
Licenciatura 0.91 ±0,89 38.10 1.39 ±0,57 100.0 33.00 ±27,00 9.52
Maestŕıa 2.97 ±5,91 30.86 1.50 ±0,71 100.0 90.67 ±105,59 3.70
Doctorado 2.34 ±2,22 38.46 1.36 ±0,61 100.0 0.0 ±0,0 0.0

Tabla 6.2: Estad́ısticas relacionadas con las Medidas de Comprensibilidad para la
Sección de Justificación

6.1.4. Evaluación de la sección “Resultados”

Al observar la Tabla 6.3, el nivel académico de Técnico Superior Universitario
obtiene los resultados más altos para la medida de Carga de Comprensibilidad, un
resultado que lo observamos repetirse tanto para la sección de “Planteamiento del
Problema” como para “Justificación”. Es importante notar que los valores, en gene-
ral, son más altos que para las dos secciones anteriores y fuera del nivel académico
de Maestŕıa o de Doctorado, vemos una relación tal que a mayor nivel académico,
menor Carga de Comprensibilidad. Esto lleva sentido con la construcción de la me-
dida ya que un documento de menor nivel académico debe ser menos comprensible
que uno de mayor y, esto se debe ver reflejado en una alta Carga de Comprensibili-
dad. Contrario a las dos secciones anteriores, se logra obtener un valor de desviación
estándar menor para el nivel académico de Doctorado y esto es una indicación de
que documentos con una mayor extensión como lo seŕıan los de la sección de “Re-
sultados” recaban de una mejor manera la medida de Carga de Comprensibilidad.
El porcentaje de documentos con Carga de Comprensibilidad no-nula no son los
mejores de todas las secciones, ya que la sección de “Planteamiento del Problema”,
en general, tiene mayores porcentajes.

Con base en la Conectividad, podemos observar una tendencia hacia mayor ni-
vel académico, mayor valor de promedio de Conectividad, sin embargo, el nivel
académico de Maestŕıa rompe con ello. Ver una tendencia de este tipo hubiese lle-
vado sentido ya que esperaŕıamos mayores niveles de Conectividad en documentos
de mejor calidad, como lo seŕıan los de Doctorado. La desviación estándar otorga
malos resultados en todos los niveles académicos, esto debido a que los resultados
presentan alta variabilidad y la presencia de valores extremos. En cuanto al por-
centaje de valores no-nulos, se observa un comportamiento similar al de la sección
de “Planteamiento del Problema” con valores que van desde un 22.08% hasta un
76.74%, esto es de esperarse basándonos en los dos experimentos anteriores. Vemos
también una tendencia donde a mayor nivel académico, mayor porcentaje de valores
no-nulos, ésta se rompe por el nivel académico de Licenciatura. Esperábamos encon-
trar este tipo de tendencias a lo largo de nuestras tablas pero siempre encontramos
un contraejemplo.

Finalmente, y con base en la Dispersión, los valores son muy similares a lo largo
de las tres secciones, en espećıfico en esta sección van desde 1.02 hasta 1.29. La
desviación estándar está por debajo en todos los niveles académicos y esto tiene
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que ver con una baja variabilidad de los datos y también con el hecho de que el
porcentaje de valores no-nulos por nivel académico, se recaba perfectamente.

Conectividad Dispersión Carga de Comprensibilidad
Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%) Promedio (+/-)SD No-nulos(%)

TSU 4.59 23.39 35.29 1.02 0.41 100.0 1433.25 1920.65 7.84
Licenciatura 5.11 9.22 22.08 1.29 0.72 100.0 336.60 372.63 6.49
Maestŕıa 29.07 257.22 58.10 1.07 0.54 100.0 138.27 237.50 12.29
Doctorado 18.72 57.74 76.74 1.16 0.79 100.0 270.25 233.17 18.60

Tabla 6.3: Estad́ısticas de las Medidas de Comprensibilidad para la Sección de Re-
sultados

6.1.5. Análisis de las Medidas en la Colección de Textos

Académicos

Con base en la estad́ıstica proporcionada en las Tablas 6.1, 6.2 y 6.3, podemos
concluir que la Dispersión es la medida que muestra un comportamiento más cons-
tante a lo largo de las tres secciones. Esta medida abarca valores que van desde 1.02
hasta 1.59 y debido a que es la medida que posee desviaciones estándar menores al
valor promedio a lo largo de todos los niveles académicos y todas las secciones, se
concluye que tiene valores con poca variabilidad y de confianza; esto permitiendo
utilizar los valores obtenidos como puntos de referencia en documentos en proceso
a valorizar. Aśı mismo, somos capaces de recabar esta medida a lo largo de todos
los niveles académicos y secciones en cada uno de los documentos, siendo aśı una
medida ideal para obtener información relacionada con la comprensibilidad de un
documento en proceso. Es importante aclarar que la dispersión es una medida que
se comporta aśı debido a la naturaleza de su construcción, para obtenerla solamente
hacemos uso de los conceptos en un documento, de aqúı que procesarla es sencillo
ya que conceptos encontramos en cada uno de nuestros documentos. Seŕıa intere-
sante un análisis más profundo sobre la metodoloǵıa de obtención de los conceptos
si queremos experimentar más a profundidad con esta medida.

En lo que respecta a la conectividad, esta medida tiene cierta tendencia a com-
portarse de tal forma que un mayor nivel académico, indicaŕıa un mayor valor de
promedio, sin embargo, siempre logramos encontrar un contraejemplo que rompe
con esto. La desviación estándar para esta medida es mejor que para la Carga de
Comprensibilidad, logrando en algunos niveles académicos de algunas secciones es-
tar por debajo del promedio, sin embargo, es peor que para dispersión y, en general,
no se encuentra debajo del promedio. Esto implica que la medida tiene una alta
variabilidad, presencia de valores extremos y que podŕıa mejorarse el porcentaje de
valores no-nulos que posee. Lograr esto, en esta medida en espećıfico, implicaŕıa la
obtención de documentos con mejores relaciones entre conceptos tanto de grado co-
mo de fuerza, esto quiere decir la obtención de documentos con una mayor cantidad
de conceptos, mayores relaciones entre los mismos y una mayor cantidad de ocurren-
cias de ellos a lo largo de diferentes párrafos de la sección. También seŕıa importante
analizar la metodoloǵıa de obtención de conceptos y cómo los consideramos rela-
cionados, esto seguramente aportaŕıa experimentos interesantes. No alcanza a ser
una medida utilizable, pero con las mejores anteriormente mencionadas mejoraŕıa
cuantiosamente para la valoración de comprensibilidad, tanto con los parámetros
generados en las tablas como para la entrada de un documento nuevo.
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La Carga de Comprensibilidad es la medida que refleja una evaluación en general
del texto debido a que muestra cómo los conceptos se desarrollan a lo largo de los
párrafos del texto. Y no solamente nos muestra eso, también permite una valorización
de la secuencialidad de estos y si existe un enfoque en los mismos. Esta medida es
computada en el menor número de textos porque requiere un análisis a los conceptos,
relación de los conceptos, párrafos y documento en general. Notamos que para las
tres secciones, los textos académicos pertenecientes a Técnico Superior Universitario
obteńıan valores más altos; posiblemente porque diversos conceptos son mencionados
pero no adecuadamente introducidos en el texto o llevados en secuencia. Aśı mismo,
podemos observar una ligera tendencia tal que a menor nivel académico del texto,
mayor valor de promedio, sin embargo, no acaba por forjarse ya que siempre existe
un contraejemplo. La desviación estándar para esta medida no fue un éxito, siempre
ronda por arriba del promedio indicando alta variabilidad y valores extremos, de
aqúı que no se puede confiar en el promedio como un valor de referencia. Aunque
concluimos que es una medida que no está lista para utilizarse como referente en una
valoración de comprensibilidad, es la medida que más nos interesa para continuar
estudiando. Esto debido a que logramos ver respuestas interesantes de la misma,
por ejemplo, hay tendencias que muestran que documentos con mayor cuerpo como
lo seŕıan los de Doctorado, tienen una mayor probabilidad de obtener un valor para
la medidad de Carga de Comprensibilidad. Aśı mismo, un estudio en profundidad
sobre la metodoloǵıa para la obtención de conceptos y sus relaciones seŕıa de interés.

6.2. Retroalimentación Visual

Ya que queremos proveer un recurso para evaluar documentos en proceso (bo-
rradores) y aśı determinar la comprensibilidad en términos de las tres medidas que
hemos venido mencionando, algunos métodos para reportar la evaluación al autor
han sido propuestos. Estos métodos muestran resultados preliminares relevantes a
lo largo de las diferentes etapas de la evaluación y son presentados e ilustrados a
continuación para dos niveles espećıficos: Técnico Superior Universitario y Doctora-
do.

6.2.1. Ejemplo de Retroalimentación Visual en un Docu-

mento de TSU

Conceptos y Relaciones entre Conceptos

El primer paso en el análisis es la identificación de los conceptos que se abordan
en el documento sometido a evaluación para aśı construir la representación necesa-
ria para obtener sus medidas de Comprensibilidad. Una vez que este conjunto de
conceptos es creado, una nube de términos es generada y reportada como se muestra
en la Figura 6.1a, de tal forma que los conceptos que aparecen con mayor frecuencia
poseen un mayor tamaño de fuente. La segunda imagen, que se muestra en la Figura
6.1b, muestra un grafo que contiene a los conceptos que aparecen en el documento
y las relaciones que existen entre éstos.

Al presentarle la Figura 6.1a al autor del texto evaluado, éste es capaz, en primer
lugar, de observar los conceptos que aparecen en su documento de tesis y la frecuen-
cia de los mismos. Con esta información, el autor tiene la posibilidad de visualizar si
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efectivamente, aborda con la debida prioridad los conceptos que él considera sustan-
ciales en esta sección de su tesis. Por otro lado, el autor recibe un grafo interactivo
como aparece en la Figura 6.1b, donde es capaz de observar los conceptos encontra-
dos y su relación con los otros conceptos que aparecen en el documento. El autor
puede hacer uso de este grafo para observar si conecta conceptos como se debe, de
tal forma que los conceptos principales de su investigación deben estar conectados
con conceptos menos sustanciales, que son utilizados para explicarlos. Si este no es
el caso, el autor podŕıa generar oraciones hilvanantes que asocien estos conceptos, y
no solamente eso, si se encuentran conceptos completamente aislados, es importante
generar oraciones que relacionen éstos con otros en el trabajo, ya que un documento
bien escrito, tiene alta Conectividad.

(a) Nube de términos para conceptos (b) Grafo de conceptos

Figura 6.1: Representación visual para frecuencia de conceptos y sus relaciones

Párrafos Clave y CC para Conceptos

La Figura 6.2 nos muestra un grafo que permite la visualización entre los concep-
tos y sus respectivos párrafos clave (ver sección 5.2.1). Es importante recordar que
estos párrafos clave son los párrafos donde teóricamente, el concepto es explicado en
el documento. Una vez con este grafo, el autor debe de buscar en su documento y ver
si efectivamente el párrafo en cuestión es el párrafo que explica este concepto. Si este
no es el caso, el autor podŕıa a analizar si hacer más menciones sobre el concepto
explicado en el párrafo que él considera es el clave o disminuir las menciones sobre
el concepto si aparece en un párrafo donde no ha sido explicado todav́ıa, esto con
miras a disminuir su Carga de Comprensibilidad.

Con base en la Figura 6.3, ésta nos habla de los conceptos y su Carga de Com-
prensibilidad. La Carga de Comprensibilidad se obtiene por cada uno de los con-
ceptos en el documento y una vez con esta información, se construye una nube de
términos para su visualización, de tal forma que un concepto con mayor tamaño
de fuente, indica una Carga de Comprensibilidad mayor. A través de los valores de
Carga de Comprensibilidad por concepto, construimos la Carga de Comprensibili-
dad para todo el documento (ver sección 5.2.1). Al observar la Figura 6.3, el autor
es capaz de visualizar los conceptos que más peso generan al lector. Estos conceptos
deben ser abordados en su trabajo de investigación para disminuir su Carga de Com-
prensibilidad y esto puede realizarse al analizar el párrafo clave de los mismos. La
problemática aqúı, se genera debido a que el concepto aparece a lo largo de diferentes
párrafos antes de ser explicado en su párrafo clave. Para solucionar esto debemos
introducir un párrafo donde expliquemos debidamente el concepto, este párrafo debe
contener suficientes menciones al concepto para aumentar su secuencialidad y debe
estar lo antes posible en el orden de párrafos donde el concepto ocurre.
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Figura 6.2: Relación entre conceptos y su párrafo clave

Figura 6.3: Nube de términos con base en la medida de carga de comprensibilidad
por concepto

Grafo del Documento y Valor de Conectividad por Concepto

Anteriormente mencionábamos la creación de un grafo del documento (ver Caṕıtu-
lo 5.2.2) y en la Figura 6.4 podemos visualizarlo; gracias a él somos capaces de vi-
sualizar los conceptos, sus relaciones y dependiendo del radio del nodo, la cantidad
de relaciones que éste posee. Similar a la Figura 6.1a, el autor debe realizar lo que se
mencionó para ésta, pero aunado a esto, el grafo contiene la cantidad de relaciones y
esto nos sirve para obtener la medida de Conectividad y Dispersión del documento.
El autor puede hacer uso de esta visualización para encontrar los conceptos más
conectados en el documento y trabajar en los menos conectados a través de la crea-
ción de oraciones que los conecten con otros conceptos sustanciales en su trabajo de
investigación.

Con base en la Figura 6.5, se construye una nube de términos con base en los
valores de Conectividad por concepto que aparecen en el documento; finalmente, es
con la suma de estos valores que se obtiene la Conectividad total del documento. La
imagen debe invitar al autor del texto a actuar sobre los conceptos con tipograf́ıa
pequeña, esto debido a que son valores que tienen pocas relaciones con otros con-
ceptos y, en ocasiones, valores que no tienen conexiones. El autor podŕıa revisar su
documento y, como sugerimos previamente, conectar estos conceptos al crear ideas
entre estos y conceptos sustanciales en la investigación. Recordemos que todo esto
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parte de generar nodos con mayor Conectividad y de que un documento que conecta
bien todas las ideas, es un documento más comprensible.

Figura 6.4: Grafo de Conceptos para el Documento

Figura 6.5: Nube de términos con base en la medida de Conectividad por concepto

Dispersión

Los resultados de calcular la medida de Dispersión de los párrafos son reportados
con una gráfica de barras como se muestra en la Figura 6.6a, esta figura en espećıfico
es para un documento de Técnico Superior Universitario. Aqúı se emplea un um-
bral de referencia (ĺınea roja) para indicar esos párrafos con una densidad superior
al promedio obtenido en ese nivel académico. Los párrafos con una densidad supe-
rior al promedio son párrafos que intuitivamente consideramos deficientes debido
a que indicaŕıan una densidad de información conceptual alta, de aqúı que estaŕıa
en nuestro interés modificar estos párrafos y quizá dividirlos en dos diferentes. Aśı
disminuiŕıa la densidad de información conceptual: recordemos que un texto con
menor información conceptual es un texto más comprensible de acuerdo con [11]. La
Figura 6.6b, ilustra los resultados de la evaluación para un documento extenso de
nivel doctoral con un número mayor de párrafos. En este caso, tanto la Figura 6.6a,
como la Figura 6.6b, debeŕıan modificar el párrafo 2, ya que aparece por arriba del
umbral de referencia.
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(a) Gráfica de barras de la medidad de Dis-
persión por párrafo (documento de TSU)

(b) Gráfica de barras de la medida de Disper-
sión por párrafo (documento de Doctorado)

Figura 6.6: Representación visual para la medida de dispersión a través de gráficas
de barras (TSU Y Doctorado)

6.2.2. Ejemplo de Retroalimentación Visual en un Docu-

mento de Doctorado

Incluimos aqúı dos ilustraciones: una nube de términos para conceptos y un
grafo que muestra la relación entre los párrafos clave y sus conceptos asociados. Las
ilustraciones pertenecen a un documento de doctorado seleccionado aleatoriamente
y las incluimos para que se pueda realizar una comparación antagónica entre el
ejemplo de retroalimentación visual de un documento de TSU que se mostró en
la Sección 6.2.1 y, el de Doctorado, que se muestra a continuación. Al observar la
Figura 6.7 podemos concluir que el número de conceptos que aparece en la nube de
términos, es mayor que el que aparece en la Figura 6.1a, aśı mismo somos capaces de
ver una variabilidad marcada entre los tamaños de fuente de los diferentes conceptos
que apreciamos.

Con base en la Figura 6.8, el grafo que visualizamos es uno más elaborado. Tan
es aśı, que la cantidad de “clusters” que aparecen, nos indican diferentes núcleos de
relaciones entre conceptos. Con esta imagen se busca mostrar la diferencia en can-
tidad relaciones entre conceptos. En la Figura 6.1b, aparećıa solamente un clúster
de conceptos relacionados, es claro cómo una diferencia de nivel entre dos secciones
de documentos de tesis, se puede visualizar a través de nuestro proceso de retroali-
mentación visual. Finalmente, aclaramos que en la sección previa, pudimos apreciar
un ejemplo de una gráfica de barras para un texto de nivel doctoral (Figura 6.6b).
Si la comparamos con la Figura 6.6a, se observa la diferencia de párrafos para los
dos secciones, ya que la de nivel doctoral cuenta con doce y la de nivel técnico con
solamente dos.
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Figura 6.8: Grafo de Documento para una Tesis de Nivel Doctorado

Figura 6.7: Nube de términos para conceptos
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6.2.3. Análisis sobre Retroalimentación Visual

Las nubes de términos desplegadas en diferentes etapas del análisis permiten
visualizar conceptos en variedad de perspectivas. Inicialmente, denotando aquellos
conceptos extráıdos que son más mencionados y luego reflejando los que mayor valor
poseen tanto de Carga de Comprensibilidad como de Conectividad.

Los grafos de conceptos desplegados también muestran cómo el análisis de la
Comprensibilidad progresa, yendo desde cómo los conceptos se relacionan, hasta lle-
gar a grafos más elaborados que nos muestran conceptos clave en cada uno de los
párrafos y el grafo general del documento con el que somos capaces de obtener las
medidas de Conectividad y Dispersión. Es importante señalar que estos grafos se
generan con una herramienta interactiva donde el usuario (autor del texto) puede
acercarse y alejarse para ver en detalle los diferentes conceptos aśı como sus rela-
ciones. Esto se ilustra a través de la caja que aparece en la parte inferior izquierda
de la Figura 6.8, donde se hace un acercamiento hacia uno de los párrafos clave que
aparece en el grafo.

Finalmente, las barras son utilizadas para desplegar la evaluación del valor de
la dispersión en los párrafos, ordenadas en orden descendente para que aquellas con
valores más altos se identifiquen con claridad. Esto aunado a la ĺınea de referencia,
indica inmediatamente aquellos párrafos que necesitan mejora.
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Metodoloǵıa en Legibilidad

Como se mencionó anteriormente, este trabajo de investigación sobre legibili-
dad consiste en la creación de un Clasificador/Comparador y, con base en éste, la
creación, experimentación y selección de Evaluadores. A continuación describimos el
proceso de construcción del Clasificador/Comparador, basado en [35]. Aśı mismo, y
después de la presentación del Clasificador/Comparador se detalla cómo se utiliza el
Clasificador/Comparador para construir los diferentes Evaluadores que utilizamos.

7.1. Clasificador/Comparador

El Clasificador/Comparador que se construye en [35] es capaz de determinar, en-
tre un par de textos, cuál de ellos es más o menos legible. Este Clasificador/Comparador
se genera a través de aprendizaje de máquina de la siguiente manera.

7.1.1. Representación de Documentos

Para entrenar al modelo y obtener el Clasificador/Comparador, primero se obtu-
vieron datos de entrenamiento representados de la siguiente manera: A partir de dos
textos a, b 2 S, donde S es una conjunto de textos, la representación vectorial de los
textos Va, Vb se construye como se muestra en en la parte superior de la Figura 7.1.
Ah́ı podemos observar que cada vector ya sea Va ó Vb posee sus caracteŕısticas locales
(frecuencia relativa) y globales (familiaridad). La frecuencia relativa corresponde a
la frecuencia de cada palabra dividida por la frecuencia del número de palabras en
el texto y la frecuencia global corresponde al logaritmo de la frecuencia que aparece
en la lista de las 5000 (Se tuvo la opción entre 1000, 5000 y 10000; se escogieron las
5000 debido a que estaba en el medio de las opciones pero está en nuestro interés
experimentar con este número y observar efectos.) palabras más comunes del Es-
pañol1. Cabe hacer notar que la notación Vab corresponde al resultado de los vectores
Va y Vb ya operados. Manejamos tres tipos de operación: conjunción (diferencia),
división y la concatenación, la primera refiriéndose a una resta vectorial (entrada a
entrada), la segunda siendo la división entrada a entrada de los vectores y la tercera
a una concatenación del vector Va con Vb como se muestra en la parte inferior de la
Figura 7.1.

1[31] es un corpus de datos creado por la Real Academia Española que provee una estad́ıstica
de las palabras más utilizadas en el Español.
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Figura 7.1: Representación para documentos en legibilidad

7.1.2. Entrenamiento del Clasificador/Comparador

Una vez con la representación para los textos se procede al entrenamiento del
Clasificador/Comparador. En la Figura 7.2 podemos observar que los datos de en-
trenamiento que se alimentan a la máquina de soporte vectorial (SVM por sus siglas
en inglés) corresponden a vectores del tipo Vab, mencionados anteriormente que son
el resultado de la operación del vector Va con el vector Vb. En espećıfico, la imagen
refiere a una operación que llamamos conjunción (diferencia).

Los datos de entrenamiento provienen del conjunto de documentos de texto de
dos niveles académicos diferentes, llamémosles A y B con n cantidad de documentos
cada uno, esto para facilitar la explicación aunque no sea forzosamente aśı. Cada
vector generado en A se opera con cada uno de los vectores que genera B y es
clasificado como +1 si A es más dif́ıcil que B o �1 en el caso contrario; es importante
aclarar que consideramos un vector más dif́ıcil que otro dependiendo de su nivel
académico, i.e. el vector generado por un texto de TSU es más sencillo que uno
de Doctorado. Realizamos este proceso con A primero (generando vectores de la
forma Vab) y después con B primero (generando vectores de la forma Vba), ya que un
vector Vab no tiene la misma clasificación que un vector Vba. Al terminar el proceso,
se observa que se termina con una matriz de vectores operados de 2 ⇥ n ⇥ n, ésta
servirá como nuestra matriz de entrenamiento para el modelo de aprendizaje de
máquina seleccionado, en el caso espećıfico de la Figura 7.2, una SVM.

Una vez finalizado el entrenamiento del modelo y teniendo un par de documen-
tos de texto, obtenemos primero su representación, los operamos, se introducen al
modelo predictivo y finalmente éste regresa una clasificación sobre cuál de ellos es
más o menos legible que el otro. La Figura 7.2 muestra el proceso gráficamente.

7.2. Evaluador

La creación de los clasificadores es la primera parte del proceso, la segunda y
nuestra mayor aportación en Legibilidad, consiste en la creación de Evaluadores que
sean capaces de valorar el nivel del texto que le introduzcamos. Se construyeron
cuatro tipos de evaluadores diferentes: Aleatorio, Centroide, Máximo y Mı́nimo.
Estos evaluadores llevan el nombre debido a los vectores referentes que utilizan para
operar el documento que queremos evaluar.

Ahora, el evaluador Aleatorio se construye para analizar si un documento aleato-
rio de un cierto nivel académico es capaz de acotar tanto superior, como inferiormen-
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Figura 7.2: Diagrama de entrenamiento del Clasificador/Comparador

te un nivel académico contiguo. El evaluador Centroide, se construye debido a que
este tipo de evaluador nos produce un referente promedio de todos los documentos,
este vector debe ser más representativo del conjunto en general y nos interesa ver
sus resultados, los cuales intuitivamente deben ser buenos tanto para acotar supe-
rior como inferiormente. El evaluador Máximo, se construye para experimentar que,
efectivamente, es un evaluador efectivo para acotar superiormente, sin embargo, es
también de nuestro interés observar si este evaluador nos sirve para acotar inferior-
mente. Finalmente, el evaluador mı́nimo se construye para observar si, en efecto,
es una cota efectiva inferior, pero también nos interesa observar cómo acota supe-
riormente. Estos dos últimos evaluadores pueden ser de gran utilidad si funcionan
para las cotas inversas a las que fueron originalmente construidos. A continuación,
describimos la metodoloǵıa para cada uno de ellos.

7.2.1. Aleatorio

El evaluador Aleatorio se llama aśı debido a que se escoge un referente aleatorio
para operar contra el documento que buscamos evaluar. El evaluador funciona de
la siguiente manera, en primer lugar se tiene un documento que queremos evaluar,
de aqúı que primero lo llevamos a su representación vectorial. Ya con dicha repre-
sentación, escogemos un documento aleatorio entre nuestro conjunto de documentos
de un cierto nivel académico y también lo llevamos a su respectiva representación
vectorial. Con éstos, los operamos, introducimos el vector resultante en nuestro mo-
delo entrenado (Clasificador/Comparador) y aśı obtenemos la información de cuál
de ellos es más legible que el otro.

Con esta información podemos acotar el nivel académico de nuestros documentos
por evaluar, e.g. si introducimos un documento por evaluar de nivel licenciatura y lo
operamos en contra de uno de Maestŕıa, esperaŕıamos que resultara de menor nivel,
contrariamente para uno de Técnico Superior Universitario donde esperaŕıamos que
resultara de mayor nivel. La siguiente figura ilustra el evaluador Aleatorio y la
utilizaremos para la explicación de los demás evaluadores ya que los cambios son
sutiles, sin embargo, si hay interés por las imágenes espećıficas de cada evaluador,
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se pueden encontrar en el apéndice del trabajo de investigación.

Figura 7.3: Esquema para el evaluador Aleatorio

7.2.2. Centroide

En el evaluador Centroide, la elección del referente para llevar a cabo la operación
con un documento nuevo, es a través de la obtención del centroide del conjunto de
documentos representados vectorialmente de un cierto nivel académico. Todo lo
demás del evaluador funciona de la misma forma que se explicó con el evaluador
Aleatorio, un esquema en espećıfico para este evaluador aparece en la Figura A.1 en
el apéndice de nuestro trabajo.

7.2.3. Máximo

En el evaluador basado en máximos, el vector referente para llevar a cabo la
operación proviene del documento máximo o de mayor dificultad en el conjunto de
documentos de un determinado nivel académico. Tanto el documento máximo como
el mı́nimo se obtienen por medio de la utilización del Clasificador/Comparador, de
tal forma que seleccionamos el primer o el segundo vector de la colección como
máximo o mı́nimo (esto dependiendo de si el primero o el segundo es más dif́ıcil que
el otro) y esta selección se compara con todos los demás vectores en la colección, si
alguno resulta más dif́ıcil o menos dif́ıcil (esto a través del Clasificador/Comparador),
es nuestro nuevo máximo o mı́nimo; el algoritmo en profundidad se puede encontrar
en el apéndice como Algoritmo 1. Una vez con el documento más dif́ıcil, el evaluador
funciona como lo explicado para el evaluador Aleatorio, un esquema en espećıfico
para el evaluador máximo se encuentra en la Figura A.3 que aparece en el apéndice
del trabajo.
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7.2.4. Mı́nimo

El último evaluador que se utilizó se basa en el documento más fácil (mı́nimo) de
una colección de documentos. El algoritmo que se utiliza para la selección de éste es
el que se explica para el evaluador Máximo y aparece en el apéndice de este trabajo
como Algoritmo 1. Una vez con el mı́nimo el evaluador funciona de forma similar al
evaluador Aleatorio; su esquema aparece en la Figura A.2 en el Apéndice.
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Resultados para Legibilidad

8.1. Clasificadores/Comparadores

8.1.1. Experimentos

Contamos con cuatro diferentes niveles académicos: Técnico Superior Univer-
sitario, Licenciatura, Maestŕıa y Doctorado. Como el Clasificador/Comparador se
construye con dos niveles académicos tenemos la posibilidad de construir seis Clasi-
ficadores/Comparadores diferentes para cada sección éstos son: TSU-Licenciatura,
TSU-Maestŕıa, TSU-Doctorado, Licenciatura-Maestŕıa, Licenciatura-Doctorado y
Maestŕıa-Doctorado. Estos Clasificadores/Comparadores, son capaces de decidir en-
tre dos documentos de entrada, cuál de ellos es más o menos legible. Y una vez
construidos, estos se ocuparán para la realización de evaluadores, los cuales son
máquinas que reciben un documento de entrada y son capaces de acotar tanto su-
perior como inferiormente el nivel académico de un texto.

Para cada una de las secciones (Planteamiento del Problema, Justificación y Re-
sultados) somos capaces de construir seis Clasificadores/Comparadores. Esto lo hace-
mos debido a que está en nuestro interés construir diferentes Clasificadores/Comparadores
para diferentes secciones del documento y aśı tener Clasificadores/Comparadores
especializados en ciertas secciones. Aśı mismo, tenemos curiosidad de observar si al-
guna sección en espećıfico produce mejores Clasificadores/Comparadores que otra.
Entonces, por cada sección y para cada Clasificador/Comparador utilizamos dife-
rentes modelos de aprendizaje de máquina. A través de [35], sab́ıamos que las SVMs
eran nuestra mejor apuesta, pero se decidió comparar con KNN y Perceptrón tam-
bién.

Por otro lado, sabemos que la generación de nuestros vectores de entrenamiento
se puede realizar a través de tres operaciones: Diferencia, División y Concatenación.
Está en nuestro interés comparar estas operaciones para poder aśı observar variación
de resultados y rendimiento de las mismas. De hecho, los resultados de las tablas
que mostraremos a continuación se dividen con base en estas tres operaciones y son
los resultados de nuestros experimentos. Las tablas son 8.1, 8.3 y 8.2; y cada una
de éstas muestra los resultados de los tres experimentos realizados con las diferentes
operaciones.

Espećıficamente cada resultado que aparece en cada tabla se refiere a la exacti-
tud (ver sección 2.7.4) de cada Clasificador/Comparador construido a través de un
cierto modelo de aprendizaje de máquina. Cada Clasificador/Comparador se entrenó
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con datos generados a través del nivel académico que lo nombra, de tal forma que
para entrenar el Clasificador/Comparador TSU-Licenciatura primero se generó una
matriz con el cojunto de documentos de TSU y Licenciatura a través de la meto-
doloǵıa de entrenamiento que aparece en el Caṕıtulo 7, y una vez con esta matriz
los datos se divieron aleatoriamente en un 80% para entrenamiento y un 20% para
evaluación (datos prueba). Los resultados que se muestran en las tablas refieren al
resultado para un cierto modelo entrenado con un cierto par de conjuntos de datos
de un cierto nivel académico evaluado con sus datos prueba.

8.1.2. Resultados para Clasificadores/Comparadores Ope-

rados con Diferencia

Con base en la Tabla 8.1 se tiene que el Clasificador/Comparador con peor va-
lor de exactitud es TSU-Licenciatura, esto para las tres secciones analizadas de
los documentos de tesis. El mejor resultado lo tiene el Clasificador/Comparador de
Licenciatura-Doctorado, seguido aśı por TSU-Doctorado. En cuanto a los prome-
dios, SVM tiene los mejores resultados para las tres secciones. En espećıfico, para
las secciones de Planteamiento del Problema y Justificación, la diferencia puede lle-
gar hasta 6.35 puntos porcentuales mientras que para la sección de Resultados la
diferencia se achica y es de 0.73 puntos porcentuales.

El hecho de que los peores resultados aparezcan para TSU-Licenciatura no es de
sorprendernos. Este tipo de Clasificador/Comparador se entrena y evalúa con niveles
académicos contiguos, e intuitivamente debe ser más complicado distinguir documen-
tos académicos con niveles académicos contiguos. Uno esperaŕıa resultados similares
en Licenciatura-Maestŕıa y en Maestŕıa-Doctorado, y śı es el caso, ya que por cada
sección, observamos que los Clasificadores/Comparadores mencionados tienen los
peores resultados. Contrario a esto, esperamos obtener los mejores resultados para
Clasificadores/Comparadores construidos a través de niveles académicos distantes,
y aśı el caso a lo largo de las secciones, ya que TSU-Doctorado y Licenciatura-
Doctorado tienen los primeros lugares en resultados. Finalmente, y como era de
esperarse, las SVMs resultan con mejores resultados sobre los otros modelos y esto
lo sab́ıamos a través de trabajo de [35], pero también es conocido en la teoŕıa de
aprendizaje de máquina que SVM es un modelo poderoso para clasificación de texto.

Problema Justificación Resultados
Clasificador/Comparador

SVM KNN Perceptrón SVM KNN Perceptrón SVM KNN Perceptrón

TSU-Licenciatura 36.65 41.59 37.39 64.70 53.61 63.87 46.38 56.26 42.41
TSU-Maestŕıa 54.41 55.55 53.18 61.99 64.93 56.97 64.14 62.17 69.43
TSU-Doctorado 81.09 55.46 82.14 83.58 67.69 73.33 82.14 65.87 81.15

Licenciatura-Maestŕıa 57.53 47.42 47.81 70.84 50.34 65.31 77.67 74.96 81.73
Licenciatura-Doctorado 90.58 77.64 87.64 90.58 77.64 87.64 86.11 62.64 85.64
Maestŕıa-Doctorado 77.64 67.64 64.11 77.64 67.64 64.11 74.35 53.20 75.40

Promedio 66.31 57.55 62.04 74.88 63.64 68.53 71.79 62.51 72.62

Tabla 8.1: Porcentaje de exactitud para Clasificadores/Comparadores con tres mo-
delos diferentes, SVM, KNN y Perceptrón sobre las tres secciones seleccionadas.
La representación de entrenamiento utilizada en los Clasificadores/Comparadores
corresponde a Diferencia.
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8.1.3. Resultados para Clasificadores/Comparadores Ope-

rados con División

Con base en la Tabla 8.2 tenemos que el Clasificador/Comparador que peores
resultados posee es TSU-Licenciatura, esto para las tres secciones analizadas de
los documentos de tesis. El mejor resultado lo tiene el Clasificador/Comparador de
TSU-Doctorado, seguido aśı por Licenciatura-Doctorado. En cuanto a los promedios,
SVM tiene los mejores resultados para las tres secciones, con una diferencia de
hasta 9.33 puntos porcentuales para las secciones de Planteamiento del Problema
y Justificación, mientras que para la sección de Resultados la diferencia es de 0.53
puntos porcentuales.

Al igual que con los resultados para el operador de diferencia, vemos un com-
portamiento similar de los resultados, donde los Clasificadores/Comparadores con
peores resultados son los construidos con niveles académicos colindantes y los de me-
jores resultados los desarrollados a través de niveles académicos distantes. De nuevo,
esto intuitivamente lo esperábamos debido al hecho de que es más sencillo identificar
diferencias de legibilidad en textos con diferencias de nivel académico más distantes
y nuestros modelos son capaces de identificar estas variaciones en el entrenamiento.
Las SVMs, al igual que con el operador de diferencia, son los modelos que obtienen
los mejores resultados y esto se debe a que son modelos poderosos para clasificación
de texto debido a su amplia capacidad en el manejo de múltiples caracteŕısticas. La
sección con mejores resultados, en promedio, es la de Resultados y esto se podŕıa
explicar debido a que son los documentos más extensos.

Problema Justificación Resultados
Clasificador/Comparador

SVM KNN Perceptrón SVM KNN Perceptrón SVM KNN Perceptrón

TSU-Licenciatura 48.73 53.15 42.33 54.97 49.69 50.00 41.97 56.61 43.38
TSU-Maestŕıa 58.61 51.06 61.31 59.35 52.79 58.74 65.45 64.74 66.59
TSU-Doctorado 65.33 56.51 50.00 71.53 60.00 50.00 82.14 64.88 78.67

Licenciatura-Maestŕıa 57.93 45.73 55.65 59.25 49.13 61.24 72.47 71.40 71.54
Licenciatura-Doctorado 65.81 58.16 66.83 73.52 50.58 50.00 82.25 68.05 83.48
Maestŕıa-Doctorado 62.50 59.72 50.00 57.35 44.41 50.00 69.55 53.20 73.39

Promedio 59.81 54.05 54.35 62.66 51.10 53.33 68.97 63.14 69.50

Tabla 8.2: Porcentaje de exactitud para Clasificadores/Comparadores con tres mo-
delos diferentes, SVM, KNN y Perceptrón sobre las tres secciones seleccionadas.
La representación de entrenamiento utilizada en los Clasificadores/Comparadores
corresponde a División.

8.1.4. Resultados para Clasificador/Comparadores Opera-

dos con Concatenación

Con base en la Tabla 8.3 se observa que el Clasificador/Comparador con los
peores resultados es el de TSU-Licenciatura, con resultados de exactitud tan bajos
como de 35.08. El mejor Clasificador/Comparador lo encontramos en Licenciatura-
Doctorado con una exactitud de 88.23, a este le sigue TSU-Doctorado, donde su
mejor resultado está en 87.69. En cuanto a los promedios, para la sección de Plan-
teamiento del Problema el mejor modelo de entrenamiento corresponde al del Per-
ceptrón, para Justificación corresponde a SVM y para Resultados también.

Los resultados son similares a los observados con los operadores de diferencia y
división, sin embargo, encontramos diferencias sutiles e interesantes. Una es el caso
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de que aqúı el Clasificador/Comparador con mejores resultados no es Licenciatura-
Doctorado, sino TSU-Doctorado, esto valida la hipótesis que hemos venido mane-
jando en donde Clasificadores/Comparadores creados a través de niveles académicos
distantes, generarán mejores resultados. El segundo aspecto es que el modelo de SVM
no resulto ganador a lo largo de todas las secciones, sin embargo, y considerando
las tablas para los operadores de diferencia y división, en general tiene los mejores
resultados. Finalmente la sección con los resultados más altos para promedio es la
de Justificación, y lo mismo ocurrió para el operador de diferencia, esto no es lo
que se esperaŕıa intuitivamente ya que no es la sección que contiene documentos de
texto más extensos.

Problema Justificación Resultados
Clasificador/Comparador

SVM KNN Perceptrón SVM KNN Perceptrón SVM KNN Perceptrón

TSU-Licenciatura 35.08 44.53 41.38 64.55 48.26 65.38 45.41 61.19 44.22
TSU-Maestŕıa 52.77 56.29 61.35 61.76 53.77 56.90 65.65 66.84 62.43
TSU-Doctorado 79.83 57.14 86.97 83.58 68.71 87.69 80.35 68.25 50.00

Licenciatura-Maestŕıa 57.34 52.08 68.45 71.19 47.75 72.31 80.74 67.29 60.23
Licenciatura-Doctorado 74.48 40.81 64.79 88.23 75.29 80.58 80.24 66.35 50.00
Maestŕıa-Doctorado 69.04 50.79 79.16 78.82 61.17 64.41 67.78 56.25 50.00

Promedio 61.42 50.27 67.01 74.68 59.15 71.21 70.02 64.36 52.81

Tabla 8.3: Porcentaje de exactitud para Clasificadores/Comparadores con tres mo-
delos diferentes, SVM, KNN y Perceptrón sobre las tres secciones seleccionadas.
La representación de entrenamiento utilizada en los Clasificadores/Comparadores
corresponde a Concatenación.

8.1.5. Conclusiones para Clasificadores/Comparadores

Los comportamientos que observamos para los resultados de las tres tablas 8.1,
8.2 y 8.3 son los siguientes: El mejor Clasificador/Comparador es el de Licenciatura-
Doctorado y le sigue TSU-Doctorado. El peor Clasificador/Comparador lo encontra-
mos en TSU-Licenciatura. Este tipo de comportamiento se explica a través de la idea
que los Clasificadores/Comparadores entrenados con niveles académicos “distantes”
clasifican con mayor exactitud que los que tienen niveles académicos contiguos, e.g.
TSU-Licenciatura tiene peores resultados de clasificación que TSU-Doctorado. In-
tuitivamente, como humanos, somos mejores para distinguir el nivel de dificultad
entre dos textos si éstos tienen niveles académicos más distantes, sin embargo, tex-
tos con niveles académicos contiguos, ciertamente nos seŕıa más complicado tomar
una decisión.

En cuanto a los promedios, podemos observar que el operador de diferencia nos
arroja los mejores resultados, seguido de concatenación y por último se tiene al de
división. Esto lleva sentido con lo reportado en [35] y es importante aclarar aqúı
que el operador de concatenación arroja vectores del doble de tamaño que los otros
dos operadores y esto alargaba temporalmente el entrenamiento de los Clasificado-
res/Comparadores cuantiosamente. Obtuvimos los resultados para los experimentos
pero no vale la pena continuar trabajando con este operador ya que no genera me-
jores resultados. Es claro que nuestra elección de operador apunta hacia diferencia.

En cuanto a los modelos de entrenamiento, para la operación de diferencia, SVM
resultó mejor en las tres secciones. Para la operación de división, SVM resultó mı́ni-
mamente debajo de Perceptrón en la sección de Resultados, mientras que arriba
para las otras dos secciones. Finalmente para la operación de concatenación SVM
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resulta mejor para la sección de Justificación y por debajo de Perceptrón para la
sección de Planteamiento del Problema. SVM, en general resulta el mejor modelo
de aprendizaje de máquina para entrenar a nuestros Clasificadores/Comparadores y
esto se debe al poder que tiene para trabajar de manera más efectiva en espacios de
altas dimensionalidades, esto incluso cuando son de mayor tamaño que el número
de datos de entrenamiento.

8.2. Evaluadores

8.2.1. Experimentos

Los evaluadores acotan tanto superior como inferiormente el nivel académi-
co de un documento, y esto se logra a través de la utilización de un Clasifica-
dor/Comparador, ya que como sabemos, éstos nos regresan la dificultad relativa
entre pares de documentos. La idea tentativa, a largo plazo, es que una máquina
de este tipo nos sirve para poder obtener una valoración del nivel académico de un
texto. A continuación explicamos los experimentos realizados para la selección de
evaluadores efectivos.

Nuestros experimentos se concentran sobre la evaluación de documentos de nivel
licenciatura, esto por dos razones: en primer lugar porque estos documentos están en
un nivel académico que se encuentra entre los otros niveles académicos de estudio y,
en segundo, porque debido a que tenemos miras de utilizar estos evaluadores en una
aplicación web, tendŕıa mayor impacto, en un principio, hacerlo para personas cur-
sando una licenciatura que una maestŕıa. Para nuestros experimentos, apartamos
aleatoriamente un 20% de documentos de Licenciatura aleatoriamente; es impor-
tante aclarar que estos documentos no se utilizaron para el entrenamiento de los
Clasificadores/Comparadores.

En nuestros experimentos se busca analizar la capacidad de los evaluadores
para acotar tanto inferior como superiormente el nivel académico de los docu-
mentos de Licenciatura. Para acotarlos superiormente, se seleccionan Clasificado-
res/Comparadores que hayan sido entrenados con niveles académicos superiores o
iguales, por ejemplo, Licenciatura-Maestŕıa, aśı mismo estos Clasificadores/Comparadores
deben poseer los mejores resultados de la tabla 8.1. Los Clasificadores/Comparadores
seleccionados para experimentar fueron tanto Licenciatura-Maestŕıa como Licenciatura-
Doctorado, el último debido a que su clasificación sobresaĺıa notablemente de los
otros. El modelo de aprendizaje de máquina utilizado se basó en el que tuvo la
mejor exactitud para un respectivo Clasificador/Comparador, aśı que pod́ıa variar
entre SVM, KNN y Perceptrón. En la tabla de resultados del experimento se acla-
ra cuál de estos se utilizó en espećıfico. En cuanto a la selección de Clasificado-
res/Comparadores para las cotas inferiores, se seleccionaron los TSU-Maestŕıa, esto
debido a sus resultados superiores comparados con TSU-Licenciatura como se ob-
serva en la tabla 8.1. Con base en los operadores y debido a los resultados de los
Clasificadores/Comparadores, se utilizó el operador de diferencia para realizar todos
nuestros experimentos.

Ahora, recordemos que tenemos cuatro evaluadores: Aleatorio, Centroide, Máxi-
mo y Mı́nimo. Cada uno de éstos, lleva su nombre debido a que de una serie de
documentos representados en forma vectorial, obtiene un vector representativo que
lleva el nombre del evaluador: aleatorio, centroide, máximo o mı́nimo; estos son
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vectores referentes a ese conjunto de vectores, y fungen como vectores que represen-
tan a ese nivel académico. Utilizaremos estos evaluadores junto con estos vectores
representativos para acotar superior e inferiormente el nivel académico de un do-
cumento de entrada. Los evaluadores en conjunto con su Clasificador/Comparador;
ya sea Licenciatura-Maestŕıa o Licenciatura-Doctorado para las cotas superiores o
TSU-Maestŕıa para las cotas inferiores acotan correcta o incorrectamente el nivel
académico de un documento de Licenciatura.

Para clasificar un documento como acotado correctamente, el documento (que
pertenece al nivel académico de licenciatura) de entrada se vectorizará y se operará
con un vector referente de un cierto nivel académico, una vez operados se recurre
al Clasificador/Comparador para saber cuál de los dos es más o menos legible que
el otro, y con esta información si el documento efectivamente es menos legible que
el otro la cota se toma como correcta o incorrecta, dependiendo si es documento es
efectivamente de menor o mayor nivel que el otro. Por ejemplo, si opero mi documen-
to de entrada con el referente aleatorio de Maestŕıa y obtengo que mi documento de
entrada es menos legible que el de Maestŕıa, eso se categorizará como una predicción
incorrecta y en el caso contrario, como una predicción correcta. Esto se explica a
través del hecho de que un documento de Licenciatura es de menor nivel que uno
de Maestŕıa. Este proceso lo realizaremos con cada uno de los niveles académicos y
para cada uno de los posibles referentes (evaluadores), obteniendo aśı tablas como
la Tabla 8.7.

A continuación se presentan los resultados de los experimentos para los evaluado-
res. En cada una de las tablas se subrayan los referentes de interés, i.e. si se están es-
tudiando resultados con cotas superiores, nos interesan los resultados con referentes
superiores al nivel académico del documento a evaluar. Esto debido a que estudiamos
evaluadores con Clasificadores/Comparadores que intuitivamente deben ser mejores
para acotar superiormente (Licenciatura-Maestŕıa y Licenciatura-Doctorado), pero
también estudiamos evaluadores para acotar inferiormente (TSU-Licenciatura). De
aqúı que para cotas superiores nos interesa ver cómo acotan los referentes de Docto-
rado y Maestŕıa, mientras que al experimentar con cotas inferiores nos interesa ver
el comportamiento los referentes de Técnico Superior Universitario. Es a través de
estos experimentos que seremos capaces de seleccionar el mejor evaluador (referente
en combinación con su Clasificador/Comparador) para acotar tanto superior, como
inferiormente un documento de Licenciatura.

8.2.2. Resultados para la sección de “Planteamiento del Pro-

blema

Cotas Superiores con Clasificador/Comparador Licenciatura-Maestŕıa y

Licenciatura-Doctorado

A partir de las tablas 8.4 y 8.5, podemos observar lo siguiente. La tabla 8.4 mues-
tra que el referente de maestŕıa acota de forma esperada los documentos de licencia-
tura, sin embargo, para el referente de doctorado se comporta fuera de lo esperado.
El referente de licenciatura muestra comportamientos erráticos, como era de esperar-
se y sorpresivamente (debido a que el entrenamiento del Clasificador/Comparador
utilizado fue con Licenciatura-Doctorado) el referente de Técnico Superior Univer-
sitario acota de forma efectiva inferiormente.
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En los resultados de la tabla 8.5, observamos que tanto el referente de Maestŕıa
como el de Doctorado se comportan de forma esperada, pero el de Doctorado acota
más efectivamente. El referente de Licenciatura, como era esperado es errático y
técnico superior universitario tiene resultados aceptables, sin embargo, son mejores
los resultados de la tabla 8.4.

En cuanto a los evaluadores, el peor evaluador para generar una cota superior es
el Mı́nimo y le sigue Centroide. Finalmente, tanto Aleatorio como Máximo muestran
ser cotas superiores efectivas y se podŕıa tomar cualquiera de ellos.

Tabla 8.4: Resultados para evaluadores con posibles referentes y modelo SVM

Referente Aleatorio Centroide Mı́n. Máx.

TSU 92% 76% 100% 100%
Licenciatura 0% 7% 0% 23%
Maestŕıa 100% 100% 92% 100%
Doctorado 38% 23% 7% 92%

Tabla 8.5: Resultados de evaluadores con posibles referentes y modelo SVM

Referente Aleatorio Centroide Mı́n. Máx.

TSU 69% 69% 100% 0%
Licenciatura 15% 7% 0.0% 38%
Maestŕıa 100% 76% 0% 100%
Doctorado 100% 100% 100% 100%

Cotas Inferiores para Clasificador/Comparador TSU-Maestŕıa con mo-

delo SVM

Observaciones referentes a la tabla 8.6 indican que con el referente de Técnico
Superior Universitario uno es capaz de acotar inferiormente a los documentos de
licenciatura con todos los evaluadores excepto con el Máximo, esto llevando sentido
ya que es el evaluador que selecciona al documento más dif́ıcil entre todo el conjunto
de posibles referentes. El referente de Licenciatura es errático para acotar, Maestŕıa
obtiene los mejores resultados como cota superior y Doctorado obtiene resultados
bajos, un resultado que no teńıamos esperado.

Tabla 8.6: Resultados de evaluadores con diferentes referentes y modelo KNN

Referente Aleatorio Centroide Mı́n. Máx.

TSU 100% 100% 100% 15%
Licenciatura 15% 0% 0% 100%
Maestŕıa 100% 100% 92% 100%
Doctorado 61% 53% 0% 100%
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8.2.3. Justificación

Experimentos para Cotas Superiores con Clasificadores/Comparadores

Licenciatura-Maestŕıa y Licenciatura-Doctorado

A continuación analizamos las tablas 8.7 y 8.8. La tabla 8.7 nos indica que el re-
ferente de Doctorado es un acotador efectivo, siendo su mejor evaluador el Máximo y
su peor el Mı́nimo. El referente de Maestŕıa es un evaluador aún más efectivo que el
de Doctorado, un comportamiento similar al observado en la tabla 8.4 de la sección
de Planteamiento del problema; en cuanto a sus evaluadores vemos que todos son
efectivos y el de peor resultado es el evaluador Mı́nimo. El referente de Licenciatura
muestra comportamientos erráticos como esperábamos y Técnico Superior Univer-
sitario se muestra efectivo para acotar inferiormente con los evaluadores Mı́nimo y
Máximo pero no con Aleatorio y Centroide.

En la tabla 8.8 observamos que el referente de doctorado es un excelente aco-
tador superior con cada uno de los evaluadores. En cuanto al referente de maestŕıa
observamos que es un acotador superior excelente con el evaluador Máximo y media-
namente bueno con los evaluadores Aleatorio y Centroide, sin embargo, con Mı́nimo
se tiene una exactitud del 0%. El referente de Licenciatura se comporta errática-
mente al igual que en la sección anterior y Técnico Superior Universitario es un
acotador inferior efectivo con los evaluadores Mı́nimo y Centroide.

Tabla 8.7: Resultados para evaluadores con posibles referentes y modelo SVM

Referente Aleatorio Centroide Mı́n. Máx.

TSU 23% 29% 100% 100%
Licenciatura 11% 5% 0% 23%
Maestŕıa 100% 100% 88% 100%
Doctorado 88% 94% 41% 100%

Tabla 8.8: Resultados para Evaluadores con posibles referentes y modelo SVM

Referente Aleatorio Centroide Mı́n. Máx.

TSU 35% 76% 100% 47%
Licenciatura 17% 23% 0% 54%
Maestŕıa 65% 65% 0% 100%
Doctorado 100% 100% 100% 100%

Resultados de Experimentos para Cotas Inferiores con Clasificador/Comparador

de TSU-Maestŕıa

La tabla 8.9 muestra los resultados que hipotetizábamos, ya que el referente de
Técnico Superior Universitario es el mejor acotador inferior que tenemos para los
resultados de la sección de Justificación, siendo Centroide el peor evaluador entre
todos los posibles. Licenciatura, como era de esperarse, muestra un comportamiento
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errático, mientras que Maestŕıa y Doctorado muestra resultados efectivos con los
evaluadores Aleatorio y Máximo.

Tabla 8.9: Resultados de evaluadores con todos los referentes con Clasifica-
dor/Comparador TSU-Maestŕıa y modelo KNN

Referente Aleatorio Centroide Mı́n. Máx.

TSU 100% 88% 100% 100%
Licenciatura 47% 17% 0% 100%
Maestŕıa 100% 23% 29% 100%
Doctorado 52% 35% 11% 94%

8.2.4. Resultados

Resultados Experimentales de Cotas Superiores con Clasificadores/Comparadores

de Licenciatura-Maestŕıa y Licenciatura-Doctorado

A continuación analizamos los resultados para las tablas 8.10 y 8.11. La tabla 8.10
muestra comportamientos similares a los observados en las dos secciones anteriores.
En cuanto al referente de Doctorado observamos que es más efectivo con el evaluador
Máximo y menos efectivo con el Mı́nimo, aśı mismo el referente de Maestŕıa tiene
mejores resultados, con sus evaluadores comportándose de forma similar a excepción
entre Aleatorio y Centroide. El referente de Licenciatura es errático, al igual que en
las dos secciones anteriores y Técnico Superior Universitario puede ser un referente
efectivo si utilizamos al evaluador Mı́nimo.

Observando la tabla 8.11 se puede concluir que el referente de Doctorado es
un acotador superior efectivo con todos sus evaluadores por igual, mientras que el
referente de Maestŕıa es un acotador superior efectivo con los evaluadores Mı́nimo y
Máximo. El referente de Licenciatura se comporta de forma errática, al igual que en
las dos secciones anterior y Técnico Superior Universitario es un acotador inferior
efectivo solamente para el evaluador Mı́nimo.

Tabla 8.10: Resultados para Evaluadores con sus posibles referentes y modelo Per-
ceptrón

Referente Aleatorio Centroide Mı́n. Máx.

TSU 37% 29% 100% 0%
Licenciatura 29% 14% 0% 55%
Maestŕıa 92% 96% 77% 100%
Doctorado 81% 88% 37% 100%
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Tabla 8.11: Resultados para Evaluadores con sus posibles referentes y modelo SVM

Referente Aleatorio Centroide Mı́n. Máx.

TSU 48% 55% 100% 0%
Licenciatura 29% 18% 0% 77%
Maestŕıa 51% 74% 100% 100%
Doctorado 100% 100% 100% 100%

Resultados Experimentales de Cotas Inferiores con Clasificador/Comparador

de TSU-Maestŕıa y Modelo SVM

Con base en los resultados mostrados en la tabla 8.12 podemos concluir que el
referente Técnico Superior Universitario es el mejor acotador inferior que tenemos
para esta sección y, en particular, su evaluador Mı́nimo es el más efectivo. El referente
de Licenciatura se comporta medianamente bien, con el Máximo siendo su mejor
evaluador. En cuanto al referente de Maestŕıa, podemos observar que es un acotador
superior efectivo para los evaluadores Máximo y Mı́nimo. Finalmente el referente de
Doctorado es un excelente acotador superior con todos evaluadores.

Tabla 8.12: Resultados de Evaluadores con posibles referentes

Referente Aleatorio Centroide Mı́n. Máx.

TSU 81% 81% 100% 33%
Licenciatura 51% 59% 0% 100%
Maestŕıa 100% 100% 66% 100%
Doctorado 81% 100% 44% 100%

8.3. Análisis Generales

Con base en las tablas presentadas anteriormente podemos concluir lo siguiente.
Los entrenamientos para las cotas superiores son efectivos, y con base en el Cla-
sificador/Comparador Licenciatura-Maestŕıa, seŕıa conveniente usar el referente de
Maestŕıa, ya que es más estable que el de Doctorado y tiene mejores resultados en ge-
neral. Ahora, si quisiéramos ocupar el clasificador Licenciatura-Doctorado, nuestro
referente de preferencia seŕıa el de Doctorado, ya que tiene mejores resultados que
Maestŕıa y sus resultados son estables. En cuanto a acotar inferiormente, en las tres
secciones observamos que la elección del Clasificador/Comparador de TSU-Maestŕıa
ha sido una buena elección, es tanto estable como efectivo.

La selección de los evaluadores pueden variar dependiendo de si queremos acotar
superior o inferiormente. Si la idea es acotar superiormente, observamos que podemos
elegir cualquier evaluador siempre y cuando no escojamos el Mı́nimo, esto es debido
a que selecciona como referente el documento peor escrito y este puede ser de un
nivel aún más bajo que uno de un nivel académico inferior, esto generando resultados
negativos. En cuanto a acotar inferiormente, observamos gracias a los resultados, que
está en nuestra conveniencia utilizar el evaluador Mı́nimo y no utilizar el evaluador
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Máximo, ya que éste selecciona el documento de mayor nivel en nuestro conjunto
de datos como referente y este documento puede ser de un nivel más alto que el
documento a evaluar, afectando aśı nuestros resultados. Es importante recalcar aqúı
que aunque intuitivamente sab́ıamos que este comportamiento era esperado, incluir
a este evaluador en este análisis permitió observar si distaba bastante en resultados
de los otros evaluadores, ya que si este no fuera el caso es un evaluador que conviene
utilizar debido a que genera una cota inferior con más cercańıa al nivel académico
de Licenciatura.

Es importante señalar que en los resultados para cotas superiores e inferiores
de las tres secciones el referente de Licenciatura se comporta erráticamente. Esto
es de esperarse ya que como hab́ıamos mencionado estamos evaluando documentos
de Licenciatura, aśı que para acotar un documento de Licenciatura tanto superior
como inferiormente se necesitan documentos de menor o mayor nivel. Otra posible
solución seŕıa refinar nuestro proceso y generar un experimento donde acotemos su-
periormente con el documento máximo del mismo nivel pero de nuestro conjunto
de documentos referentes e inferiormente con el documento mı́nimo del mismo nivel
también de nuestros conjunto de documentos referentes, aún aśı creemos que en los
resultados encontramos procesos que logran acotar con buena exactitud. Esto pa-
saŕıa a considerar si acotamos superiormente, pero qué tan superiormente, e.g. no
quisiéramos poner un documento completamente por encima del nivel de Licenciatu-
ra, queremos un documento que esté arriba de Licenciatura, sin embargo, que tenga
la capacidad de definirme bien si se pasa a un siguiente nivel, como lo seŕıa Maestŕıa.
Este tipo de sutilezas nos importan y en un trabajo a futuro seŕıa interesante lograr
generar experimentos para generarlas.



Caṕıtulo 9

Conclusiones

9.1. Conclusiones en Comprensibilidad

A continuación damos las conclusiones derivadas del proceso de investigación que
se realizó para Comprensibilidad. Primero presentamos el problema que se abordó y
a través de qué técnicas se atacó, y es a través de ello que podremos señalar cuáles
soluciones fueron efectivas y cuáles no. Después recalcamos los resultados principales
de la investigación para después colocarlos en el contexto del área de investigación.
Finalmente presentamos el trabajo a futuro basándonos en nuestros objetivos, con-
tinuación del proyecto, preguntas que surgieron en el proceso de investigación y
posibles aplicaciones.

9.1.1. Evaluación del Proceso

Con base en Comprensibilidad el presente trabajo de investigación presentó méto-
dos y técnicas, tanto de evaluación como de retroalimentación para documentos
académicos. En primer lugar se creó un proceso de extracción de medidas de Com-
prensibilidad, el cual es capaz de extraer la Carga de Comprensibilidad, Conectividad
y Dispersión en documentos académicos, en espećıfico para tesis de grado. Con base
en este proceso de extracción de métricas de Comprensibilidad fuimos capaces de
obtener resultados para la realización de un evaluador de nivel académico basado en
medidas de Comprensibilidad. Aśı mismo, y a través del proceso de extracción, se
generó un esquema de retroalimentación visual para documentos académicos nuevos
(borradores de tesis de grado).

El proceso de extracción de medidas de Comprensibilidad involucra dos partes.
La primera se basa en el análisis de los conceptos, sus relaciones y la secuencia de
éstos a lo largo del documento para obtener la Carga de Comprensibilidad. Esta me-
dida resultó no ser la más confiable de los resultados ya que regresaba un valor de
cero para la mayoŕıa los documentos. Dado que la Carga de Comprensibilidad es una
medida que requiere “cuerpo” de los documentos académicos, si contábamos con tex-
tos con poca información, esto implica documentos con pocos conceptos, relaciones
disminuidas y esto acaba por resultar en valor nulo para la Carga de Comprensibi-
lidad. Se concluye entonces que la medida de Carga de Comprensibilidad es poco
práctica para evaluar la Comprensibilidad en tesis por secciones.

La segunda parte consta del cálculo de la Conectividad y la Dispersión, la cual
se realiza a través de la construcción del Grafo de Conceptos. En este grafo se re-
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presentan los conceptos, las relaciones entre ellos y el peso de estas relaciones. La
estimación de la Conectividad fue sustancialmente mejor que la Carga de Compren-
sibilidad, sin embargo, el proceso para obtener Conectividad se basa en la relación
entre los conceptos, de aqúı que si no existen relaciones en los textos analizados,
también puede regresar valores nulos. Finalmente, la Dispersión fue la medida que
mejor logramos recabar y esto es porque mide la densidad de conceptos en los párra-
fos, de aqúı que si teńıamos párrafos y conceptos dentro de ellos, tendŕıamos un valor
no nulo para esta medida. Tanto la Conectividad como la Dispersión son medidas
viables para evaluar la Carga de Comprensibilidad en una tesis de grado, siendo la
primera la mejor entre éstas dos.

Refiriéndonos ahora a las relaciones entre conceptos, esto afectó nuestra medición
para Carga de Comprensibilidad y, hasta cierto punto a la medida de Conectividad.
Al revisar los documentos, pod́ıamos observar que algunos de los conceptos extráıdos
de cada documento aparećıan una vez y no volv́ıan a aparecer más adelante en el
documento. Esto causa que no se generara una relación de los conceptos mencionados
con otros que podŕıan aparecer en el documento, terminando en valores nulos tanto
para la Carga de Comprensibilidad como para Conectividad. Una posible solución
para esto es la necesidad de utilizar documentos que contengan amplias relaciones
entre conceptos ya que si estos no las contienen, éstas medidas pueden no brindar la
información suficiente. Aśı mismo, se podŕıan incluir implementaciones en nuestro
método que logren capturar relaciones más profundas entre los conceptos.

Con referencia al proceso de retroalimentación visual para tesis de grado. Las
nubes de términos son efectivas pero podŕıan ser visualizaciones sumamente densas
que, en ocasiones no permitiŕıan observar una clara diferencia entre términos con
mayor frecuencia que otros, quizá en documentos con una densidad de conceptos alta
seŕıa conveniente escoger los n conceptos más frecuentes. En cuanto a los grafos, su
proceso de extracción en documentos con una densidad alta de relaciones puede
ser sumamente lento, lo mismo pasa con la interacción del grafo generado; seŕıa
importante explorar bibliotecas diferentes para experimentar si es posible aumentar
la rapidez de generación del grafo y la interacción. Por último, la gráfica de barras
es tanto efectiva como rápida de obtener.

9.1.2. Conclusiones Principales

Los resultados obtenidos para las medidas de Comprensibilidad nos llevan a las
siguientes conclusiones. La Dispersión es la medida que muestra un comportamien-
to con poca variabilidad a lo largo de todos los niveles académicos y las secciones
de estudio, aśı mismo, es una medida fácil de recabar, y esto se concluye porque
tiene un porcentaje perfecto de valores no-nulos. La Dispersión es una medida de
confianza que podŕıamos utilizar para, en un futuro, evaluar la comprensibilidad de
un documento en proceso (borrador). La Conectividad no alcanza a ser una medida
confiable por dos cosas, su desviación estándar siempre se encuentra por debajo del
promedio y no recabamos altos porcentajes de valores no-nulos. Se concluye entonces
que esta medida, si se quisiera utilizar para la evaluación de Comprensibilidad en
borradores no nos es útil. Finalmente, la Carga de Comprensibilidad, con base en
los resultados obtenidos, se vuelve nuestra medida más débil. Se concluye que no es
una medida utilizable, al menos por ahora, debido a su alta variabilidad y al bajo
porcentaje de datos no-nulos que somos capaces de recabar de la misma. Sin em-
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bargo, es importante aclarar que es la medida más interesante de seguir estudiando
debido al profundo análisis que somete a un documento, borrador, tan es aśı que el
mismo proceso de extracción de información nos provee información importante del
borrador que se ocupa a través del proceso de retroalimentación visual.

Con base en el proceso de Retroalimentación Visual, concluimos entonces que las
nubes de términos, gráfica de barras y grafos son efectivos. Las nubes de términos
nos permiten visualizar los conceptos más frecuentes a lo largo del documento, los
que tienen una Carga de Comprensibilidad más alta y los que poseen una Conec-
tividad mayor. La gráfica de barras también cumple su función, que es el indicar
qué párrafos contienen una dispersión por arriba de la media, está en nuestro in-
terés disminuir la densidad de conceptos en estos párrafos, quizá al convertirlos en
dos diferentes. Finalmente, los grafos son elementos útiles en la visualización de
las relaciones existentes entre los conceptos mismos y hasta entre los conceptos y
sus párrafos clave. Es importante aclarar que nuestro proceso de retroalimentación
visual necesita una valoración experimental y esto se incluye en el trabajo a futuro.

9.1.3. Resultados en Contexto

Con los resultados que presentamos para Comprensibilidad, todav́ıa no somos
capaces, con certeza, de generar segmentos numéricos donde una cierta medida, para
un cierto nivel académico debeŕıa pertenecer, e.g. en un futuro buscamos la posibi-
lidad de generar un proceso que evalúe un documento académico de un cierto nivel
a través de la obtención de sus medidas de Comprensibilidad y de saber si están
dentro del segmento generado por nuestra estad́ıstica de medidas de Comprensibi-
lidad. Estamos confiados en que esto se logrará a través de continuar realizando
experimentos con documentos con más cuerpo, aśı como con una selección cuidado-
sa de documentos con una clara diferenciación de nivel académico. Aśı mismo, con
la cuidadosa selección de una metodoloǵıa de extracción de conceptos con mayor
análisis. En un futuro, el proceso en general puede ser utilizado, como hab́ıamos
mencionado, tanto por asesores de tesis, estudiantes y hasta sinodales. Aśı mismo,
el tener acceso a esta estad́ıstica que generamos es de interés, ya que aunque las
medidas de Comprensibilidad ya han sido utilizadas anteriormente, los art́ıculos que
las utilizan no reportan resultados espećıficos para algún tipo de documento, nive-
les y secciones; y, en la literatura abordada, nadie analiza documentos de tesis en
Español en espećıfico.

Este trabajo de investigación entonces beneficia a cualquier área de trabajo don-
de la comunicación de la ciencia a través de texto sea importante, esto debido a
que se generó un proceso de análisis, evaluación y retroalimentación de un texto
académico. Es entonces un proyecto con claras aplicaciones, de tal forma que uno
podŕıa introducir un texto y gracias a nuestro trabajo el autor podŕıa recibir una
evaluación del nivel académico para ciertas secciones de su documento, qué párrafos
podŕıan separarse para disminuir su valor de dispersión y hacerlos más legibles, qué
conceptos no se abordan en profundidad o no tienen relaciones que debeŕıan existir
y cómo está la conexión de nuestro documento en general.
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9.1.4. Trabajo a Futuro

Ahora explicaremos cuáles de los objetivos que nos planteamos no logramos
concretar y cómo podŕıamos hacerlo en un futuro. Las preguntas que salieron a
lo largo de la investigación y cómo podŕıamos atacarlas. Finalmente abordamos la
problemática que se refiere a qué necesitaŕıamos para llevar a la práctica nuestra
investigación.

Nuestro proyecto de investigación ubicó herramientas para un análisis adecuado
de la Comprensibilidad de un texto, sin embargo, la Carga de Comprensibilidad fue
una medida que no se logró estudiar adecuadamente. Para tener esta medida más
fiable es necesario contar con textos relativamente largos y en ocasiones nuestros
textos a analizar pod́ıan ser tan cortos como dos párrafos, de aqúı que añadir tesis
con mayor extensión a la colección de datos, o hasta crear una propia, está en un
posible trabajo a futuro. Con esta mejora del corpus de datos, se pueden mejorar
los resultados de las medidas de Comprensibilidad.

El proceso de retroalimentación visual necesita ser evaluado en la práctica. En
la revisión del estado del arte hemos visto que una posible evaluación del mismo,
podŕıa realizarse a través de la selección de dos grupos de estudiantes con tesis de
licenciatura en proceso. Uno de estos grupos utilizará nuestro proceso de retroali-
mentación visual para edición de su tesis y el otro grupo no. Una vez realizado esto,
buscaŕıamos un proceso que lograse comparar el antes y después de los dos docu-
mentos para los dos grupos, esto podŕıa ser a través de un método computacional o
de evaluadores humanos que lean los documentos. Aśı mismo, está en nuestro interés
realizar un análisis a profundidad de los conceptos. Aunque se hizo uno al comenzar
a recabarlos, se quedó en las reuniones con el grupo de investigación. Nos gustaŕıa
generar un reporte de los conceptos donde se valore si nuestra metodoloǵıa de ex-
tracción es efectiva y si no lo es, valorar nuevos métodos de extracción de conceptos
y para encontrar relaciones entre ellos.

Hay hipótesis que nuestro proyecto de investigación no logró contestar y que
ciertamente nos gustaŕıa responder. Una de ellas es que debe existir una relación
entre nivel académico y las medidas de Comprensibilidad, sin embargo, no logramos
ver relaciones claras aún con la medida más estable que seŕıa la de Dispersión.
Entonces quedaŕıa atacar este problema a través de la refinación y ampliación del
corpus de datos, aśı como la continuidad de búsqueda en el estado del arte por
más medidas de comprensibilidad que sean efectivas para nuestras metas. Por otro
lado, la medida de Dispersión nos indica la densidad de información (esta basada en
los conceptos) por párrafo, y debido a mi formación como f́ısico, seŕıa sumamente
interesante, en un trabajo de doctorado, investigar posibles medidas que recaben
densidad de objetos en diferentes instancias; éstas se podŕıan incorporar al análisis
de conceptos en documentos de texto. Seŕıa también prudente analizar posibles
métodos para recabar de mejor manera esta medida y uno de ellos podŕıa ser el ser
más permisivo en qué acepta y no nuestro método como un concepto.

Finalmente, hablamos de llevar el proyecto de investigación a la práctica y tenta-
tivamente vemos esto posible a través de la idea que aparece en [35]. Ellos realizaron
una API que básicamente utiliza un conjunto de textos ordenados con base en su
Legibilidad y, al recibir un texto con un cierto nivel de Legibilidad el programa le
ofrećıa opciones de textos con un nivel de Legibilidad similar. En nuestra versión, el
alumno o asesor, introduciŕıa una tesis y nosotros regresaŕıamos su respectiva eva-
luación y retroalimentación como ya hemos mencionado anteriormente. Todo esto
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se debeŕıa implementar de cero, pero las bases ya se tienen.

9.2. Conclusiones en Legibilidad

A continuación presentaremos las conclusiones para legibilidad. Primero habla-
remos del problema que se abordó aśı como el proceso que se utilizó para abordarlo
y sus ventajas y desventajas. Seguido de esto hablaremos de los resultados princi-
pales, para aśı pasar a colocarlos en el contexto del área. Finalmente abordaremos
el trabajo a futuro.

9.2.1. Evaluación del Proceso

El problema que enfrentábamos en nuestro trabajo de investigación era la gene-
ración de un proceso lingǘıstico-computacional que fuese capaz de evaluar el nivel
académico de un texto con base en su Legibilidad. Nuestro trabajo de investigación
realizó esta tarea a través de dos pasos, primeramente se construyó un Clasifica-
dor/Comparador el cual es capaz de distinguir entre dos documentos de texto, cuál
de ellos es más o menos legible. El segundo paso constó en la realización de un eva-
luador que a través de este Clasificador/Comparador fuera capaz de acotar tanto
superior como inferiormente un documento. Con este evaluador uno podŕıa estimar
el nivel académico de un documento ajeno al corpus de datos.

El proceso para llevar a cabo la construcción, experimentación y selección del
Clasificador/Comparador se basó en primera instancia, en la representación de docu-
mentos, los cuales se representaron a través de su frecuencia relativa y familiaridad,
elecciones efectivas debido a que en nuestro proyecto de investigación no era central
el análisis de caracteŕısticas de representación. Una vez con los documentos repre-
sentados, era necesario operarlos para entrenar al Clasificador/Comparador, en este
aspecto analizamos tres posibles operaciones: concatenación, división y diferencia.
La operación de diferencia obtuvo los mejores resultados y le siguió concatenación,
sin embargo, continuar la experimentación con la operación de concatenación no
era viable debido a que generaba vectores del doble de tamaño y el entrenar SVMs
con matrices de esta dimensión no era viable. Por último, el esquema de un Clasi-
ficador/Comparador en nuestro proceso tiene ventajas claras, como lo son el poder
entrenar con pocos datos y con solamente dos tipos de niveles académicos, sin em-
bargo, existe la limitante de solamente poder comparar y no hay una clasificación
directa, de aqúı que la necesidad de crear un proceso de evaluación fue necesaria.

Analicemos ahora el proceso de los evaluadores; en total se construyeron cuatro:
Aleatorio, Centroide, Máximo y Mı́nimo. Los cuatro se basan en una idea similar,
el documento a evaluar se opera con base en el documento representativo de un
conjunto de datos de un cierto nivel académico. Una vez operados, este documento
se alimenta a un cierto Clasificador/Comparador ya entrenado, y dependiendo si se
busca una cota superior o inferior, este Clasificador/Comparador es capaz de decidir
si el documento es más o menos legible que el documento representativo menciona-
do. Este proceso tiene sus ventajas, ya que somos capaces de acotar perfectamente
tanto superior como inferiormente y de esta manera aproximar la evaluación de un
documento nuevo, sin embargo, esto mismo es un problema ya que solamente pode-
mos acotar y no podemos espećıficamente aclarar que el documento corresponde a
ese nivel en espećıfico.
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9.2.2. Conclusiones Principales

Los resultados principales en el área de Legbilidad, en espećıfico para nuestros
Clasificadores/Comparadores son los siguientes. El mejor Clasificador/Comparador
es el de Licenciatura-Doctorado y le sigue TSU-Doctorado, como peor Clasifica-
dor/Comparador tenemos a TSU-Licenciatura. En cuanto a los modelos de entrena-
miento, SVM mostró, en promedio, los mejores resultados. Otra observación impor-
tante que podemos concluir es que mientras los clasificadores se entrenen con niveles
académicos más distantes, su clasificación será más exacta. Esto de hecho lleva sen-
tido, ya que documentos con mayor “distancia académica” tendrán una diferencia
en Legbilidad más notoria; esto afianza nuestra confianza en nuestros resultados.

En cuanto a los resultados para los evaluadores, nuestras conclusiones para aco-
tar superior e inferiormente a un documento de licenciatura son las siguientes: Para
las cotas superiores, el referente de Maestŕıa es tiene mejores resultados que el de
Doctorado y el Clasificador/Comparador que mejor utiliza a este referente es el de
Licenciatura-Maestŕıa. En cuanto a los evaluadores, todos tienen buenos resultados
con excepción de Mı́nimo, el cual no debeŕıa ser utilizado para acotar superiormente.
Para las cotas inferiores el referente de Técnico Superior Universitario es el de me-
jores resultados, el Clasificador/Comparador que utilizamos es el de TSU-Maestŕıa
y no se comparó con otros debido a los bajos resultados de TSU-Licenciatura. En
cuanto al evaluador para acotar inferiormente, se concluye que los tres evaluado-
res obtienen cotas inferiores efectivas con excepción del evaluador Máximo. Es im-
portante recalcar que las conclusiones sobre evaluadores son exclusivamente para
documentos de licenciatura.

9.2.3. Resultados en Contexto

A continuación expondremos cómo nuestros resultados para legibilidad se aco-
modan en el contexto general del área de investigación. En primer lugar, nuestros
resultados benefician en directo a cualquier estudiante en medio de la escritura de
una tesis y, por ende, también benefician a los asesores que revisen esa tesis.

Nuestro proceso de legibilidad tiene dos principales contribuciones, la primera
siendo la creación de los Clasificadores/Comparadores, los cuales son capaces de
clasificar con una exactitud, en promedio, de hasta el 74,88%. La segunda contribu-
ción es el proceso de evaluación y generación de los cuatros evaluadores (Aleatorio,
Centroide, Máximo y Mı́nimo), éstos son capaces de acotar un documento de tesis
y obtener una evaluación del nivel académico del documento de tesis a evaluar. Es
también importante señalar que otra contribución importante es el manejo del tipo
de datos (documentos de tesis académicos), en el estado del arte no encontramos la
construcción de Clasificadores/Comparadores con este tipo de datos ni procesos de
evaluación basados en Clasificadores/Comparadores. Finalmente, este proceso puede
ampliarse para aśı evaluar diferentes tipos de documentos de texto, no está limitado
a tesis de licenciatura.

Anteriormente mencionamos que nuestros resultados podŕıan tener una aplica-
ción práctica como la que aparece en [35]. Es en ese mismo sentido que proponemos
la inclusión del proceso de Legibilidad sobre esta aplicación. Por otro lado, nuestros
resultados concuerdan con los mostrados para los Clasificadores/Comparadores que
aparecen en [35], sin embargo, ellos logran clasificaciones en el 97% y nosotros no,
aún aśı, los documentos de texto que ellos manejan son sumamente diferenciables y



9.2. CONCLUSIONES EN LEGIBILIDAD 83

en sus resultados se puede observar que diferenciar documentos con niveles académi-
cos de menor nivel se logra más sencillamente. Nuestros documentos son todos de
un nivel académico alto, es por eso que diferenciarlos no se vuelve tan sencillo como
uno esperaŕıa. Por último su corpus de datos ha sido trabajado con expertos en
lingǘıstica mientras que nosotros aún podemos trabajar en mejorar la base de datos
de [9].

9.2.4. Trabajo a Futuro

A continuación presentamos el trabajo a futuro en el área de Legibilidad. Con ba-
se en los objetivos que nos planteamos y lo que cumplimos con el trabajo de investiga-
ción nos sentimos satisfechos ya que se construyeron los Clasificadores/Comparadores
con buenos porcentajes de exactitud. En cuanto a los evaluadores, la situación es
similar ya que son capaces de acotar eficientemente el nivel académico de un texto
de Licenciatura tanto superior como inferiormente.

Si tuviésemos más tiempo para continuar con el trabajo, nos interesaŕıa trabajar
con un modelo de ordenamiento de pares como el que aparece en [36]. Este modelo
de ordenamiento se basa en una LSTMR y en su primera fase se entrena con pares
ranqueados de datos donde uno de ellos es más propagand́ıstico que el otro. Es claro
entonces cómo este tipo de investigación se adapta a nuestro trabajo, sin embargo,
es diferente y los resultados pueden arrojar conclusiones interesantes.

Aśı mismo, a lo largo del proyecto hemos hablado de la extracción de caracteŕısti-
cas como un elemento primordial en la clasificación de texto. De continuar con el
proyecto, exploraŕıamos la inclusión de nuevas caracteŕısticas lingǘısticas de repre-
sentación, esto para mejorar nuestros valores de exactitud. Aśı mismo, buscaŕıamos
la combinación de diversas caracteŕısticas para mejorar aún más la exactitud y pa-
ra analizar si, efectivamente, necesitamos la representación donde se incluyen las
caracteŕısticas locales y globales; quizá una sola caracteŕıstica es suficiente. La im-
plementación de éstas, seŕıa basándonos en [27], ya que ellos tienen el estudio de
las indicadas a usar para tareas de ordenamiento de texto. Otros detalle de interés
puede ser la realización de experimentos con las caracteŕısticas globales, ya que po-
demos experimentar con el número de palabras más usadas en el español, de tal
forma que tendŕıamos tres experimentos: para 1000, 5000 y 10000 palabras.

Nuestro proyecto de investigación ha generado dudas que no hemos podido res-
ponder y que nos interesaŕıa abordar de continuar con la investigación. Una de ellas
recae en los bajos resultados que obtuvimos en los Clasificadores/Comparadores de
TSU-Licenciatura, aunque es verdad que son Clasificadores/Comparadores que son
entrenados con niveles académicos que no son distantes, esto no es suficiente para
explicarlo ya que Licenciatura-Maestŕıa y Maestŕıa-Doctorado no tiene resultados
tan bajos. Los datos pueden tener un papel importante aqúı y quizá nuestros mo-
delos de aprendizaje de máquina no son capaces de diferenciar bien entre estos dos
documentos.

Una segunda pregunta que nos interesaŕıa contestar con base en nuestros evalua-
dores, es el porqué encontrábamos mayor estabilidad en los referentes de Maestŕıa
que en los de Doctorado. Uno esperaŕıa un comportamiento contrario ya que los
referentes de Doctorado son, en teoŕıa más complicados que los de Maestŕıa y aśı
mismo que los de Licenciatura, de aqúı que la hipótesis no se cumple y seŕıa necesario
realizar más experimentos para obtener conclusiones sobre este comportamiento.



Finalmente, hab́ıamos mencionado que nos gustaŕıa incluir el proceso de eva-
luación de Legibilidad en una API, de tal forma que para llevar esto acabo necesi-
taŕıamos conjuntar los tres procesos desarrollados, el de evaluación de Comprensibili-
dad, el de generación de retroalimentación basado en Comprensibilidad y finalmente
el de evaluación de Legibilidad. La idea es que todo esto en conjunto funcione para
que un estudiante o asesor ingrese una tesis y nuestro software sea capaz de generar
estos tres análisis.

9.3. Publicaciones Derivadas

1. Comprehensibility Analysis and Assessment of Academic Texts, Por publicar-
se en Proceedings of AIET 2021, 2nd International Conference on Artificial
Intelligence in Education Technology, July 2-4, 2021, Wuhan, China.

2. Training Readability Comparators for Academic Texts at Di↵erent Levels,
14th Workshop on Intelligent Learning Environments, WILE 2021. October
25th or 26th, 2021. Cd. de México. Reconocimiento como mejor trabajo.
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Apéndice A

Apéndice

A.1. Evaluadores

A.1.1. Centroide

Figura A.1: Esquema para el evaluador basado en centroide
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A.1.2. Mı́nimo

Figura A.2: Esquema para el evaluador basado en mı́nimos

A.1.3. Máximo

Figura A.3: Esquema para el evaluador basado en máximos
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A.1.4. Algoritmo de Selección de Máximo y Mı́nimo

Algorithm 1: Algoritmo para obtener el Máximo y Mı́nimo

Entradas: Matriz, Clasificador/Comparador
Inicialización
if Clasificador/Comparador(Matriz[0]-Matriz[1]) == 1 then

max vec = M[0]
min vec = M[1]

else

min vec = M[0]
max vec = M[1]

end

Recorremos los vectores restantes
for i desde 2 hasta tamaño(Matriz) do

if Clasificador/Comparador(Matriz[i]-max vec) == 1 then

max vec = M[i]
end

if Clasificador/Comparador(Matriz[i]-min vec) == -1 then

min vec = M[i]
end

end

87



Bibliograf́ıa

[1] Rakesh Agrawal y col. “Empowering authors to diagnose comprehension bur-
den in textbooks”. En: Proceedings of the 18th ACM SIGKDD international
conference on Knowledge discovery and data mining. 2012, págs. 967-975.
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