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Resumen

En muchos dominios se requiere resolver problemas de clasificacion donde los ob-
jetos de estudio estan descritos con una gran cantidad de atributos, muchos de los
cuales pueden ser atributos redundantes y/o irrelevantes, con el objetivo de mejorar la
calidad de clasificacion es conveniente eliminar este tipo de atributos. La seleccién de
atributos ha sido ampliamente utilizada para la eliminacion de atributos redundantes
ylo irrelevantes y puede realizarse de 2 maneras:

1. Seleccién de atributos para todas las clases.

2. Seleccion de atributos por clase.

La seleccidn de atributos por clase surge con la idea de que cada clase de un proble-
ma de clasificacién puede exhibir propiedades diferentes y por lo tanto, ser descrita
mejor por un subconjunto diferente de atributos. En esta tesis, se propone un método
de seleccion de atributos por clase. EI método propuesto para la seleccién de atributos
por clase permite, aplicando la técnica de binarizacién uno-contra-todos, utilizar los
selectores de atributos que realizan una seleccion de atributos para todas las clases.
Ademas, debido a que los clasificadores supervisados no permiten un subconjunto
de atributos diferente para cada clase, se propone utilizar la seleccion de atributos
por clase mediante un ensamble de clasificadores y una estrategia de decision para
clasificar nuevos objetos. Los resultados experimentales muestran que en la mayoria
de los casos se mejora la calidad de clasificacion cuando se realiza seleccion de atri-
butos por clase comparado con la seleccidn de atributos para todas las clases o con
la opcion de no hacer seleccion de atributos.
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Abstract

In many domains it is required to solve classification problems where the ob-
jects of study are described with a large number of features, many of which can
be redundant and/or irrelevant. In order to improve the quality in classification
it is necessary to eliminate this kind of features. Feature selection has been
widely used for the elimination of redundant and/or irrelevant features. There
are two types for feature selection:

1. Feature selection for all classes.

2. Feature selection by class.

Feature selection by class emerges with the idea that each class of a classifi-
cation problem may have different properties and it should be described by a
different feature subset. In this thesis a method of feature selection by class.
The proposed method allows, by applying the one-against-all class binariza-
tion technique, the use of conventional feature selectors. Because supervised
classifiers do not allow using a different feature subset for each class, it is also
proposed to use a classifier ensemble and a new strategy decision for taking
advantage of feature selection by class. The experimental results showed that
in most cases the classification accuracy is improved when feature selection
by class is used, compared against feature selection for all classes or without
feature selection.
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Capitulo 1

Introduccioén

En diversas areas del conocimiento humano existen problemas de clasifica-
cion supervisada (en donde las clases son conocidas), por ejemplo dentro de
la medicina una tarea tipica consiste en separar a los pacientes saludables de
aquellos que padecen cierta enfermedad. De manera general en un problema
de clasificacién supervisada se cuenta con un conjunto de objetos (patrones)
que sirven como informacién base para decidir la clase a la que pertenece
un nuevo objeto. Es decir, la informacién base disponible es una muestra pre-
viamente clasificada en donde cada objeto esta relacionado con una clase en
particular y sera utilizada para entrenar a un clasificador que permita clasificar
(etiquetar) nuevos objetos.

Determinar los atributos que se utilizaran para describir a los objetos de un
problema de clasificacion supervisada es importante, ya que de esto depende
la buena clasificacion de nuevos objetos. En la practica no se conocen a priori
los atributos relevantes para un problema de clasificacion supervisada, por lo
tanto, una gran cantidad de atributos suelen ser incorporados para tratar de
describir mejor al problema. En la actualidad es muy facil obtener una gran
cantidad de atributos, esto se debe principalmente a los avances en la adqui-

sicion y almacenamiento de informacién. Se podria pensar que utilizando un
1



mayor numero de atributos se puede mejorar la clasificacion de objetos, desa-
fortunadamente no siempre es asi, algunos pueden ser atributos redundantes
ylo irrelevantes que afectan la calidad de clasificacién.

En el intento por descartar atributos redundantes y/o irrelevantes con la finali-
dad de aumentar la calidad de clasificacion en los problemas de clasificacion
supervisada, se han aplicado técnicas como la seleccién de atributos, la cudl
se ha vuelto un campo de investigacibn muy importante para areas como el
reconocimiento de patrones, el aprendizaje automatico y la mineria de datos.

La seleccion de atributos consiste en encontrar un subconjunto de atributos
del conjunto de atributos originales, de tal manera que aumente la calidad de
clasificacion, facilite la visualizacion y entendimiento de los datos, minimice
los requerimientos de almacenamiento y reduzca los tiempos de ejecucion.
Algunos métodos de seleccion de atributos ponen mayor énfasis en algun as-
pecto que en otro, esta tesis se enfoca en proponer un método de seleccion
de atributos que permita aumentar la calidad de clasificacion.

Comunmente los métodos de seleccién de atributos obtienen un solo sub-
conjunto de atributos para representar a todas las clases de un problema de
clasificacion supervisada. Sin embargo, existen problemas en donde es difi-
cil encontrar un buen subconjunto de atributos para todas las clases, ademas
diferentes atributos pueden tener un poder de discriminacion diferente para
cada clase; basandose en esta idea actualmente se han propuesto trabajos
como [OLS99], [FW05] y [Nan06] dentro de la seleccidén de atributos en los
gue un subconjunto de atributos posiblemente diferente es elegido para cada
clase. Por lo tanto la seleccion de atributos se puede dividir en:

1. Seleccién de atributos para todas las clases.

2. Seleccion de atributos por clase.

En la seleccién de atributos para todas las clases, un solo subconjunto de
atributos es seleccionado para todas las clases de un problema de clasifica-
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cion, se asume que los atributos seleccionados tienen el mismo poder para
discriminar a cada clase de las demas.

En la seleccion de atributos por clase, como se mencioné anteriormente, un
subconjunto de atributos, posiblemente diferente, es seleccionado para cada
clase, asumiendo que diferentes grupos de atributos tienen diferentes capaci-
dades de discriminacion para cada clase.

Frecuentemente los objetos para un problema de clasificaciébn son represen-
tados considerando solo atributos numéricos o solo atributos no numéricos.
Sin embargo en los problemas de clasificacion del mundo real se presentan
ambos tipos de atributos simultdneamente, lo que se conoce como datos mez-
clados. Ademas en muchas ocasiones existen objetos en los que el valor de
uno o mas de sus atributos son desconocidos, a esto se le conoce como datos
incompletos o ausencia de informacion. Un problema de clasificacion puede
contener datos mezclados e incompletos. Por lo tanto en esta tesis se propone
un método de seleccion de atributos por clase para problemas de clasificacién
supervisada, que ademas de identificar los atributos relevantes para cada cla-
se, permita trabajar con datos mezclados y ausencia de informacion.

El objetivo general de esta tesis consiste en desarrollar un método de selec-
cion de atributos por clase que permita trabajar con atributos numéricos y no
numeéricos, para lo cual se plantean dos objetivos especificos:

1. Desarrollar un método que permita seleccionar aquellos atributos que
son relevantes para cada clase de un problema.

2. Definir una estrategia de clasificacion que utilice los atributos seleccio-
nados por clase y asi permita aprovechar los resultados del método pro-
puesto.

El segundo objetivo especifico es importante ya que los clasificadores supervi-
sados no permiten trabajar con una seleccion de atributos diferente para cada
clase.




Esta tesis se encuentra organizada en 6 capitulos, en el capitulo 1 se intro-
duce al tema de la seleccién de atributos por clase, se dan los objetivos de la
tesis y la organizacion de la misma. En el capitulo 2 se presentan los concep-
tos y definiciones basicas necesarias para el desarrollo de este trabajo. En el
capitulo 3 se hace un analisis de los trabajos previos que han sido propuestos
en el campo de la seleccidn de atributos, tanto en la seleccién de atributos pa-
ra todas las clases como en la seleccién de atributos por clase. En el capitulo
4 se introduce el método de seleccion de atributos por clase propuesto, expli-
cando cada una de las fases que lo conforman. En el capitulo 5 se muestran
los resultados de los experimentos realizados con el método de seleccion de
atributos por clase propuesto. Finalmente en el capitulo 6 se exponen las con-
clusiones y aportaciones del trabajo de tesis presentado, asi como el trabajo
futuro.




Capitulo 2

Conceptos preliminares

En este capitulo se abordaran los conceptos basicos necesarios para enten-
der las técnicas utilizadas en el método de seleccion de atributos por clase
propuesto en esta tesis. En el método propuesto en esta tésis, para rea-
lizar una seleccion de atributos por clase se aplica la tecnica de binariza-
cion uno — contra — todos. Debido a que al aplicar la técnica de binarizacion
uno — contra — todos se puede generar un problema desbalanceado, en esta
tesis se propone realizar un balanceo de clases para la seleccion de atributos,
con la finalidad de que los atributos seleccionados discriminen mejor a la clase
para la que fueron seleccionados de las demas clases. Posteriormente para la
clasificacién de nuevos objetos se emplea un ensamble de clasificadores y se
propone una estrategia de clasificacion. Antes de mencionar como se aplica
la binarizacion y balanceo de clases, asi como el ensamble de clasificado-
res en el método propuesto, es necesario presentar algunas definiciones para

comprender mejor estas técnicas.
5



6 2.1. Introduccioén

2.1. Introduccion

Dentro del reconocimiento de patrones, aprendizaje automatico y mineria de
datos se estudian problemas relacionados con la clasificacion de objetos, prin-
cipalmente los problemas de clasificacion supervisada. En la clasificacion su-
pervisada se cuenta con un conjunto de objetos previamente clasificados que
sirven como base para clasificar nuevos objetos.

En la clasficacion de objetos se utilizan ademas técnicas como la extraccion
de atributos y la seleccion de atributos, para mejorar la calidad de clasifica-
cién. En la extraccion de atributos, nuevos atributos son derivados de los atri-
butos originales para incrementar la eficiencia computacional y la exactitud
en la clasificacion [FWO05]. Para realizar una extraccion de atributos se utili-
zan combinaciones lineales, las cuales son utiles, simples de implementar y
analiticamente tratables. Un método lineal proyecta datos de alta dimensién
en un espacio de dimensién menor. Hay dos métodos comunmente utilizados
para encontrar trasformaciones lineales efectivas. Uno de ellos es el Analisis
de Componentes Principales (PCA), el cual busca una proyeccion que mejor
represente los datos. Otro método es conocido como Andlisis de Discriminan-
te Mdltiple (MDA), el cual busca una proyeccion que separe mejor los datos
[DHSO00].

La seleccion de atributos puede definirse como un proceso que elige un sub-
conjunto minimo de atributos del conjunto original de atributos. En la clasifica-
cion supervisada la seleccion de atributos es a menudo vista como un proble-
ma de busqueda en el espacio de atributos, de tal manera que el objetivo de
la seleccion de atributos dentro de la clasificacion supervisada es encontrar el
subconjunto de atributos que proporcione la mas alta calidad de clasificacion
[DBO4].
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2.2. Seleccidn de atributos

La seleccion de atributos ha sido un campo de investigacion y desarrollo desde
los afios 70’s en el area del reconocimiento de patrones, aprendizaje automa-
tico y mineria de datos [LY02]. Algunos beneficios de la seleccion de atributos
son:

1. Aumentar la calidad de la clasificacion.

2. Reducir los requerimientos de almacenamiento de datos (al reducir el
tamano de los datos).

3. Reducir los tiempos de ejecucion.

2.2.1. Clasificacion de los selectores de atributos

En general, los métodos de seleccion de atributos se distinguen por su forma
de evaluar atributos y se pueden clasificar [GEO03] en:

1. Filter: Utilizan un criterio de evaluacion para seleccionar atributos que se
basa Unicamente en las propiedades de los datos, por lo que es inde-
pendiente a un clasificador.

2. Wrapper: Utilizan el desempeiio de algun clasificador para evaluar a los
subconjuntos de atributos. El inconveniente que presentan los métodos
Wrapper es que son mas costosos computacionalmente que los Filter
aungue suelen obtener mejores resultados.

3. Hibridos: Es una combinacion de los dos anteriores, utilizan un criterio
de evaluacioén y un clasificador para elegir un subconjunto de atributos.

Hay otra forma de clasificar a los métodos de seleccion de atributos [FWO05]
en:
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1. Seleccién de atributos para todas las clases.

2. Seleccidn de atributos por clase.

En la seleccién de atributos para todas las clases, un solo subconjunto de
atributos es seleccionado para todas las clases, se asume que los atributos
seleccionados tienen el mismo poder de discriminacion para todas las clases
de un problema de clasificacion. La mayoria de trabajos desarrollados en se-
leccién de atributos son de este tipo. En la seleccidn de atributos por clase un
subconjunto de atributos, posiblemente diferente, es elegido para cada clase
de un problema de clasificacion.

2.3. Seleccion de atributos por clase

La seleccidn de atributos por clase es un campo de estudio que surge en el re-
conocimiento de patrones para mejorar la calidad de clasificacion. En [OLS99]
afirman ser los primeros en utilizar el término de seleccién de atributos por
clase, aunque en trabajos como [JR98] ya se habia descrito una técnica para
seleccionar subconjuntos de atributos especificos para discriminar entre cla-
ses.

La seleccion de atributos por clase se basa en la idea de que los atributos
tienen diferente poder de discriminacion para cada clase de un problemay el
grado de discriminacion de cada atributo depende de la naturaleza del mis-
mo. Un atributo puede discriminar fuertemente o débilmente a una clase de
las demas, es decir, un atributo con débil poder de discriminacién permite dis-
tinguir un subconjunto de clases del resto de las clases de un problema de
clasificacion. Por ejemplo si se cuenta con 5 clases wy, ws, ws, w4, ws; UN atri-
buto que nos ayuda a distinguir las clases w; y w, de las clases ws, wy Yy ws
es un atributo con débil poder de discriminacion. Un atributo con fuerte poder
de discriminacion permite distinguir a una clase del resto de las clases de un
problema de clasificacion. Por ejemplo si se cuenta con 5 clases w,, ws, ws,
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wy, ws UN atributo que nos ayuda a distinguir la clase w, de las clases ws, w3,
wg Y ws €S un atributo con fuerte poder de discriminacion, en este caso para
la clase w;.

En [Bai02] se define a los atributos por clase como atributos con fuerte poder
de discriminacion para las clases que han sido seleccionados.

2.4. Binarizacion de clases

En problemas de clasificacién del mundo real es comun tener mas de dos cla-
ses, algunos clasificadores son inherentemente binarios pues sélo son capa-
ces de discriminar entre dos clases. Hay dos principales enfoques para aplicar
tales clasificadores binarios a los problemas de clasificacion multiclase, una es
generalizar a los clasificadores binarios para trabajar con problemas de clasifi-
cacion multiclase y otra es transformar los problemas de clasificacion multicla-
se en una serie de problemas binarios. El segundo enfoque es conocido como
binarizacion de clases (class binarization) la cual es definida en [Fir02] como:

La binarizacion de clases es un mapeo de un problema de clasificacion mul-
ticlase a una serie de problemas de clasificacion binarios, de tal manera que
permita la derivacion de un solo resultado para el problema multiclase utilizan-
do los resultados de los clasificadores binarios.

2.4.1. Técnicas de binarizacion de clases

Son dos las técnicas de binarizacion de clases més utilizadas: uno-contra-
todos (one-against-all) y uno-contra-uno (one vs one, round robin classifica-
tion, parwise classification):

= Uno-contra-todos

La técnica uno-contra-todos es definida en [Fir02] como:
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La binarizacion de clase uno-contra-todos transforma un problema de ¢ cla-
ses en ¢ problemas de dos clases. Estos son construidos usando los objetos
de la clase i como los ejemplos positivos y los objetos de las otras clases
Jj (j =1...c, j # 1) como los ejemplos negativos. Para la clasificacion se entre-
na un clasificador por cada problema binario, con lo que se cuenta con c cla-
sificadores binarios que requieren un criterio externo para combinar sus pre-
dicciones individuales en una prediccion final. Por ejemplo tomando en cuenta
la confianza de las predicciones, es decir, se elige el clasificador con el valor
mas alto en su salida.

= Uno-contra-uno

La técnica uno-contra-uno es definida en [Fur02] como:

La técnica de binarizacion uno-contra-uno transforma un problema de c cla-
ses en c(c— 1) /2 problemas de dos clases < i,j >, uno para cada conjunto
de clases {i,j},i = 1...c— 1, j = i + 1...c. El clasificador binario para el pro-
blema < 4,5 > es entrenado con los objetos de las clases i y j, donde los
objetos de las demas clases k # i, j son ignoradas. Para la clasificacion se
entrena un clasificador por cada problema binario, con lo que se cuenta con
c(c—1) /2 clasificadores binarios cuyas predicciones se combinan mediante
votacion simple.

2.5. Clases desbalanceadas

El problema de las clases desbalanceadas se presenta cuando en un proble-
ma de clasificacion supervisada se tiene una gran cantidad de ejemplos para
una clase (clase mayoritaria) y sélo unos pocos para otra (clase minoritaria)
[Jap00]. Este problema ha cobrado un gran interés ya que se presenta comun-
mente en aplicaciones del mundo real. Algunos ejemplos en donde existen
estos problemas [JS02] son:
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1. Deteccion de fraudes, por ejemplo en llamadas telefonicas o transaccio-
nes bancarias.

2. Diagndstico de fallas, por ejemplo en sistemas comerciales o de la mili-
cia.

3. Diagnaostico médico, por ejemplo de enfermedades raras 0 que muy po-
cas personas padecen.

4. Percepcion remota, por ejemplo deteccion de derrames de petréleo en
imagenes satelitales.

Por ejemplo, si se tienen 1 000 objetos de los cuales s6lo 50 pertenecen a
la clase minoritaria, es comun que un clasificador clasifique correctamente a
todos los objetos de la clase mayoritaria teniendo una exactitud del 95 %, aun-
gue clasifique mal a todos los objetos de la clase minoritaria. Esto representa
un verdadero problema ya que a menudo es la clase minoritaria la que se
desea clasificar correctamente.

En respuesta a este problema se han generado diferentes propuestas que se
pueden dividir de la siguiente manera:

1. Mejores medidas para evaluar el desempefio de clasificadores ante cla-
ses desbalanceadas.

2. Técnicas que favorezcan la clasificacion de la clase minoritaria.

3. Balanceo de clases.

Entre las técnicas que favorecen la clasificacion de la clase minoritaria se en-
cuentran los algoritmos que realizan aprendizaje sensible al costo, éste con-
siste en introducir un costo mayor a los objetos mal clasificados de la clase
minoritaria que a los objetos de la clase mayoritaria. Un ejemplo muy comun
se encuentra en aplicaciones médicas donde se pueden cometer errores del
tipo “falso positivo” (dar como enfermo a un paciente sano) y “falso negativo”
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(dar como sano a un paciente enfermo), un error del tipo “falso positivo” tie-
ne un costo menor ya que con estudios posteriores al paciente se le puede
descartar cierta enfermedad, pero cometer un error del tipo “falso negativo”
tiene un costo mayor ya que implicaria no hacer mas pruebas a un paciente
provocandole incluso hasta la muerte.

Existen dos formas de balancear las clases [JS02], ya sea haciendo sobre-
muestro (over-sampling) que consiste en generar mas objetos de la clase mi-
noritaria o sub-muestreo (under-sampling) que consiste en eliminar objetos de
la clase mayoritaria. Cualquiera de las dos formas se puede realizar de mane-
ra aleatoria o “inteligente”. La forma aleatoria, es la manera mas sencilla de
balancear las clases y ha presentado buenos resultados, aunque puede tener
ciertos inconvenientes como eliminar objetos de la clase mayoritaria que pue-
den ser Utiles 0 generar objetos de la clase minoritaria que pueden ser ruido,
mientras que si se realiza de manera “inteligente” se esperaria generar Unica-
mente objetos Utiles de la clase minoritaria y no eliminar objetos importantes
de la clase mayoritaria, aunque no siempre es asi. Un método muy utilizado
es el algoritmo de SMOTE el cual es descrito en la siguiente seccion.

2.5.1. SMOTE (Synthetic Minority Over-sampling Technique)

SMOTE es un algoritmo de sobre-muestreo de objetos de la clase minori-
taria. Este algoritmo genera objetos sintéticos a partir de los k£ vecinos mas
cercanos de objetos elegidos de manera aleatoria. SMOTE opera sobre el es-
pacio de atributos en lugar del espacio de datos y fue propuesto conun k£ =5
[CBHKO2].

El algoritmo de SMOTE realiza los siguientes pasos:

= Recibe como parametro el porcentaje de objetos a sobre-muestrear.
m Calcula el nimero de objetos a generar.

» Calculalos k vecinos mas cercanos de los objetos de la clase minoritaria.
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= Genera los objetos sintéticos de la siguiente manera:

e Para cada objeto de la clase minoritaria, elige aleatoriamente el ve-
cino a utilizar para crear el nuevo objeto.

¢ Calcula la diferencia entre cada uno de los atributos del objeto de la
clase minoritaria y el vecino elegido.

e Multiplica la diferencia obtenida por un namero aleatorio entre 0 y
1.

e Suma el valor obtenido en la multiplicacion al valor del objeto de la
clase minoritaria.

e Regresa el conjunto de ejemplos sintéticos.

SMOTE puede presentar los siguientes inconvenientes:

1. Generar muchos objetos sintéticos cuyas semillas son objetos con ruido.

2. Al generar un nuevo objeto interpola entre dos objetos de la clase mino-
ritaria, pero pueden existir muchos objetos cercanos de la clase mayori-
taria generando modelos incorrectos.

3. No tiene una forma clara de determinar cuantos objetos generar.

2.6. Ensamble de clasificadores

Un método utilizado para incrementar la calidad de clasificacion es entrenar
varios clasificadores sobre un solo problema y entonces combinar los resulta-
dos de los diferentes clasificadores en un solo resultado. Hay varias razones
para combinar multiples clasificadores para resolver un problema de clasifica-
cion [JDMO0Q]. Algunas de éstas son:
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2.6. Ensamble de clasificadores

Se pueden tener diferentes clasificadores que trabajen en un contex-
to diferente y en una representacién diferente del mismo problema. Por
ejemplo identificar a una persona por su voz, rostro y escritura.

Algunas veces mas de un solo conjunto de entrenamiento esta dispo-
nible, colectado en un tiempo o ambiente diferente. Estos conjuntos de
entrenamiento pueden usar diferentes atributos y pueden ser usados en
clasificadores diferentes.

Diferentes clasificadores entrenados en un mismo conjunto de datos no
s6lo pueden diferir en su desempefio global, sino que cada clasificador
puede tener su region en el espacio de atributos donde se desempefie
mejor.

Algunos clasificadores como las redes neuronales muestran diferentes
resultados con diferentes inicializaciones en el proceso de entrenamien-
to. En lugar de seleccionar la mejor red y descartar las otras, se pueden
combinar varias redes tomando ventaja de todos los intentos por apren-
der a partir de los datos.

Los ensambles de clasificadores son divididos en tres categorias de acuerdo
a su arquitectura:

1.

Paralelo. Todos los clasificadores son invocados de manera independien-
te y sus resultados combinados.

Cascada. Los clasificadores son invocados de manera consecutiva. El
namero de posibles clases para un objeto es reducido gradualmente con-
forme mas clasificadores son invocados en la secuencia.

Jerarquico. Clasificadores individuales son combinados en una estructu-
ra similar a la de un clasificador de arboles de decision, los nodos del
arbol ahora son clasificadores complejos que utilizan una gran cantidad
de atributos. La ventaja de esta arquitectura es su eficiencia y flexibilidad
en explotar el poder de discriminacion de diferentes tipos de atributos.
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Cualquiera que sea la arquitectura a utilizar, para crear un ensamble de clasi-
ficadores se deben tomar en cuenta dos aspectos:

1. Qué clasificadores y como se utilizaran dentro del ensamble.

2. Coémo combinar los resultados individuales de los clasificadores en un
solo resultado.

Respecto a la eleccidon del clasificador a utilizar y cédmo utilizarlo, se tienen
diferentes enfoques que van desde utilizar el mismo tipo de clasificador en
todo el ensamble o utilizar diferentes tipos de clasificadores y entrenar éstos
sobre diferentes subconjuntos del conjunto de entrenamiento o entrenarlos
con diferentes subconjuntos de atributos.

El segundo aspecto es como combinar el resultado de los clasificadores uti-
lizados en uno solo, para lo cual se pueden emplear diferentes estrategias
como por ejemplo votacién, votacion pesada o promedio.

2.6.1. Técnicas para ensamble de clasificadores

Recientemente se han desarrollado técnicas para construir conjuntos de cla-
sificadores y combinarlos para clasificar nuevos objetos [OM99, Die00Q]. Entre
las principales técnicas utilizadas para el ensamble de clasificadores se en-
cuentran:

1. Bagging. Genera clasificadores de varias muestras de los objetos. Una
muestra de objetos bootstrap se crea al muestrear uniformemente m ins-
tancias del conjunto de entrenamiento con reemplazo. Se obtienen T
muestras, By, ..., Br Y se construye un clasificador C; para cada muestra.
Finalmente se combinan las salidas de cada clasificador usando alguna
regla, por ejemplo el promedio.
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2. Boosting. Genera un conjunto de clasificadores de manera secuencial. A
todos los ejemplos les asigna inicialmente un peso igual, cada vez que
se genera un clasificador, se cambian los pesos de los nuevos ejemplos
usados para el siguiente clasificador. La idea es forzar al nuevo clasifica-
dor a minimizar el error esperado. Para esto se les asigna mas peso a los
ejemplos mal clasificados y menos a los bien clasificados. El clasificador
final se forma usando un esquema de votacion pesado que depende del
desempeiio de cada clasificador en su conjunto de entrenamiento.

3. Stacking. Se construyen N clasificadores a partir de los datos usando
algoritmos diferentes. Para producir una clasificacion se utiliza un meta-
algoritmo que emplea la salida de los clasificadores base como atributos
de un nuevo clasificador.

Otras varientes de las técnicas utilizadas en el ensamble de clasificadores son
[BK99]:

1. Arcing. Genera un conjunto secuencial de clasificadores. Como en Boos-
ting asigna pesos a los ejemplos que es proporcional al nimero de erro-
res que tuvo el ultimo clasificador elevado a la cuarta potencia mas uno.

2. Introducir aleatoriedad. Una forma de generar diversos clasificadores es
introduciendo aleatoriedad en éstos. Por ejemplo, en redes neuronales
los pesos iniciales pueden ser elegidos aleatoriamente. Si en un clasi-
ficador se entrena con el mismo conjunto de entrenamiento pero con
diferentes pesos iniciales, el resultado del clasificador puede ser diferen-
te.

3. Error-correcting output codes. Genera una codificacion para cada clase
de un problema de clasificacion, mediante un cédigo que permita facil-
mente identificar errores en un clasificador.

4. Wagging. Es una variante de Bagging que introduce ruido gaussiano con
media cero a cada peso de los objetos.
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5. Backfitting. Es como Bagging, solo que los clasificadores son entrena-
dos con todos los ejemplos para obtener mejores estimaciones de su
desempenio.

6. Feature selection ensembles. Surgen como una variante del ensamble
de clasificadores que consiste en entrenar a un conjunto de clasificado-
res con diferentes subconjuntos de atributos del conjunto de atributos
original [GarQ7]. Asi un ensamble de seleccidn de atributos tiene como
objetivo encontrar un conjunto de subconjuntos de atributos que no sélo
proporcionen una alta calidad de clasificacion, si no que ademas pro-
porcionen diversidad entre los clasificadores base al permitir que cada
clasificador trabaje con un subconjunto de atributos diferente [TPCO05].

2.7. Resumen

En este capitulo se presentaron las definiciones de clasificacion supervisada,
seleccién de atributos (para todas las clases y por clase), balanceo de clases,
ensamble de clasificadores y binarizacion de clases. Las definiciones propor-
cionadas anteriormente son necesarias debido a que en esta tesis se propone
un método de seleccion de atributos por clase en el cual se aplica la técnica de
binarizacion uno-contra-todos, por lo que se sugiere balancear los datos dado
que al aplicar dicha técnica de binarizacion se producen problemas con clases
desbalanceadas, se propone ademas un ensamble de clasificadores con una
arquitectura en paralelo. La forma en la que se utiliza cada una de las técnicas
descritas anteriormente en el método propuesto se explican con mas detalle
en el capitulo 4. En el siguiente capitulo se expondran los métodos propuestos
en la seleccién de atributos por clase, para poder observar las diferencias y
ventajas que presenta el método propuesto.
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2.7. Resumen




Capitulo 3

Estado del arte

Como se menciond en el capitulo 2, la seleccion de atributos se puede dividir
en seleccion de atributos para todas las clases y en seleccion de atributos por
clase. Por lo tanto en este capitulo se analizaran trabajos realizados en ambos
tipos de seleccion de atributos, enfocandose mas en la seleccion de atributos
por clase.

3.1. Metodos de seleccion de atributos para to-
das las clases

La mayoria de los trabajos propuestos en seleccién de atributos realizan una
seleccidn de atributos para todas las clases, como se muestra en [DL97] en
donde se presenta un estudio hasta 1997 de 32 métodos de seleccion de atri-
butos. En estos métodos un solo subconjunto de atributos es obtenido para
todas las clases de un problema de clasificacion y s6lo se manejan atributos
numéricos. Muchos métodos de seleccidon de atributos para todas las clases
s6lo son mejoras de métodos propuestos anteriormente, en donde por ejem-

plo diferentes métricas son aplicadas o estan desarrolladas para un area de
19
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investigacion en especifico, o bien se combinan con diferentes técnicas co-
Mo maquinas de soporte vectorial, redes neuronales y algoritmos genéticos.
Debido a que en los problemas del mundo real como en medicina se cuenta
con atributos numéricos y no numéricos, es importante el desarrollo de méto-
dos de seleccion de atributos para todas las clases que permitan utilizar datos
mezclados. Para este tipo de problemas se han propuesto trabajos como en
[TMO7], donde aunque permite trabajar con datos mezclados, se utiliza un solo
subconjunto de atributos para discriminar entre todas las clases.

La idea de seleccionar varios subconjuntos de atributos para un mismo proble-
ma de clasificacion surge con los ensambles de clasificadores, a esta técnica
se le conoce como ensamble de seleccion de atributos. Ejemplos de estos
trabajos son los de [SFO7] y [SDO05], en donde aunque seleccionan atributos
para cada clasificador, se elige para cada uno de ellos un solo subconjunto de
atributos para todas las clases. En [SDO05], se utiliza la combinacion de mul-
tiples clasificadores y cada uno de éstos trabaja con diferentes subconjuntos
de atributos. Este método en un paso inicial elige un subconjunto de atributos
y en cada iteracién se seleccionan subconjuntos de atributos de los atributos
gue fueron descartados en pasos previos, hasta que todos los atributos son
incluidos en algun subconjunto. Este trabajo tiene el inconveniente de que los
atributos irrelevantes o redundantes son tomados en cuenta. En [SF07] se en-
foca al mismo problema de multiples clasificadores pero en este trabajo no
usan todos los atributos y para este propdésito se emplean diferentes selecto-
res de atributos.

3.2. Meétodos de seleccion de atributos por clase

Antes de que se utilizara la seleccion de atributos por clase, se propuso el
término de atributos especificos de clase, pero esto dentro de la extraccion
de atributos. En trabajos como [Bag98], [Bag99] y [Bag02] se presenta un
nuevo enfoque para obtener un subconjunto de atributos para cada clase de
un problema de clasificacién y de éstos se desprenden mas trabajos sobre
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extraccion de atributos especificos de clase como [BNOO], [Bag04], [BB04] y
[Kay00]. En [BNOO], se implementa una extension del método de extraccion
de atributos especificos de clase utilizando modelos ocultos de Markov o solo
prueban la existencia de los atributos especificos de la clase, como en [Kay00].

En [OHJO3] se utiliza el término atributos por clase en lugar de atributos es-
pecificos de clase, al igual que los anteriores se aplica para la extraccion de
atributos aplicando modelos ocultos de Markov en un sistema de reconoci-
miento automatico de voz. Este trabajo analiza a los atributos por clase con
fuerte poder de discriminacién.

Aunque los trabajos mencionados anteriormente son aplicados a la extraccion
de atributos han servido de base para los trabajos en donde se aborda el
problema de la seleccién de atributos por clase.

En [OLS99] se propone la seleccion de atributos por clase para mejorar el
desempeiio de los clasificadores en el reconocimiento de patrones, partiendo
de la idea de que los atributos tienen diferente poder de discriminacion en
diferentes clases. La eleccion de atributos se realiza evaluando la separacion
de las clases con cada atributo, la cual es una medida que muestra que tan
bien un atributo separa a las clases en el espacio de atributos.

En [OLS99] se considera un problema con ¢ clases, cada una representa-
da por w;, i = 1,2, ..., g; un vector de atributos X es un vector de dimensién
d tal que X = (zg,x1,...,24-1). Ademas se propone a S (w;, 2, X) como
medida de separacion entre la clase w; y un grupo de g — 1 clases donde
Q = {w|l <k <g,k+#i} porun vector X. Para la seleccion del subconjunto
de atributos para cada clase se calcula la separacion de clase para cada atri-
buto de manera independiente utilizando S, posteriormente se ordenan los
atributos de acuerdo a su valor de separacién de clase de mayor a menory se
fija el nimero de atributos a seleccionar para cada subconjunto de atributos
en d/2.

Debido a que se tienen g diferentes subconjuntos de atributos (uno para cada
clase), se propone un clasificador modular de redes neuronales. Este consiste
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de ¢ subredes cada una correspondiente a una clase w;, en donde se orga-
nizan los objetos de entrenamiento en dos grupos, los ejemplos positivos y o
ejemplos negativos, los ejemplos positivos corresponden a la clase w; y los
negativos a Q2 = {w|1 <k < g,k #i}. Asi cada clase w; tiene su propio sub-
conjunto de atributos que alimentan a una subred M,,; que a su vez produce
una sola salida O,,;. Un nuevo ejemplo es clasificado dentro de la clase w; con
el valor maximo en su salida.

En [FW02] y [FWO05] se seleccionan atributos por clase y se construye un solo
clasificador de funcion de base radial (RBF por sus siglas en inglés), al con-
trario de trabajos como [OLS99], en éstos una sola red RBF es requerida para
seleccionar atributos por clase en problemas de clasificacion multiclase. Estos
trabajos tienen como base la idea de que una red neuronal RBF cuenta con un
conjunto de unidades ocultas, en donde cada unidad oculta sirve para identifi-
car a una clase en particular y por lo tanto un subconjunto de unidades ocultas
sirve para discriminar a una clase de las demas. Para buscar los subconjuntos
de atributos para cada clase, se emplean algoritmos genéticos (GA). Los GA
son usados para determinar una mascara de atributos para cada subconjunto
de unidades ocultas que discriminan a la clase i de las demas clases. Los pa-
rametros utilizados para el algoritmo genético son individuos de longitud nM
bits, donde n es la cantidad de atributos originales y M el nUmero de clases.
Un individuo (cromosoma) G es representado por:

G = {(g%, ...,gil, ...,g}z) Yy (gf, ...,gf, ...,gs) - (g{w, ...,gzM, ,gflw)}
donde ¢gF € {0,1},i=1,2,...,nyk =1,2,..., M.
Para las operaciones de cruza y mutacién se utilizé la seleccién por ruleta y

cruza de dos puntos, la tasa de mutacion es dinamica y la funcion de aptitud
para cada cromosoma fue :
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donde E, (G) es el error en la clasificacion al validar los datos con la seleccion
representada por el cromosoma G. Una vez que se obtinene un subconjunto
de atributos para cada clase por medio de los GA, para la clasificacion los
atributos seleccionados para la clase i sirven como entradas al subconjunto
de unidades ocultas que discriminan a la clase i de las demas clases.

En otros trabajos como [Nan06] se introduce un método de seleccion de atri-
butos Unicamente para problemas de dos clases, en éste cada clase del pro-
blema es dividido en clusters de manera independiente y posteriormente se
seleccionan atributos para cada cluster. El nimero de clusters a formar y el
namero de atributos a seleccionar para cada cluster son parametros que de-
ben ser proporcionados, se establece que para clusters de la misma clase
se selecciona el mismo numero de atributos, pero el nimero de atributos a
seleccionar entre clases puede ser diferente. Para clasificar, se entrena a un
clasificador por cada uno de los clusters con los atributos seleccionados para
dicho cluster, por lo tanto un nuevo objeto debe reducir su dimensionalidad de
acuerdo al clasificador en el que este siendo probado. Para asignar al nuevo
objeto a una clase, cada clasificador mide la similitud del nuevo objeto con los
objetos del cluster para el que fue entrenado y posteriormente se asigna al
nuevo objeto la clase del cluster al que tuvo mayor similitud.

3.3. Discusion

Como se mencion6 son muchos los métodos propuestos para la seleccion de
atributos, la mayoria de los cuales se enfocan en el problema de la seleccién
de atributos para todas las clases de un problema de clasificacion. Este tipo
de métodos han sido ampliamente estudiados y presentan soluciones para
trabajar con problemas multiclase y datos mezclados. Por otra parte una linea
de investigacion poco estudiada es la seleccion de atributos por clase, la cual
surge a partir de los trabajos propuestos para encontrar atributos especificos
por clases pero en la extraccion de atributos. De los pocos trabajos que se tie-
nen para la seleccién de atributos por clase, en este capitulo se mencionaron




24 3.3. Discusion

tres: el trabajo de [OLS99] fue propuesto para el reconocimiento de escritura
y para atributos numeéricos Unicamente, aunque se eligen diferentes subcon-
juntos de atributos para cada clase es forzado a elegir el mismo nimero de
atributos para todos los subconjuntos, por lo que para algunas clases se pue-
den escoger atributos que no son relevantes o dejar fuera atributos que si son
relevantes.

Los trabajo de [FWO02] y [FWO05], proponen un método de seleccion de atribu-
tos por clase que no es para un dominio en especifico y presentan una forma
novedosa de utilizar una sola red de base radial para elegir atributos por cla-
se, aunque en estos trabajos el numero de atributos seleccionados para cada
clase puede variar, sélo se realizaron experimentos sobre 3 bases de datos
del repositorio de la universidad de California: Glass, Thyroid y Wine, las cua-
les son bases de datos que contienen atributos numéricos unicamente y no
presentan ausencia de informacion.

Finalmente en el trabajo de [Nan06], se propone un método de seleccion de
atributos por clase que Unicamente permite trabajar con problemas de clasi-
ficacion de 2 clases y ademas divide a cada clase en clusters, adaptar este
trabajo a problemas multiclase seria demasiado complejo dada la forma en la
gue seleccionan los atributos para cada cluster de cada clase. Este trabajo
ademas sélo permite trabajar con atributos numéricos y no permite ausen-
cia de informacion. Como en este trabajo el nimero de clusters a formar y el
namero de atributos a seleccionar para cada cluster son parametros desco-
nocidos, se deben realizar una gran cantidad de experimentos variando los
valores de estos dos parametros para definir la combinacién que permita en-
contrar una buena seleccion de atributos por clase.

En los 3 trabajos mencionados anteriormente se puede observar que aunque
se encuentran dentro de la seleccién de atributos por clase, no utilizan datos
mezclados y ausencia de informacion, ademas algunos no permiten que para
cada clase sean seleccionados un numero diferente de atributos. EI método
propuesto en esta tesis permite trabajar con datos mezclados, ausencia de
informacion y no se establece un numero fijo de atributos para cada clase.
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En el método propuesto se presenta una manera de incorporar los selectores
de atributos para todas las clases para abordar el problema de la seleccion
de atributos por clase, esto es debido a que ya se han desarrollado una gran
cantidad de selectores de atributos para todas las clases en los que se han
resuelto los problemas de la presencia de atributos numéricos y no numericos,
la ausencia de informacion, asi como la capacidad de determinar automatica-
mente el nimero de atributos presentes en el subconjunto seleccionado. Dado
gue se cuenta ya con estas ventajas se propone la utilizacion de éstos selec-
tores de atributos para todas las clases para desarrollar un método que ayude
a discriminar a una clase de las demas, partiendo de la idea de que los atri-
butos tienen un poder de discriminacion diferente para cada clase. Al realizar
una seleccion de atibutos por clase, se propone ademas un ensamble de cla-
sificadores y una estrategia de decision para clasificar nuevos objetos, debido
a que se cuenta con un subconjunto de atributos posiblemente diferente para
cada clase.

3.4. Resumen

En este capitulo inicialmente se mencioné de manera breve los trabajos rela-
cionados con la seleccién de atributos para todas las clases. Posteriormente
se presentaron los trabajos relacionados a la seleccion de atributos por clase,
en primer lugar la manera en la que estos trabajos abordan el problema de la
seleccion de atributos por clase y posteriormente se brindd un analisis de ca-
da uno. El analisis presentado en la seccion de discusion es importante ya que
menciona los puntos que se tratan de cubrir en esta tesis y que en algunos de
los trabajos analizados no se abordan.
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3.4. Resumen




Capitulo 4

Método propuesto

En este capitulo se presenta el método de seleccion de atributos por clase
propuesto, el cual permite trabajar con datos mezclados y/o ausencia de infor-
macion. El método propuesto consiste de tres etapas que son: la binarizacién
de clases, la seleccidn de atributos por clase y la etapa de clasificacion.

4.1. Solucion propuesta

Como ya se menciond, el método propuesto para la seleccién de atributos
por clase en problemas con datos mezclados consta de tres etapas: una bi-
narizacion de clases, la seleccion de atributos por clase y la clasificacion. La
etapa de clasificacion no es por si misma parte de la seleccion de atributos,
es necesario definir una etapa de clasificacion dado que los clasificadores su-
pervisados soélo permiten trabajar con un subconjunto de atributos para todas
las clases de un problema de clasificacion.

El método propuesto pretende analizar a cada clase de un problema de cla-
sificacion de manera independiente, para encontrar los atributos que mejor la
discriminen de las demas clases. Para analizar a cada clase se emplea la téc-

nica de binarizacién uno-contra-todos, ya que permite unir a varias clases en
27
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una sola clase. La seleccion de atributos por clase se realiza sobre subpro-
blemas binarios, en donde los atributos seleccionados favorecen Unicamente
a dos clases: la clase que se desea analizar y las demas clases que se en-
cuentran unidas en una sola clase. Asi los atributos seleccionados de cada
subproblema binario se asignan a la clase a partir de la cual se construyo el
subproblema binario. Para la etapa de clasificacion se emplea un ensamble
de clasificadores, es decir, se entrena un clasificador para cada clase con los
atributos que se seleccionaron para ésta. Cada etapa del método propuesto
es descrita con mas detalle en las siguientes secciones.

4.1.1. Binarizaciéon de clases: uno-contra-todos

Dado un problema de clasificacion con ¢ clases, éste es transformado en una
serie de subproblemas binarios; tal que para cada w; € W, dondei = 1,2, ...,¢;
se crea un subproblema de dos clases < w;, 2 >, siendo €2 un grupo de ¢ — 1
clases tal que 2 = {w;|1 <j <¢, j #i}. Para cada subproblema binario los
objetos de la clase w; son los ejemplos positivos y los objetos de las clases
restantes son los ejemplos negativos (ver figura 4.1). En este trabajo se de-
cidio aplicar la técnica de binarizacion de clase uno-contra-todos, debido a
gue nos permite analizar a cada clase de manera independiente a las demas
clases, para elegir a los atributos que discriminen mejor a cada clase de las
clases restantes y con lo cual se pueda realizar una seleccién de atributos por
clase.

Si se utilizara la técnica de binarizacion uno-contra-uno, se generaria un mayor
numero de subproblemas binarios y por consiguiente se necesitaria un mayor
namero de selectores y clasificadores. Como en la técnica uno-contra-uno
una clase puede estar en mas de un subproblema binario, al momento de
la seleccion de atributos por clase no se estableceria de manera clara que
atributos fueron seleccionados para cada clase del problema de clasificacion.
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Subproblema
binario 1
O
O
M. H Subproblema
binario 2
o
W& 4
/\I:AA
AT
c=3 Subproblema
binario 3

Figura 4.1: Binarizacion de un problema de 3 clases con la técnica uno-contra-
todos.

En la figura 4.1 se puede observar como un problema de ¢ clases es transfor-
mado en ¢ subproblemas binarios, uno por cada clase del problema multiclase
original. En cada subproblema binario los objetos de la clase w; conservan
su clase y los objetos de las clases restantes cambian su clase original para
poder ser integrados en €2 como una sola clase.

4.1.2. Seleccién de atributos por clase

Posteriormente a la binarizacion de clases se cuenta con un conjunto de sub-
problemas binarios, para cada subproblema binario se seleccionan atributos
de manera independiente aplicando un selector de atributos para todas las
clases, y los atributos seleccionados son asignados a la clase de la cual se
formo el subproblema binario. Lo que se desea es mejorar la calidad de cla-
sificacion, por lo que al seleccionar atributos por clase se espera que estos
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atributos discriminen lo mejor posible a cada clase w;, donde i = 1, ..., ¢, de las
demas clases. Después de realizar la seleccién de atributos en cada subpro-
blema binario, se obtienen ¢ subconjuntos de atributos con dimensionalidad
posiblemente diferente, uno para cada clase del problema multiclase original.
El selector de atributos empleado para esta etapa puede ser el mismo o dife-
rente para cada subproblema binario.

Es conocido que al aplicar la técnica de binarizacion uno-contra-todos, se pue-
de generar un problema binario desbalanceo. Cuando se seleccionan atributos
de un problema desbalanceado, los atributos seleccionados benefician en ma-
yor grado la clasificacion de los objetos de la clase mayoritaria. En el método
propuesto se observéd que en los subproblemas binarios < w;, 2 >, los atri-
butos seleccionados beneficiaban en mayor grado a la clase €2 sobre la clase
w;, siendo que es la clase w; a la que se desea favorecer con la seleccion de
atributos por clase. Para resolver el problema de las clases desbalanceadas,
en este trabajo se aplicaron dos técnicas de balanceo de clases:

1. Repeticion

2. SMOTE

Estas técnicas de balanceo se aplican sobre cada subproblema binario antes
de seleccionar atributos, por lo tanto el balanceo se realiza exclusivamente
para la etapa de seleccién de atributos por clase. En el balanceo de clases
por repeticion se calcula el valor 3; para cada subproblema binario tal que:

Bi = Q| — |w|

donde i = 1,...,¢; |w;| representa el niumero de objetos en la clase w; y |9
representa el numero de objetos de las clases restantes. Si 3; > 0 se balancea
la clase w; repitiendo los objetos de esta clase en el mismo orden en que
aparecen en el problema de clasificacion, hasta que el nUmero de objetos en
la clase w; iguale al nUmero de objetos presentes en la clase ).
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SMOTE es un algoritmo de sobre-muestreo que se explicé anteriormente en
el capitulo 2. En SMOTE se establece un porcentaje de sobre-muestro a partir
del tamafio de la clase minoritaria:

i = (19 = fwil) % 100) /|wi|

donde i =1,...,c. Si 8; > 0 se aplica el algoritmo de SMOTE con el porcentaje
0; de sobre-muestreo para la clase w;.

Después de balancear los subproblemas binarios se realiza la seleccién de
atributos sobre cada subproblema binario como se menciono al inicio de esta
seccion. El proceso de seleccidén de atributos por clase se ejemplifica en la
figura 4.2.

— P d Seleccion
Subproblema Binario 1:<w,,Q> Selector para clase w,

Problema Multiclase
con c clases

A Proceso de s Seleccion
: elector
Subproblema Binario c:<w,Q> para dlase v,

Figura 4.2: Seleccién de atributos por clase.

En la figura 4.2 se puede observar que para cada subproblema binario se
realiza un balanceo de clases antes de seleccionar atributos de éste, poste-
riormente los atributos seleccionados son asignados a la clase w; para la que
se formé el subproblema binario.

4.1.3. Clasificacion con la seleccion de atributos por clase

Si en esta etapa se entrenara un clasificador por cada subproblema binario
obtenido, se tendria una salida binaria de cada clasificador que nos indicaria
si el nuevo objeto pertenece a la clase w; 0 no. Dado que para cada clase se
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utiliza un subconjunto de atributos diferente, se puede presentar el caso de
gue todos los clasificadores indiquen que el nuevo objeto no pertenece a la
clase w; para el que fue entrenado o que mas de un clasificador indique que
si y entonces se tendria un objeto sin clasificar.

Para evitar la situacién anterior, en la clasificacion se entrena a cada clasi-
ficador e; con el problema de clasificacion multiclase original, pero solo con-
siderando los atributos seleccionados para la clase w;, es decir, los objetos
gue sirven de entrenamiento al clasificador conservan su clase original. Como
para cada clase w; se entrena un clasificador, se forma un ensamble de clasifi-
cadores E = {ey, ..., e.}, asi la salida de cada clasificador es una clase para el
nuevo objeto. Cuando se quiere clasificar un nuevo objeto O,, se debe reducir
su dimensionalidad d a la dimensionalidad d; utilizada por el clasificador ¢; en
el que se este probando el nuevo objeto; como cada clasificador asigna una
clase al nuevo objeto se aplica el siguiente criterio de decision:

1. Mayor prioridad al clasificador e; si éste da como salida la clase w; para
la cual se seleccionaron los atributos con los que fue entrenado. En caso
de empate se aplica un voto mayoritario entre todos los clasificadores y
si persistiera el empate, el objeto O, se asignaria a la clase mayoritaria
de las clases empatadas.

2. En caso de que ningun clasificador dé como salida la clase para la que
se realizo la selecciéon de atributos con la que fue entrenado, se realiza
un voto mayoritario entre todos los clasificadores. Si en el voto mayori-
tario persiste el empate entonces se asigna a la clase mayoritaria de las
clases empatadas.

En la figura 4.3 se ilustra el proceso de clasificacién para la seleccién de atri-
butos por clase, en donde un nuevo objeto debe reducir su dimensionalidad a
la utilizada por el clasificador en el que se este probando. Posteriormente se
decide la clase a la que pertenece el nuevo objeto.
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Se entrena un clasificador
para el problema original pero

Seleccion para

clasew, con los atributos
seleccionados para la clase w; 1. Mayor prioridad al
d=4 . clasificador si
s . . predice la clase
Problema multiclase . : . para la que fue
con ¢ clases : : . entrenado
. 2. Voto Mayoritario
: 3. Clase mayoritaria
- Se entrena un clasificador de las clases
- Xy . empatadas
Seleccion para para el problema original pero
clasew, :5 con los atributos
5 1_03 seleccionados para la clase w,
c

Figura 4.3: Proceso de clasificacion utilizando la seleccion de atributos por
clase.

En la tabla 4.1 se ejemplifican algunas de las posibles salidas de cada clasi-
ficador y las decisiones que se tomarian para asignar un nuevo objeto a una
clase, suponiendo que se tiene un problema de clasificacién de 3 clases.

Salida de cada clasificador Decisién
& € €3
entrenado entrenado entrenado
para w, para w, para w,
W, W, w, Se asigna a la clase w, dado que se le da mayor

prioridad a e, debido a que predijo la clase w,
para la que fue entrenado.

W, w, W, Se asigna a la clase w, por voto mayoritario
debido al empate entre e, y e,

W, w, w, Se asigha a la clase w que sea la mayoritaria
dado el empate entre e, e,y e..

W, W, w, Se asigna a la clase w, por voto mayoritario
dado que ningun clasificador dio como resultado
la clase para la que fue entrenado.

W, W, W, Se asigna a la clase w, que sea la mayoritaria
dado que ningun clasificador dio como resultado
la clase para la que fue entrenado y persiste el
empate con voto mayoritario.

Tabla 4.1: Ejemplo del criterio de decision propuesto para la clasificacion.
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4.2. Resumen

En este capitulo se describié cada una de las etapas del método propuesto en
el cual se aplicaron técnicas como binarizacion de clases uno-contra-todos y
balanceo de clases, ademas se explico la etapa de seleccion de atributos por
clase en donde el método propuesto permite incorporar selectores de atribu-
tos para todas las clases. Debido a que los clasificadores convencionales sélo
permiten trabajar con un mismo subconjunto de atributos para todas las cla-
ses de un problema de clasificacién y en el método propuesto se seleccionan
diferentes subconjuntos de atributos para cada clase, se propuso un ensam-
ble de clasificadores para el que cualquier clasificador puede ser empleado y
una estrategia de decision para combinar los resultados de cada clasificador
dentro del ensamble en un solo resultado para clasificar nuevos objetos.




Capitulo 5

Experimentacion y resultados

En este capitulo se presentan los experimentos realizados sobre algunas ba-
ses de datos del repositorio de la universidad de California, aplicando sobre
estas bases de datos el método de seleccion de atributos por clase propuesto
sin balanceo, con balanceo por repeticion y balanceo con SMOTE. Ademas
se comparan los resultados obtenidos con los selectores de atributos imple-
mentados en la herramienta WEKA. Los selectores de atributos implementa-
dos en la herramienta WEKA se encuentran dentro del enfoque de seleccién
de atributos para todas las clases y trabajan con problemas de 2 o mas cla-
ses, con datos mezclados y/o ausencia de informacion. Asi mismo para la
etapa de clasificacion del método propuesto, se utilizan los clasificadores: ba-
yes (Naivebayes), vecinos mas cercanos (IBk), C4.5(J48) y redes neuronales
(Multilayerperceptron), estos clasificadores se encuentran implementados en
la herramienta WEKA y los nombres entre paréntesis indican el nombre que

utiliza la herramienta WEKA para referirse a cada clasificador.
35
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5.1. Bases de datos

Los experimentos con el método propuesto se realizaron sobre 19 bases de
datos del repositorio de la universidad de California en Irving [MM98]. Estas
bases de datos se seleccionaron con caracteristicas diferentes (nUmero de
atributos, nimero de clases, tipos de atributos y ausencia de informacion) para
evaluar el desempefio del método propuesto.

En la tabla 5.1 se muestra un resumen de las caracteristicas de cada una de
las bases de datos utilizadas en los experimentos realizados.

Base de Datos No. De No. De No. De Atributos Ausencia de
Clases Objetos Numéricos No Informacion
numéricos
Annealing 5 798 6 32 Si
Bridges 7 106 2 9 Si
Credit-screening 2 890 6 9 Si
Dermatelogy 6 366 32 0 Si
Diabetes 2 768 8 0 No
Ecoli 8 336 7 1 No
Echocardiogram 3 132 11 0 Si
Glass 6 214 9 0 No
Hepatitis 2 155 19 0 Si
lonosphere 2 351 34 0 No
Iris 3 150 4 0 No
Nursery 5 12860 0 8 No
Optdigits 10 3823 64 0 No
Page-blocks 5 5473 10 0 No
Postoperative 3 20 1 7 Si
Segment 7 210 18 0 No
Thyroid gland 3 215 5 0 No
House-votes-84 (Votes) 2 435 0 16 Si
Wine 3 178 13 0 No

Tabla 5.1: Resumen de las caracteristicas de las bases de datos utilizadas.

Otra caracteristica que interesa analizar es el nUmero y proporcion de objetos
existentes en cada una de las clases de las bases de datos que se utilizaron
en los experimentos con el método propuesto. En la tabla 5.2 se presenta la
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cantidad de objetos por clase y el porcentaje que representan respecto al total
de objetos de la base de datos. En esta tabla se puede observar que algunas
bases de datos ya se encuentran desbalanceadas y por lo tanto al aplicar la
técnica de binarizacion uno-contra-todos se genera un desbalance mayor.

Base de Datos

Objetos por clase

Annealing

Bridges

Credit-screening

Dermatology

Diabetes

Ecoli

Echocardiogram

Glass

Hepatitis
lonosphere
Iris

Nursery

Optdigits

Page-blocks
Postoperative

Segment

Thyroid gland
Votes

Wine

8(1%), 88(11.03%), 608(76.19%), 60(7.52%), 34(4.26%)

13(12.26%), 11(10.38%), 10(9.43%), 1(0.94%), 44(41.51%),
11(10.38%), 16(15.09%)

307(44.49%), 383(55.51%)

112(30.60%), 61(16.67%), 72(19.67%), 49(13.39%), 52(14.21%),
20(5.46%)

500(65.10%), 268(34.90%)

143(42.56%), 77(22.92%), 52(15.48), 35(10.42%), 20(5.95%),
5(1.49%), 2(0.6%), 2(0.6%)

50(37.88%), 24(18.18%), 558(43.94%)

70(32.71%), 7B(35.51%), 17(7.94%), 13(B.07%), 9(4.21%),
29(13.55%)

32(20.65%), 123(79.35%)
126(35.90%), 225(64.10%)
50(33.33%), 50(33.33%), 50(33.33%)

4320(33.33%),  2(0.02%), 328(2.53%),  4266(32.92%),
4044(31.20%)

376(9.84%), 389(10.18%), 380(9.94%), 389(10.18%), 387(10.12%),
376(9.84%), 377(9.86%), 387(10.12%), 380(9.94%), 382(9.99%)

4913(89.77%), 329(6.01%), 28(0.51%), 88(1.61%), 115(2.10%)
84(71.11%), 2(2.22%), 24(26.67%)

30(14.29%), 30(14.29%), 30(14.29%), 30(14.29%), 30(14.29%),
30(14.29%), 30(14.29%)

150(89.77%), 35(16.28%), 30(13.95%)
267(61.38%), 168(38.62%)
50(33.15%), 71(39.89%), 48(26.97%)

Tabla 5.2: Namero y proporcién de objetos por clase en las bases de datos

utilizadas.

Existen bases de datos como iris y thyroid gland que contienen pocos atributos
(4 y 5 respectivamente) y pocos objetos (150 y 215 respectivamente) y se
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podria pensar que no es necesaria la seleccion de atributos en éstas, pero
con el método propuesto se desea comprobar si seleccionando atributos por
clase se puede aumentar la calidad de clasificacion.

5.2. Estimacion del error

Existen varios métodos para estimar el error en la clasificacion. Para este tra-
bajo se utilizé la validacion cruzada (k-fold cross validation), este método es
un punto intermedio entre el método de dejar uno fuera (leave-one-out) y el
método de utilizar una parte del conjunto de datos para entrenamiento y la otra
parte para prueba (Holdout) [JDMOQ]. La validaciéon cruzada, consiste en divi-
dir el conjunto de entrenamiento en k£ subconjuntos disjuntos. De esta manera
se utilizan £ — 1 subconjuntos para entrenar al clasificador y el subconjunto
restante se utiliza para prueba. Esto se repite k veces dejando a cada uno de
los subconjuntos como prueba, finalmente se promedia el resultado de las &
pruebas.

Cabe mencionar que para efectos de comparacion con los selectores de atri-
butos implementados en la herramienta WEKA se utilizé la misma validacion
cruzada a 10 partes generada por WEKA, es decir, los subconjuntos genera-
dos por la herramienta WEKA para la validacion cruzada son los mismos que
se utilizaron para evaluar el método propuesto.

5.3. Selectores de atributos y clasificadores utili-
zados

Para la seleccion de atributos y para efectos de comparacién se utilizaron los
selectores de atributos tipo filter implementados en la herramienta WEKA,
estos selectores de atributos estan dentro del enfoque de seleccion de atribu-
tos para todas las clases, dichos selectores buscan subconjuntos de atributos
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en el espacio de atributos evaluando a los subconjuntos encontrados. Por tal
motivo para realizar una seleccion de atributos con la herramienta WEKA, se
debe especificar un evaluador y el método de busqueda que se desee utilizar.

En el método propuesto se emplearon los dos evaluadores tipo filter im-
plementados en la herramienta WEKA, nombrados como CfsSubsetEval (el)
[Hal98] y ConsistencySubsetEval (e2) [LS96], éstos son evaluadores de sub-
conjuntos de atributos los cuales toman un subconjunto de atributos y retornan
una medida numérica, que es una evaluacion de la calidad del subconjunto
gue sirve para guiar la basqueda. Se utilizaron unicamente estos dos evalua-
dores ya que son tipo filter y por lo tanto tienen un menor costo computa-
cional. Ademas estos evaluadores determinan automaticamente el nimero de
atributos seleccionados y por lo tanto se pueden combinar con la mayoria de
métodos de busqueda implementados igualmente en la herramienta WEKA.
Como métodos de busqueda se emplearon BestFirst (b1), ExhaustiveSearch
(b2), GeneticSearch (b3), GreedyStepwise (b4) y RandomSearch (b5) [WFO05].
Asi para el método propuesto se probaron 10 selectores de atributos (ver tabla
5.3), que son las combinaciones de los 2 evaluadores con los 5 métodos de
basqueda.

Selector de atributos Evaluador Método de blsqueda
e’lb1 CfsSubsetEval BestFirst
elb2 CfsSubsetEval ExhaustiveSearch
e1b3 CfsSubsetEval GeneticSearch
elbd CfsSubsetEval GreedyStepwise
el1bs CfsSubsetEval RandomSearch
e2b1 ConsistencySubsetEval BestFirst
ez2b2 ConsistencySubsetEval ExhaustiveSearch
e2b3 ConsistencySubsetEval GeneticSearch
ezb4 ConsistencySubsetEval GreedyStepwise
e2b5 ConsistencySubsetEval RandomSearch

Tabla 5.3: Selectores de atributos para todas las clases utilizados en el método
propuesto.
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Para evaluar la seleccion de atributos por clase realizada por el método pro-
puesto se utilizaron los clasificadores: NaiveBayes (Bayes) [JL95], vecinos
mas cercanos (IBk) [AKA91], este clasificador se probé con k = 1y k = 3,
se decidio variar el valor de k£ Unicamente en 3 primero para observar si ofre-
cia mejores resultados que £ = 1, ademas de hacer rapido y simple el proceso
de clasificacion; C4.5 (J48) usado para generar arboles de decisiéon [Qui93]
y MultilayerPerceptron (MLP) aplica redes neuronales y utiliza retropropaga-
cion. Estos clasificadores son rapidos, sencillos y ampliamente usados para
resolver problemas de clasificacion supervisada. En todos los experimentos
realizados en esta tesis, estos clasificadores se utilizaron con los parametros
establecidos por defecto en la herramienta WEKA.

5.4. Experimentos realizados

En esta tesis se realizaron experimentos con tres variantes del método pro-
puesto las cuales fueron:

1. Seleccién de atributos por clase sin balanceo de clases (Método pro-
puesto sin balanceo).

2. Seleccion de atributos por clase con balanceo por repeticion (Método
propuesto con repeticion).

3. Seleccion de atributos por clase con balanceo utilizando SMOTE (Méto-
do propuesto con SMOTE).

Para cada uno de los métodos, se realizé una seleccién de atributos por cla-
se utilizando los 2 evaluadores y los 5 métodos de busqueda implementados
en la herramienta WEKA con los parametros establecidos por defecto, con lo
que en total se prob6 a cada método con 10 selectores de atributos (combi-
nacion evaluador-método de busqueda) distintos. Para evaluar la calidad de
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la seleccidn de atributos por clase realizada por cada método se utilizaron los
clasificadores mencionados en la seccién anterior.

Ademas para comparar los resultados obtenidos con el método propuesto se
realizo:

1. Seleccién de atributos para todas las clases (WEKA con seleccion).

2. No hacer seleccion de atributos (WEKA sin seleccion).

Para la seleccion de atributos para todas las clases se usaron los mismos
selectores de atributos y clasificadores implementados en la herramienta WE-
KA, que se utilizaron para los experimentos con el método propuesto. Ademas
se obtuvo el porcentaje de error en la clasificacion de cada una de las bases
de datos sin hacer seleccion de atributos, utilizando los clasificadores imple-
mentados en la herramienta WEKA que se usaron en los experimentos con el
método propuesto.

Los nombres entre parentésis tanto en las variantes del método propuesto co-
mo en la seleccion de atributos para todas las clases y no hacer seleccion,
son con los que se hara referencia a estos métodos en el transcurso de la
tesis. Por lo tanto en las siguientes secciones se reportan los resultados obte-
nidos con cada uno de los experimentos realizados con el método propuesto,
asi como los resultados obtenidos con la seleccion de atributos para todas las
clases y sin hacer seleccién de atributos.

5.5. Comparacion entre la seleccion de atributos
para todas las clases y no hacer seleccion de
atributos

Antes de comparar los resultados obtenidos del método propuesto contra la
seleccidn de atributos para todas las clases, se compara cudl es el porcentaje




5.5. Comparacion entre la seleccién de atributos para todas las clases y
42 no hacer seleccion de atributos

de error obtenido con los 10 selectores de atributos empleados para realizar
una seleccién de atributos para todas las clases y el porcentaje de error obteni-
do sin hacer seleccién de atributos sobre las 19 bases de datos del repositorio
de la universidad de California. No en todos los selectores de atributos se pro-
baron las 19 bases de datos, debido a que para algunas bases de datos las
pruebas con los selectores de atributos usados eran muy tardadas! y en ba-
ses de datos como Postoperative, no se pudo hacer la seleccion de atributos
para todas las clases?. Por lo tanto los selectores de atributos se encuentran
agrupados de acuerdo a las bases de datos que se pudieron probar en éstos.

Asi en las figuras 5.1 a 5.5 se muestra el promedio de los porcentajes de error
de 5 selectores de atributos (elbl, elb3, elb4, e2bl, e2b3), para los que se
pudieron probar las 19 bases de datos y para medir la calidad del resultado
de cada selector de atributos se utilizaron los clasificadores Bayes, IBK con
k=1y k=3, J48 y MLP. Estos mismos clasificadores se utilizaron para obtener
el porcentaje de error sin hacer seleccion de atributos.

20.00

19.00

WWEKA con Seleccion
EWEKA Sin Seleccian

18.00 +

Porcentaje de Error

17.00 ~
elbi elb3 elhd e2bi e2b3
Selector de atributos (Evaluador - Método de bulsqueda)

Figura 5.1: Comparacion del promedio del porcentaje de error de 19 bases de
datos entre WEKA con y sin seleccion de atributos para el clasificador Bayes.

ILas pruebas eran muy tardadas para las bases de datos que contiene mas de 30 atributos,
en donde haciendo una seleccién de atributos para todas las clases se podia tardar mas de 1
dia.

2Esto debido a que el selector de atributos para todas las clases implementado en la herra-
mienta WEKA no retornaba algun atributo seleccionado como resultado.
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elb1 elh3 elb4 e2b1 e2b3
Selector de atributos (Evaluador - Método de bilisqueda)

Figura 5.2: Comparacion del promedio del porcentaje de error de 19 bases de
datos entre WEKA con y sin seleccién de atributos para el clasificador J48.

18.00

17.00

16.00

15.00

BVWEKA con Seleccion
EVWEKA Sin Seleccion

14.00

Porcentaje de Error

13.00 -

12.00 +
elbi elb3 elh4 e2b1 e2b3
Selector de atributos (Evaluador - Método de busqueda)

Figura 5.3: Comparacién del promedio del porcentaje de error de 19 bases de
datos entre WEKA con y sin seleccion de atributos para el clasificador IBk con
k=1.
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elb1 e1b3 elb4 e2b1 e2b3
Selector de atributos (Evaluador - Método de blisqueda)

Figura 5.4: Comparaciéon del promedio del porcentaje de error de 19 bases de
datos entre WEKA con y sin seleccion de atributos para el clasificador IBk con
k=3.
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16.00

15.00

14.00 WWEKA con Seleccion
@EVWEKA Sin Seleccidn

13.00 ~

Porcentaje de Error

12.00 +
elb1 e1b3 elb4 ez2b1 e2b3
Selector de atributos (Evaluador - Métedo de blsqueda)

Figura 5.5: Comparacion del promedio del porcentaje de error de 19 bases de
datos entre WEKA con y sin seleccién de atributos para el clasificador MLP.

En las figuras 5.1 a 5.5 se puede observar que si se utiliza el evaluador Consis-
tencySubsetEval (e2) con BestFirst (b1) o GeneticSearch (b3) como método
de basqueda, el promedio del porcentaje de error es mayor al hacer una se-
leccién de atributos para todas las clases que no hacer seleccion de atributos,
excepto con el clasificador Bayes para el cual con cualquier selector de atri-
butos es menor el porcentaje de error al realizar una seleccién de atributos
para todas las clases. Para el evaluador CfsSubsetEval (el) aunque se utili-
zaron los mismos métodos de busqueda que para e2 mas GreedyStepwise
(b4) el promedio en el porcentaje de error es menor al hacer una seleccién de
atributos para todas las clases. Por lo tanto se puede observar que el tipo de
evaluador influye en conseguir una buena seleccion de atributos.

En las figuras 5.6 a 5.10 se muestra el promedio de los porcentajes de error de
4 selectores (elb2, elb5, e2b2, e2b5), para los que solo se pudieron probar
15 bases de datos® y para medir la calidad del resultado de cada selector de
atributos se utilizaron los clasificadores Bayes, IBK con k=1y k=3, J48 y MLP.
Estos mismos clasificadores se utilizaron para obtener el porcentaje de error
sin hacer seleccién de atributos.

3Las bases de datos que no se pudieron probar fueron: Annealing, Dermatology, lonosp-
here y Optdigits. Estas bases de datos contienen mas de 30 atributos y las pruebas eran
tardadas.
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Porcentaje de Error

21.00

20.00

19.00

18.00 -

e1b2 e1h5 e2b2 e2b5
Selector de atributos (Evaluador - Método de bisqueda)

WWERA con Seleccion
mWERA Sin Seleccion

Figura 5.6: Comparacién del promedio del porcentaje de error de 15 bases de
datos entre WEKA con y sin seleccién de atributos para el clasificador Bayes.
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\YWEKA Sin Seleccion

Figura 5.7: Comparacion del promedio del porcentaje de error de 15 bases de

datos entre WEKA con y sin seleccién de atributos para el clasificador J48.
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Figura 5.8: Comparacién del promedio del porcentaje de error de 15 bases de
datos entre WEKA con y sin seleccion de atributos para el clasificador IBk con

k=1.
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Figura 5.9: Comparacion del promedio del porcentaje de error de 15 bases de
datos entre WEKA con y sin seleccion de atributos para el clasificador IBk con
k=3.
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Figura 5.10: Comparacion del promedio del porcentaje de error de 15 bases
de datos entre WEKA con y sin seleccion de atributos para el clasificador MLP.

En las figuras 5.6 a 5.10 se puede observar que en clasificadores como Bayes
e IBk con k=1 y k=3, el promedio en el porcentaje de error es menor con
cualquier selector de atributos que se utilice, por lo tanto es mejor realizar
una seleccién de atributos para todas las clases que no hacerla, pero para
los clasificadores J48 y MLP si se utiliza el evaluador ConsistencySubsetEval
(e2) ya sea con ExhaustiveSearch (b2) o RandomSearch (b5) como método de
busqueda, el promedio del porcentaje de error es mayor al hacer una seleccién
de atributos para todas las clases que no hacer seleccion de atributos. El
aumento en el promedio del porcentaje de error de los selectores de atributos
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e2b2 y e2b5 puede deberse a que clasificadores como J48 y MLP realizan de
manera interna una seleccién o pesado de atributos al momento de clasificar.

En la figura 5.11 se muestra el promedio de los porcentajes de error del se-
lector de atributos e2b4, para el que se pudieron probar 18 bases de datos*
y para medir la calidad del resultado del selector de atributos se utilizaron los
clasificadores Bayes, IBK con k=1 y k=3, J48 y MLP. Estos mismos clasifica-
dores se utilizaron para obtener el porcentaje de error sin hacer seleccion de
atributos.

WWEKA con Seleccian
IWEKA Sin Seleccion

Porcentaje de Error

Bayes J43 IBk=1 IBk=3 MP
Clasificador

Figura 5.11: Comparacién del promedio del porcentaje de error de 18 bases de
datos entre WEKA con y sin seleccion de atributos para el selector de atributos
e2b4.

En la figura 5.11 se puede observar que para el selector de atributos e2b4
se presenta un menor promedio en el porcentaje de error al no hacer una
seleccion de atributos que al hacerla, excepto para el clasificador Bayes.

En general, en las figuras 5.1 a 5.11 se puede observar que en algunas oca-
siones el error en la clasificacion aumenta al hacer seleccion de atributos para
todas las clases y que uno de los clasificadores que mejor resultado ofrece con
los selectores de atributos utilizados es el clasificador Bayes. Con el método
propuesto se pretende disminuir el promedio del porcentaje de error compa-
rado con el que se obtiene haciendo una seleccion de atributos para todas las
clases y sin hacer seleccién de atributos.

4La base de datos que no se pudo probar fue Postoperative
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En las figuras 5.1 a 5.11 se presentaron 50 comparaciones de los resultados
obtenidos haciendo una seleccion de atributos para todas las clases y sin
hacer seleccion de atributos, de los cuales aproximadamente en el 68% se
disminuye el porcentaje de error en la clasificacion al hacer una seleccion de
atributos para todas las clases comparado con no hacer seleccion de atributos.

5.6. Resultados del método propuesto

En esta seccion se presenta el promedio del porcentaje de error obtenido con
el método propuesto en sus tres variantes sobre las bases de datos utilizadas
y se comparan estos resultados contra los resultados obtenidos haciendo una
seleccion de atributos para todas las clases y sin hacer seleccion de atributos.
Se presentan los resultados de los 10 selectores de atributos con cada uno de
los clasificadores mencionados anteriormente.

En las figuras 5.12 a 5.16 se reportan los promedios del porcentaje de error de
utilizar los 10 selectores de atributos implementados en la herramienta WEKA
sobre 14 bases de datos® que son las que se pudieron probar para todos los
selectores de atributos. Se presentan los resultados haciendo seleccion de
atributos para todas las clases, sin hacer seleccion de atributos y el método
propuesto sin balanceo, con balanceo por repeticion y SMOTE.

20.00

"¢ —&—WEKA Sin Seleccion

19.00 — | —=—WEKA con Seleccion
, e N

Método Propuesto sin balanceo

18.00 Metodo Propuesto con Repeticién

Porcentaje de Error
1

Método propuesto con SMOTE

17.00

elbl e1b2 e1b3 elb4 e1b5 e2b1 e2b2 e2b3 e2b4 e2b5
Selector de atributos (Evaluador - Método de busqueda)

Figura 5.12: Comparacion del promedio de porcentaje de error de 14 bases
de datos entre el método propuesto y WEKA para el Clasificador Bayes.

SLas bases de datos que no se pudieron probar fueron: Annealing, Dermatology, lonosp-
here, Optsdigits y Postoperative.
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.13: Comparacion del promedio de porcentaje de error de 14 bases
de datos entre el método propuesto y WEKA para el Clasificador J48.
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5.14: Comparacion del promedio de porcentaje de error entre de 14
bases de datos el método propuesto y WEKA para el Clasificador IBk con
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Figura 5.15: Comparacion del promedio de porcentaje de error de 14 bases
de datos entre el método propuesto y WEKA para el Clasificador IBk con k=3.
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Figura 5.16: Comparacion del promedio de porcentaje de error de 14 bases
de datos entre el método propuesto y WEKA para el Clasificador MLP.

En las figuras 5.12 a 5.16 se puede observar que en total se probaron 10 se-
lectores de atributos (evaluador — método de busqueda) para cada uno de los
5 clasificadores (incluyendo la variacion de IBk con k=3), por lo tanto en ge-
neral se cuenta con 50 combinaciones selector — clasificador para las cuales
en el 36.54 % de éstas, el método propuesto con balanceo por repeticion pre-
senta el menor promedio en el porcentaje de error, el método propuesto sin
balanceo es mejor en el 25 % al igual que la seleccidn de atributos para todas
las clases, no hacer seleccion de atributos es mejor en 7.69 % de las veces y
el método propuesto con balanceo utilizando SMOTE es solo mejor el 5.77 %
de las veces. En resumen alguna variante del método propuesto es mejor en
el 67.31% de los casos, la seleccion de atributos para todas las clases es
mejor en el 25 % y no hacer seleccion de atributos es mejor en el 7.69 %.

En las figuras 5.12 y 5.14 se puede observar que para el clasificador Bayes
e IBk con k=1, el promedio del porcentaje de error obtenido con el método
propuesto con balanceo por repeticion en la mayoria de los selectores de atri-
butos, es menor que hacer una seleccion de atributos para todas las clases a
excepcion del selector e2b5. Ademas para el clasificador Bayes el menor pro-
medio del porcentaje de error se obtiene con e2b2 y para IBk con k=1 es elb2,
ambos con el método propuesto sin balanceo. En la figura 5.15 se puede ob-
servar que para el clasificador IBk con k=3 el método propuesto con balanceo
por repeticion es mejor en la mayoria de selectores a excepcion de e2b2 y
e2b5 y el menor promedio del porcentaje de error se obtiene con elb4 para
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el método propuesto con balanceo por repeticion. Para los clasificadores J48
y MLP (figuras 5.13 y 5.16), se observa que para la mayoria de los selectores
es mejor realizar una seleccion de atributos para todas las clases, especial-
mente con el selector elb3, esto puede deberse a que estos clasificadores
seleccionan atributos de manera interna para la clasificacion y al realizar una
seleccidn de atributos por clase se reduce aun mas la cantidad de atributos a
utilizar para cada clase al momento de la clasificacion.

En la tabla 5.4 se presenta la comparacion de cada una de las variantes del
método propuesto contra hacer seleccion de atributos para todas las clases
y sin hacer seleccion de atributos, en esta tabla se muestra el porcentaje de
veces en el que una variante del método propuesto obtuvo el menor promedio
del porcentaje de error comparado con los otros métodos. Las 50 combina-
ciones (selector-clasificador) representan el 100 % de las pruebas que fueron
ilustradas en las figuras 5.12 a 5.16.

WEKA con seleccion o % de ser Métodos propuestos % de ser
sin seleccion el mejor el mejor
WEKA con seleccion 40% Vs. Metodo propuesto sin balanceo 60%
WEKA con seleccion 36% Vs. Método propuesto con balanceo por repeticién 64%
WEKA con seleccion 64% Vs. Metodo propuesto con balanceo por SMOTE 36%
WEKA sin seleccion 24% Vs. Metodo propuesto sin balanceo 76%
WEKA sin seleccion 16% Vs. Método propuesto con balanceo por repeticién 84%
WEKA sin seleccion 24% Vs. Metodo propuesto con balanceo por SMOTE 76%
WEKA con seleccion 28% Vs. Utilizar alguna variante del metodo propuesto 2%
WEKA sin seleccion 10% Vs. Utilizar alguna variante del método propuesto 90%

Tabla 5.4: Comparacién entre los métodos probados por pares para 14 bases
de datos.

En la tabla 5.4 se puede observar que el método propuesto sin balanceo y el
método propuesto con balanceo por repeticion, ofrece mejores resultados con
la mayoria de selectores y clasificadores comparado con no hacer seleccion
de atributos o hacer seleccién de atributos para todas las clases. El método
propuesto con balanceo utilizando SMOTE es mejor que no hacer seleccion
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de atributos, pero no es asi haciendo una seleccién de atributos para todas las
clases. Esto Ultimo se puede deber a que al aplicar el método de SMOTE se
pueden generar muchos objetos sintéticos que tienen como semillas objetos
con ruido; que a su vez provoca que los atributos seleccionados no presenten
una buena discriminacion de la clase para la que fueron elegidos respecto a
las demas clases.

En las figuras 5.17 a 5.21 se muestra el promedio de los porcentajes de error
de 5 selectores de atributos (elbl, elb3, elb4, e2bl, e2b3), implementados
en WEKA para los que se pudieron probar las 19 bases de datos con los
clasificadores Bayes, IBK con k=1y k=3, J48 y MLP. Estas figuras muestran los
resultados obtenidos haciendo seleccion de atributos para todas las clases y
no hacer seleccion de atributos, asi como los resultados del método propuesto
sin balanceo, con balanceo por repeticion y SMOTE.

20.00

©
o
(=]

n\‘/r —&— WEKA sin seleccion
—=— \WEKA con seleccion

Método propuesto sin balanceo

18.00

17.00 Método propuesto con repeticion

Método propuesto con SMOTE

Porcentaje de Error

o
o
=]

15.00

elbl e1b3 elbd e2bl e2b3
Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.17: Comparacion del promedio de porcentaje de error de 19 bases
de datos entre el método propuesto y WEKA para el Clasificador Bayes.
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17.00
.
g 16.00 i /‘-7 —&— WEKA sin seleccién
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2 —=— WEKA con seleccién
[ i Nl =% | 4 i
o 15.00 ."\\g-,//f Método propuesto sin balanceo
H v Método propuesto con repeticion
§ 14.00 Método propuesto con SMOTE
13.00
elb1 e1b3 elh4 e2bi1 e2bh3

Selector de atributos (Evaluador - Método de Buisqueda)

Figura 5.18: Comparacion del promedio de porcentaje de error de 19 bases

de datos entre el método propuesto y WEKA para el Clasificador J48.
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elb4

e2b1

e2b3

Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.19: Comparacion del promedio de porcentaje de error de 19 bases
de datos entre el método propuesto y WEKA para el clasificador IBk con k=1.

17.00
5 16.00
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g Metodo propuesto con repeticion|
E 13.00 Método propuesto con SMOTE

12.00 T T

elbt e1b3 elbd e2b1 e2b3

Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.20: Comparacion del promedio de porcentaje de error de 19 bases
de datos entre el método propuesto y WEKA para el clasificador IBk con k=3.
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14.00 - Método propuesto sin balanceo
[PE—

Método propuesto con repeticion
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Método propuesto con SMOTE

Porcentaje de Error
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elb1 e1b3 elb4 e2b1 e2b3
Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.21: Comparacion del promedio de porcentaje de error de 19 bases
de datos entre el método propuesto y WEKA para el clasificador MLP.

En la figura 5.17 se puede observar que para el clasificador Bayes con las
19 bases de datos, el promedio del porcentaje de error se disminuye al ha-
cer seleccion de atributos por clase utilizando cualquier selector de atributos
implementado en WEKA, comparado con hacer seleccion de atributos para
todas las clases y no hacer seleccion de atributos. En la figura 5.18 se puede
observar que para el clasificador J48, aunque en los selectores e2bl y e2b3
con el método propuesto con balanceo por repeticiébn no se logra obtener un
promedio del porcentaje de error menor al obtenido sin hacer seleccion de
atributos, se logra disminuir el promedio del porcentaje de error para todos
los selectores de atributos utilizados, comparado con la seleccion de atributos
para todas las clases. En la figura 5.19 se puede observar que para el clasi-
ficador IBk con k=1, en los selectores e2bl y e2b3 la seleccion de atributos
para todas las clases proporciona un promedio del porcentaje de error mayor
comparado con no hacer seleccién de atributos y con el método propuesto ya
sea sin balanceo o con balanceo por repeticion, el promedio del porcentaje
de error que se obtiene es menor para cualquiera de los selectores de atri-
butos utilizados comparado con no hacer seleccion de atributos. En la figura
5.20 para el clasificador IBk con k=3, sucede la misma situacion que con k=1,
excepto que en el selector e2b3 el promedio del porcentaje de error obtenido
con el método propuesto con balanceo por repeticion es mayor que no hacer
seleccion de atributos. En la figura 5.21 se puede observar que para el cla-
sificador MLP con el método propuesto con balanceo por repeticion se logra
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disminuir el promedio del porcentaje de error en todos los selectores de atri-
butos utilizados, comparado con hacer seleccion de atributos para todas las
clases, incluso para el selector de atributos e2b3 se logra un promedio menor
comparado con no hacer seleccion de atributos.

En las figuras 5.22 a 5.26 se muestra el promedio de los porcentajes de error
de 4 selectores de atributos (elb2, elb5, e2b2, e2b5) implementados en WE-
KA, para los que se pudieron probar 15 bases de datos® y para medir la cali-
dad del resultado de cada selector de atributos se utilizaron los clasificadores
Bayes, IBK con k=1 y k=3, J48 y MLP. Estas figuras muestran los resultados
obtenidos haciendo seleccion de atributos para todas las clases y no hacer
seleccién de atributos, asi como los resultados del método propuesto sin ba-
lanceo, con balanceo por repeticion y SMOTE.

21.00

+
L 3
-
*

20.00 —o— WEKA sin seleccion
s / I —m— \WEKA con seleccién
—

19.00 Método propuesto sin balanceo

Método propuesto con repeticién
18.00

Porcentaje de Error

Método propuesto con SMOTE

17.00 T
elb2 e1b5 ezb2 e2b5

Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.22: Comparacion del promedio de porcentaje de error de 15 bases
de datos entre el método propuesto y WEKA para el Clasificador Bayes.

6Las bases de datos que no se pudieron probar fueron: Annealing, Dermatology, lonosp-
here y Optdigits.
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Figura 5.23: Comparacion del promedio de porcentaje de error de 15 bases
de datos entre el método propuesto y WEKA para el Clasificador J48.

20.00
3 19.00 r r + il
% 18.00 o = —e— WEKA sin seleccion
S / —=— WEKA con seleccién
2 17.00 - — ; :
2 — Métoclo propuesto sin balanceo
g 16.00 1 - Método propuesto con repeticion
<]
a 15.00 Métodlo propuesto con SMOTE
14.00 T T

elbh2 elb5 e2b2 e2b5

Selector de atributos (Evaluador - Método de Busqueda)

Figura 5.24: Comparacion del promedio de porcentaje de error de 15 bases
de datos entre el método propuesto y WEKA para el clasificador IBk con k=1.
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Figura 5.25: Comparacion del promedio de porcentaje de error de 15 bases
de datos entre el método propuesto y WEKA para el clasificador IBk con k=3.
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Figura 5.26: Comparacion del promedio de porcentaje de error de 15 bases
de datos entre el método propuesto y WEKA para el clasificador MLP.

En la figura 5.22 para el clasificador Bayes con el método propuesto con ba-
lanceo por repeticion se obtiene un promedio del porcentaje de error menor,
comparado con hacer una seleccion de atributos para todas las clases y no
hacer seleccion de atributos, excepto con el selector de atributos e2b5 en don-
de el promedio obtenido con el método propuesto con balanceo por repeticion
es mayor, comparado con hacer seleccidén de atributos para todas las clases.
En la figura 5.23 para el clasificador J48 solo se logra disminuir el promedio del
porcentaje de error en el selector e2b2 con el método propuesto con balanceo
ya sea por repeticion o con SMOTE. En la figura 5.24 para el clasificador IBK
con k=1, el método propuesto con balanceo por repeticion y sin balanceo pre-
sentan un promedio del porcentaje de error menor, comparado con hacer una
seleccion de atributos para todas las clases y no hacer seleccion de atributos,
excepto para el selector de atributos e2b5. Para el clasificador IBk con k=3
(ver figura 5.25), se presenta una situacion similar a la de k=1. Excepto que
para el selector de atributos e2b2, el método propuesto con balanceo por re-
peticién presenta un promedio del porcentaje de error mayor comparado con
hacer una seleccion de atributos para todas las clases. En la figura 5.26 para
el clasificador MLP con los selectores de atributos elb2 y elb5 el promedio
del porcentaje de error se logra disminuir con el método propuesto con ba-
lanceo por repeticibn comparado con hacer una seleccidén de atributos para
todas las clases y no hacer seleccion de atributos, con el método propuesto
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sin balanceo y con balanceo con SMOTE para el selector de atributos e2b2 se
logra disminuir el promedio del porcentaje de error, comparado con hacer una
seleccion de atributos para todas las clases y no hacer seleccion de atributos.

En la figura 5.27 se muestra el promedio de los porcentajes de error del se-
lector de atributos e2b4 para el que se pudieron probar 18 bases de datos’
y para medir la calidad del resultado del selector de atributos se utilizaron los
clasificadores Bayes, IBK con k=1 y k=3, J48 y MLP. La figura 30 muestra los
resultados obtenidos haciendo seleccion de atributos para todas las clases y
no hacer seleccion de atributos, asi como los resultados del método propuesto
sin balanceo, con balanceo por repeticion y SMOTE.
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20.00

19.00 ‘.{

18.00 \\ —&— WEKA sin seleccion
17.00

—B— WEKA con seleccion
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Clasificador

Método propuesto sin balanceo

Método propuesto con repeticion

Porcentaje de Error

Método propuesto con SMOTE

Figura 5.27: Comparacion del promedio de porcentaje de error de 18 bases de
datos entre el método propuesto y WEKA para el selector de atributos e2b4.

En la figura 5.27 se puede observar que con el método propuesto con ba-
lanceo por repeticién y sin balanceo presenta un promedio del porcentaje de
error menor, comparado con hacer una seleccion de atributos para todas las
clases.

En general de las figuras 5.17 a 5.27 se puede observar que de las 50 combi-
naciones selector — clasificador presentadas, en el 50 % de las veces es mejor
utilizar el método propuesto con balanceo por repeticion, en el 20% de las
veces es mejor utilizar el método propuesto sin balanceo, en el 14 % de las
veces es mejor no realizar seleccion de atributos, en el 10 % de las veces es

"La base de datos que no se pudo probar fue Postoperative
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mejor realizar una seleccion de atributos para todas las clases y s6lo en el
6 % es mejor el método propuesto con SMOTE. En resumen en el 76 % de los
casos fue mejor alguna de las variantes del método propuesto, en el 14 % fue
mejor no hacer seleccién de atributos y en el 10 % fue mejor hacer seleccién
para todas las clases.

En la tabla 5.5 se presenta la comparacion de cada una de las variantes del
método propuesto contra hacer seleccion de atributos para todas las clases
y sin hacer seleccion de atributos, en esta tabla se muestra el porcentaje de
veces en el que una variante del método propuesto obtuvo el menor promedio
del porcentaje de error comparado con los otros métodos. Las 50 combina-
ciones (selector-clasificador) representan el 100 % de las pruebas que fueron
ilustradas en las figuras 5.17 a 5.27.

WEKA con seleccién o % de ser Métodos propuestos % de ser
sin seleccion el mejor el mejor
WEKA con seleccién 34% Vs. Método propuesto sin balanceo 66%
WEKA con seleccion 18% Vs. Metodo propuesto con balanceo por repeticion 82%
WEKA con seleccién 50% Vs. Método propuesto con balanceo por SMOTE 50%
WEKA sin seleccion 26% Vs. Metodo propuesto sin balanceo 74%
WEKA sin seleccion 22% Vs. Método propuesto con balanceo por repeticion 78%
WEKA sin seleccion 34% Vs. Metodo propuesto con balanceo por SMOTE 66%
WEKA con seleccion 14% Vs. Utilizar alguna variante del método propuesto 86%
WEKA sin seleccion 16% Vs. Utilizar alguna variante del método propuesto 84%

Tabla 5.5: Comparacién entre los métodos probados por pares.

Finalmente en la tabla 5.6 se muestra el promedio por clasificador de todos
los métodos probados en este trabajo, es decir, el promedio de los 10 selec-
tores de atributos por clasificador y se encuentra marcado cual método de los
probados es mejor para cada clasificador.




60 5.6. Resultados del método propuesto

Experimento Bayes J48 IBk=1 IBk=3 MLP
WEKA sin seleccién 1968 1568  17.07 16.04 1531
WEKA con seleccidn 1902 1588  16.14 1583 1519

Método propuesto sin balanceo | 1810 | 15.88 15.55 1542 1544
Método propuesto con repeticién 18.29 | 15.56 15.59 15.27 | 14.99
Método propuesto con SMOTE 1915 1595 16.33 1567 1535

Tabla 5.6: Promedio por clasificador de los selectores de atributos utilizados
en los métodos probados.

Como se puede observar en la tabla 5.6 el método propuesto ya sea sin ba-
lanceo o con balanceo por repeticion, presenta un promedio en el porcentaje
de error menor comparado con hacer seleccion de atributos para todas las
clases 0 no hacer seleccion de atributos. Ademas se puede observar que el
meétodo propuesto con balanceo por repeticion es el método que en general
se comporta mejor para todos los clasificadores probados.

Para comprobar si los resultados obtenidos con el método propuesto son me-
jores significativamente, se realizo la prueba paired t test [Die98] con un nivel
de confianza del 90 % sobre los mejores resultados obtenidos para cada ba-
se de datos con el método de seleccion de atributos por clase con balanceo
por repeticion comparados contra los resultados obtenidos en la seleccion de
atributos para todas las clases utilizando el mismo selector de atributos y clasi-
ficador. En la tabla 5.7 se puede observar el porcentaje de error de cada base
de datos con el método propuesto y con la seleccion de atributos para todas
las clases, asi como el selector de atributos y clasificador utilizados para am-
bos métodos. Ademas se puede apreciar que en 16 de las 19 bases de datos
existe una diferencia significativa entre los resultados, es decir, en el 84.21 %
de los casos los resultados obtenidos con el método propuesto fueron mejores
significativamente.
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% de Error
% de Error seleccidnpara
Método de método propuesto todas las clases Mejor

Base de Datos Evaluador Busqueda Clasificador  conrepeticién WEKA Diferencia  Significativamente
IAnnealing e2 b4 Bayes 13.41 37.34 23.93 Si
Bridges e2 b3 1Bk 1 39.62 52.83 13.21 Si
ICredit e2 b2 J48 14.2 15.65 1.45 Si
Dermatology el b1 J48 3.55 6.56 3.01 Si
Diabetes e2 b4 1Bk3 26.56 28.13 1.57 No
Echocardiogram el b1 1Bk3 33.08 42.42 9.34 Si
Ecoli el b1 1Bk 1 17.86 19.64 1.78 No
IGlass el b5 Bayes 45.33 52.34 7.01 Si
Hepatitis el b4 I1Bk3 18.06 23.23 5.17 Si
lonosphere e2 b3 1Bk 1 8.55 13.96 5.41 Si
Iris e2 b5 J48 4 5.33 1.33 Si
Nursery el b5 1Bk 1 21 6.14 4.04 Si
Optdigits e2 b1 J48 6.72 18.10 11.38 Si
Page-Blocks e2 b1 Bayes 6.38 9.03 2.65 Si
Postoperative el b5 MP 34.44 41.11 6.67 Si
ISegment e2 b5 Bayes 16.19 21.90 5.71 Si
IThyroid e2 b3 1Bk3 4.14 6.51 2.37 Si
Votes e2 b4 MP 4.37 529 0.92 No

ine e2 b1 1BKk1 3.37 7.87 4.50 Si

Tabla 5.7: Significancia estadistica de los mejores resultados del método pro-
puesto con repeticion, para cada base de datos utilizada.

5.7. Resumen

En este capitulo se presentaron los experimentos realizados sobre algunas
bases de datos del repositorio de la universidad de California, aplicando sobre
estas bases de datos el método propuesto sin balanceo, el método propuesto
con balanceo por repeticion y con balanceo utilizando SMOTE. Ademas se
compararon los resultados obtenidos con cada uno de los métodos propuestos
con los obtenidos haciendo una seleccion de atributos para todas las clases y
sin hacer seleccion de atributos.

En los resultados presentados en este capitulo se puede observar que con el
método propuesto sin balanceo se obtienen buenos resultados en los experi-
mentos realizados con los selectores de atributos que tienen como evaluador
a ey. El método de seleccion de atributos con balanceo por repeticion es el mé-
todo que presenté mejores resultados en todos los experimentos realizados.
Ademas se presentaron los resultados obtenidos con el método propuesto con
balanceo utilizando SMOTE, pero se mostré que este méetodo di6 resultados
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gue muy pocas veces fueron mejores que realizar un balanceo con repeti-
cion o no realizar balanceo en el método propuesto, esto se puede deber a
los inconvenientes que se presentan al utilizar SMOTE como generacion de
ejemplos sintéticos apartir de objetos que pueden ser ruido.




Capitulo 6

Conclusiones y trabajo futuro

A pesar de que la seleccion de atributos es un area ampliamente estudiada,
son pocos los trabajos en donde se realiza una seleccion de atributos por
clase. La seleccion de atributos por clase permite observar la relacién que hay
entre los atributos y cada una de las clases de un problema, dicha relacién
no es distinguible cuando se realiza una seleccion de atributos para todas las
clases. En problemas multiclase debido a que cada clase es diferente a otra,
es razonable pensar que dichas clases exhiban propiedades diferentes y sean
descritas mejor por un conjunto diferente de atributos.

6.1. Conclusiones

De los resultados obtenidos en este trabajo se puede concluir que efectiva-
mente realizar una seleccion de atributos para todas las clases es en la ma-
yoria de veces mejor que no realizar seleccion de atributos, no obstante en
clasificadores como J48 y MLP la calidad de clasificacion se ve afectada al
realizar seleccion de atributos para todas las clases. Esto ultimo se debe a
gue clasificadores como J48 y MLP usualmente seleccionan atributos de ma-

nera interna al momento de la clasificacion. En la tabla 5.6 se puede observar
63
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que el método propuesto ya sea sin balanceo o con balanceo por repeticion
tiene un promedio de porcentaje de error por clasificador menor en todos los
clasificadores probados y esto se debe a que en la mayoria de bases de da-
tos el método propuesto reduce el porcentaje de error. Ademas para algunas
bases de datos se disminuye en mayor grado el porcentaje de error con el mé-
todo propuesto, comparado con el aumento en el porcentaje de error que se
presenta al aplicar el método propuesto en algunas bases de datos utilizadas.

A partir de los experimentos realizados, se puede concluir que el método pro-
puesto con balanceo por repeticion es el método que en general se comporta
mejor para todos los clasificadores probados, éste mejora en promedio la ca-
lidad de clasificacion incluso para los clasificadores J48 y MLP, comparado
con la seleccion de atributos para todas las clases y sin hacer seleccion de
atributos. El método propuesto con balanceo por repeticion ademas es mejor
gue el método con balanceo utilizando SMOTE, esto se puede deber a que
con el balanceo por repeticion los objetos de la clase soOlo se repiten con-
secutivamente y con SMOTE al generar objetos sintéticos, muchos de estos
objetos sintéticos pudieron haber sido generados a partir de objetos con ruido.
El método propuesto con balanceo por repeticion también presenta mejores
resultados que el método propuesto sin balanceo, esto se debe a que cuando
se balancean las clases de los subproblemas binarios antes de la seleccion de
atributos, los atributos elegidos discriminan mejor a una clase de las demas.
Los atributos seleccionados con el método propuesto sin balanceo muchas
veces favorecen en mayor medida a la clase mayoritaria que usualmente sue-
le estar formada por las clases restantes que se unieron por la técnica de
binarizacion uno-contra-todos. A pesar de que a veces los atributos seleccio-
nados no favorezcan a la clase para la cual se realizé la seleccion de atributos
por clase, el método propuesto sin balanceo presenta un menor promedio en
el porcentaje de error para clasificadores como Bayes e IBk en algunos se-
lectores de atributos probados. El método propuesto con balanceo utilizando
SMOTE para la mayoria de los clasificadores solo es mejor que no realizar
una seleccion de atributos.
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Una de las principales aportaciones de este trabajo es proponer un método
en donde los selectores de atributos para todas las clases son utilizados para
analizar los atributos que describen mejor a cada clase de un problema de
clasificacién, ademas se presenta un ensamble de clasificadores y una estra-
tegia de decision para aprovechar los resultados de la seleccion de atributos
por clase.

6.2. Trabajo futuro

A partir de los resultados obtenidos con este trabajo, como trabajo futuro se
plantea identificar de acuerdo a las caracteristicas de las bases de datos cual
de las variantes del método propuesto es mejor aplicar. Ademas en base a las
caracteristicas de cada clase de un problema de clasificacion, identificar que
selector de atributos para todas las clases y que clasificador se puede emplear
para cada clase con la finalidad de aumentar la calidad en la clasificacion.
Como trabajo futuro también se pueden realizar mas experimentos utilizando
otros selectores de atributos dentro el enfoque de seleccidn de atributos para
todas las clases y/o probar la seleccion de atributos por clase obtenida con el
método propuesto con otros clasificadores.




66

6.2. Trabajo futuro




Referencias

[AKA91]

[Bag98]

[Bag99]

[Bag02]

[Bag04]

[Bai02]

David W. Aha, Dennis F. Kibler y Marc K. Albert, “Instance-Based
Learning Algorithms,” Machine Learning, Vol. 6:paginas 37-66,
1991. [Citada en p. 40]

Paul M. Baggenstoss, “Class-Specific Feature Sets in Classifica-
tion,” In proceedings of the 1998 IEEE International Symposium on
Intelligent Control (ISIC)—National Institute of Standards and Tech-
nology, paginas 413-416, 1998. [citada en p. 20]

Paul M. Baggenstoss, “Class-Specific Feature Sets in Classifica-
tion,” IEEE Transactions on Signal Processing, Vol. 47:paginas
3428—3432, 1999. [Citada en p. 20]

Paul M. Baggenstoss, “Class-Specific Feature Sets in Classifi-
cation,” Office Naval Research—United States of America, 2002.

[Citada en p. 20]

Paul M. Baggenstoss, “Class-Specific Classifier: Avoiding the Cur-
se of Dimensionality,” IEEE Aerospace and Electronic Systems Ma-
gazine, Vol. 19:paginas 37-52, 2004. [citada en p. 20]

Alex Bailey, Class-Dependent Features and multicategory classifi-
cation, Tesis Doctoral, University of SouthHampton, Department of

Electronics and Computer Science, 2002. [Citada en p. 9]
67



68

REFERENCIAS

[BBO4]

[BK99]

[BNOO]

[CBHKO02]

[DB04]

[DHS00]

[Die98]

[Die00]

Paul M. Baggenstoss y Thomas Beierholm, “Speech music discri-
mination using class-specific features,” Proceedings of the 17th In-
ternational Conference on Pattern Recognition (ICPR), Vol. 2:pagi-
nas 379-382, 2004. [citada en p. 20]

Eric Bauer y Ron Kohavi, “An Empirical Comparison of Voting Clas-
sification Algorithms: Bagging, Boosting, and Variants,” Machine
Learning, Vol. 36(1,2):paginas 1-38, 1999. [citada en p. 16]

P. Baggenstoss y H. Niemann, “A Theoretically Optimal Probabilis-
tic Classifier using Class-Specific Features,” en “In Proceedings of
International Conference on Pattern Recognition (ICPR), Barcelo-
na,” Vol. 2, paginas 767-772, 2000. [Citada en p. 20]

Nitesh V. Chawla, Kevin W. Bowyer, Lawrence O. Hall y W. Phi-
lip Kegelmeyer, “SMOTE: Synthetic Minority Over-sampling Techni-
que,” Journal of Artificial Intelligent Research (JAIR), Vol. 16:pagi-
nas 321-357, 2002. [citada en p. 12]

Jennifer G. Dy y Carla E. Brodley, “Feature Selection for Unsuper-
vised Learning,” Journal of Machine Learning Research, Vol. 5:pé&-
ginas 845-889, 2004. [citada en p. 6]

Richard O. Duda, Peter. E. Hart y David G. Stork, Pattern Classifi-
cation, Second Edition, John Wiley and Sons, 2000. [citada en p. 6]

Thomas G. Dietterich, “Approximate Statistical Tests for Comparing
Supervised Classification Learning Algorithms,” Neural Computa-
tion, Vol. 10(7):paginas 1895-1924, 1998. [citada en p. 60]

Thomas G. Dietterich, “Ensemble Methods in Machine Learning,”
en “Proceedings of the First International Workshop on Multiple
Classifier Systems,” paginas 1-15, Springer Verlag, Berlin, 2000.

[Citada en p. 15]




REFERENCIAS 69

[DL97]

[Fur02]

[FW02]

[FWO5]

[Gar07]

[GEO03]

[Halog]

[Jap00]

[JDMOO]

Manoranjan Dash y Huan Liu, “Feature Selection for Classifica-
tion,” Intelligent Data Analysis, Vol. 1(1-4):paginas 131-156, 1997.

[Citada en p. 19]

Johannes Firnkranz, “Round Robin Classification,” Journal of
Machine Learning Research, Vol. 2:paginas 721-747, 2002.

[Citada en p. 9, 10]

Xiuju Fu y Lipo Wang, “A GA-Based Novel RBF Classifier with
Class-Dependent Features,” en “Proceedings of the 2002 Congress
on Evolutionary Computation CEC2002,” Vol. 2, paginas 1890-
1894, 2002. [Citada en p. 22, 24]

Xiuju Fu y Lipo Wang, “Data Mining with Computational Intelligen-
ce,” Springer, paginas 145-156, 2005. [citadaen p. 2, 6, 7, 22, 24]

Ramon Armengol Garganté, “A Genetic Algorithm to Ensemble
Feature Selection,” Vrije Universiteit Amsterdam, Faculty of Com-
puter Sciences, 2007. [Citadaen p. 17]

Isabelle Guyon y André Elisseeff, “An Introduction to Variable
and Feature Selection,” Journal of Machine Learning Research,
Vol. 3:paginas 1157-1182, 2003. [citada en p. 7]

M. Hall, Correlation-based Feature Selection for Machine Learning,
Tesis Doctoral, Waikato University, 1998. [citada en p. 39]

Nathalie Japkowicz, “The Class Imbalance Problem: Significance
and Strategies,” en “Proceedings of the 2000 International Confe-
rence on Artificial Intelligence (IC-AI'2000),” Vol. 1, paginas 111—
117, junio 2000. [citada en p. 10]

Anil K. Jain, Robert P. W. Duin y Jianchang Mao, “Statistical Pattern
Recognition: A Review,” IEEE Transaction on Pattern Analysis and
Machine Intelligence, Vol. 22(1):paginas 4—-37, 2000. [Citada en p. 13, 38]




70

REFERENCIAS

[JLO5]

[JR98]

[JS02]

[Kay00]

[LS96]

[LYO2]

[MMOS]

[Nan06]

[OHJ03]

George H. John y Pat Langley, “Estimating continuous distribu-
tions in Bayesian classifiers,” en “Proceedings 11th Conference
on Uncertainty in Artificial Intelligence,” paginas 338-345, 1995.

[Citada en p. 40]

Xiuping Jia y John A. Richards, “Progressive two-class decision
classifier for optimization of class discriminations,” Remote Sensing
of Environment, Vol. 63:paginas 289-297, 1998. [citada en p. 8]

Nathalie Japkowicz y Shaju Stephen, “The class imbalance pro-
blem: A systematic study,” Intelligent Data Analysis, Vol. 6(5):pagi-
nas 429—449, 2002. [Citada en p. 10, 12]

Steven Kay, “Sufficiency, classification, and the class-specific
feature theorem,” IEEE Transactions on Information Theory,
Vol. 46(4):paginas 1654—-1658, 2000. [Citada en p. 20, 21]

Huan Liu y Rudy Setiono, “A probabilistic approach to feature se-
lection — a filter solution,” en “Proceedings 13th International Con-
ference on Machine Learning,” paginas 319-327, 1996. [Citada en p. 39]

Huan Liu y Lei Yu, “Feature Selection for Data Mining,” Technical
report Arizona State—Department of computer science and Engi-
neering, 2002. [citada en p. 7]

C. J. Merz y P. M. Murphy, “UCI Repository of machine learning
databases,” University of California at Irvine, Department of Infor-
mation and Computer Science, Irvine, 1998. [citada en p. 36]

Loris Nanni, “Cluster-based pattern discrimination: A novel
technique for feature selection,” Pattern Recognition Letters,
Vol. 27(6):paginas 682—687, 2006. [Citada en p. 2, 23, 24]

Mohamed Kamal Omar y Mark Hasegawa-Johnson, “Strong-sense
class-dependent features for statistical recognition,” Statistical Sig-




REFERENCIAS 71

[OLS99]

[OM99]

[Qui93]

[SDO5]

[SFO7]

[TMO7]

[TPCO5]

nal Processing—2003 IEEE Workshop, péaginas 490-493, 2003.

[Citada en p. 21]

[I-Seok Oh, Jin-Seon Lee y Ching Y. Suen, “Analysis of Class
Separation and Combination of Class-Dependent Features for
Handwriting Recognition,” IEEE Transactions on Pattern Analysis
and Machine Intelligence, Vol. 21(10):paginas 1089-1094, 1999.

[Citada en p. 2, 8, 21, 22, 23]

David W. Opitz y Richard Maclin, “Popular Ensemble Methods: An
Empirical Study,” Journal of Artificial Intelligence Research(JAIR),
Vol. 11:paginas 169-198, 1999. [citada en p. 15]

Ross Quinlan, C4.5: Programs for Machine Learning, Morgan Kauf-
mann Publishers, 1993. [citada en p. 40]

Marina Skurichina y Robert P. W. Duin, “Combining Feature Sub-
sets in Feature Selection,” en “Multiple Classifier Systems,” Vol.
3541 de Lecture Notes in Computer Science, paginas 165-175,
Springer, 2005. [citada en p. 20]

Hugo Silvay Ana L. N. Fred, “Feature Subspace Ensembles: A Pa-
rallel Classifier Combination Scheme Using Feature Selection,” en
“Multiple Classifier Systems,” Vol. 4472 de Lecture Notes in Com-
puter Science, paginas 261-270, Springer, 2007. [Citada en p. 20]

Wenyin Tang y K. Z. Mao, “Feature selection algorithm for mixed da-
ta with both nominal and continuous features,” Pattern Recognition
Letters, Vol. 28(5):paginas 563-571, 2007. [Citada en p. 20]

Alexey Tsymbal, Mykola Pechenizkiy y Padraig Cunningham, “Di-
versity in search strategies for ensemble feature selection,” Infor-
mation Fusion, Vol. 6(1):paginas 83—-98, 2005. [citada en p. 17]




72 REFERENCIAS

[WFO5] lan H. Witten y Eibe Frank, Data Mining Practical Machine Lear-
ning Tools and Techniques, Morgan Kaufmann Publishers, 2005.

[Citada en p. 39]




Apéndice A

Apéndice

En este apéndice se muestran las tablas de los resultados obtenidos con los
experimentos realizados en esta tesis. La tabla A.2 muestra el promedio del
porcentaje de error obtenido con los métodos probados sobre 14 bases de
datos, de esta tabla se obtuvieron las graficas mostradas en las figuras 5.12 a
5.16. La tabla A.4 muestra el porcentaje de error obtenido por cada selector de
atributos con los métodos probados, de esta tabla se obtuvieron las graficas
mostradas en las figuras 5.17 a 5.27, en donde los selectores de atributos
fueron agrupados de acuerdo a la cantidad de bases de datos que se pudieron
probar.

En las tablas A.6 a A.24 se presentan los porcentajes de error por base de
datos obtenidos con cada uno de los selectores de atributos utilizados, por
lo tanto se tienen 10 tablas una por cada selector de atributos (combinacion
evaluador — método de busqueda). En estas tablas se presenta mas detallada-
mente los porcentajes de error obtenidos por base de datos con las variantes
del método propuesto y haciendo seleccion de atributos para todas las clases.
Si se analizan con detalle estas tablas se puede observar que en varias de
las bases de datos el porcentaje de error se disminuye al utilizar el método
propuesto.
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Experimento Clasificador
Método Selector de atributos Bayes J48 IBk=1 1Bk=3 MLP
WEKA sin Seleccién Cualquiera 19.49 15.87 17.38 16.47 155
elbl 18.75 15.36 15.3 15.82 14.29
elb2 18.54 15.36 15.3 15.86 14.29
elb3 18.66 15.21 15.34 15.82 14.25
elb4 18.63 15.39 15.23 15.81 14.35
WEKA con Seleccion elb5 18.34 15.53 15.87 15.63 14.33
e2bl 18.78 16.06 16.97 16.31 14.87
e2b2 18.86 16.33 16.96 16.54 15.28
e2b3 18.98 16.54 17.41 16.64 15.53
e2b4 18.73 16.15 16.96 16.31 15.02
e2b5 18.77 16.05 16.97 16.47 16.11
elbl 18.63 16.32 14.88 15.36 15.35
elb2 18.61 16.44 14.86 15.37 15.45
elb3 18.46 16.42 14.99 15.25 15.34
Método sin Balanceo elb4 18.48 16.27 15.06 15.56 15.34
elb5 18.55 15.86 15.51 15.31 15.14
e2bl 17.96 15.95 16.04 15.67 15.43
e2b2 17.79 16.16 16.11 16.11 15.01
e2b3 18.51 15.74 16.44 16.42 15.61
e2b4 17.97 15.98 16.57 15.38 15.25
e2b5 18.87 16.36 17.41 16.69 16.55
elbl 18.05 15.56 14.89 14.66 14.32
elb2 18.04 15.46 14.95 14.72 14.32
elb3 18.18 15.42 15.18 14.74 14.38
elb4 18.07 15.57 14.87 14.62 14.29
Método con Repeticion elb5 18.23 15.63 14.99 15.31 14.5
e2bl 18.75 15.82 16.82 15.72 14.95
e2b2 18.58 15.75 16.74 16.64 16.13
e2b3 18.54 16.01 16.26 16.32 14.71
e2b4 18.47 16.21 16.3 15.31 14.62
e2b5 19.01 16.21 17.93 16.93 16.43
elbl 19.07 15.69 16.15 15.32 15.12
elb2 19.05 15.83 15.8 15.8 15.15
elb3 19 15.59 16.06 15.87 15.18
Método con SMOTE elb4 19.07 16 16.06 15.43 15.19
elb5 19.12 15.9 15.92 15.62 15.5
e2bl 18.45 16.23 16.73 15.91 15.3
e2b2 18.79 155 16.23 15.72 15.25
e2b3 18.72 16.02 16.7 15.63 15.2
e2b4 19.61 16.75 17.54 16.32 15.69
e2b5 18.98 16.09 17.49 16.78 16.05

Tabla A.2: Promedio del porcentaje de

métodos probados por clasificador.

error de 14 bases de datos con los
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Experimento Clasificador
Método Selector de atributos Bayes J48 1Bk=1 1Bk=3 MLP
elbl 19.4 15.07 16.11 15.18 14.32
elb3 19.4 15.07 16.11 15.18 14.32
elb4 19.4 15.07 16.11 15.18 14.32
e2bl 19.4 15.07 16.11 15.18 14.32
WEKA sin Seleccién e2b3 19.4 15.07 16.11 15.18 14.32
elb2 * 20.27 16.81 18.81 17.59 17.14
elb5 * 20.27 16.81 18.81 17.59 17.14
e2b2 * 20.27 16.81 18.81 17.59 17.14
e2b5 * 20.27 16.81 18.81 17.59 17.14
e2b4 * 18.75 14.24 14.85 14.17 12.9
elbl 18.59 14.87 14.12 14.59 13.61
elb3 18.13 14.68 14.24 14.78 13.58
elb4 18.52 14.91 14.16 14.62 13.7
e2bl 19.39 15.9 16.3 15.44 15.06
WEKA con Seleccién e2b3 19.25 16.3 16.93 15.9 15.45
elb2 * 19.31 16.33 16.42 16.88 15.63
elb5* 19.19 16.42 17.25 16.81 16.12
e2b2 * 19.61 17.24 18.34 17.36 17.23
e2b5 * 19.52 16.98 18.5 17.3 17.92
e2b4 * 18.74 15.17 15.1 14.63 13.62
elbl 17.59 15.06 13.57 14.27 14.55
elb3 17.32 15.05 13.58 14.15 14.19
elb4 17.5 15.06 13.74 14.43 14.56
e2bl 17.13 15.34 15.42 14.85 14.77
Método sin Balanceo e2b3 17.74 14.94 15.54 15.2 14.85
elb2* 19.37 17.27 15.64 16.27 16.35
elb5 * 19.32 16.8 16.69 16.44 16.5
e2b2 * 18.61 17.09 17.55 16.97 16.82
e2b5 * 19.61 17.27 18.92 17.51 18.41
e2b4 * 16.81 14.96 14.84 14.13 13.43
elbl 17.16 14.52 13.45 13.69 13.6
elb3 17.4 14.48 13.73 13.7 13.4
elb4 17.18 145 13.39 13.64 13.57
e2bl 18.42 15.22 15.91 14.8 14.56
Método con Repeticion e2b3 18.48 15.49 15.49 15.57 14.3
elb2 * 18.84 16.42 15.73 15.66 15.36
elb5* 19.09 16.59 16.06 16.29 15.83
e2b2 * 19.34 16.7 18.07 17.45 17.87
e2b5 * 19.74 17.06 19.25 17.73 18.29
e2b4 * 17.21 14.63 14.83 14.13 13.1
elbl 18.66 14.65 14.57 14.04 13.65
elb3 18.32 14.67 14.43 14.42 13.56
elb4 18.69 14.83 14.51 14.13 13.6
e2bl 18.41 15.85 16.25 15.31 15.07
Método con SMOTE e2b3 18.85 16 16.3 15.25 15.08
elb2 * 19.71 16.72 16.72 16.67 16.16
elb5 * 19.77 16.76 16.99 16.51 16.89
e2b2 * 19.61 16.47 17.61 16.6 16.8
e2b5 * 19.79 17.01 18.99 17.71 18.02
e2b4 * 19.65 16.51 16.93 16.02 14.65

Tabla A.4: Promedio del porcentaje de error de 19 bases de datos con los
métodos probados por clasificador, los * sefialan los selectores de atributos
en los que se probaron menos de 19 bases de datos.
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CfsSubsetEval - BestFirst

Método Base de Datos Bayes J48 1Bk=1 1Bk=3 MP
Echocardiogram 45.45 34.85 34.09 42.42 34.85
Postoperative 30 30 32.22 31.11 34.44
Iris 4 4 4 5.33 4.67

Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 19.35 20 18.71 21.94 14.84

Credit 25.07 15.07 17.97 14.64 15.36
lonosphere 11.68 9.4 10.54 114 8.55
WEKA con Seleccién Votes 5.06 4.6 4.6 4.83 4.6
Wine 2.81 6.18 3.93 2.81 0.56

Glass 50.93 30.84 21.03 24.3 33.18

Segment 17.62 11.9 10.48 10 10
Dermatology 3.55 6.56 3.83 3.55 3.55
Annealing 37.84 12.03 6.02 8.02 9.4

Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 5.43 2.89 4.44 4.29 3.87
Nursery 10.05 4.58 4.77 4.26 3.23

Thyroid 3.26 7.91 2.79 6.51 3.26

Bridges 35.85 29.25 37.74 38.68 33.96
Optdigits 7.77 9.63 1.62 1.49 2.49
Echocardiogram 42.58 40.71 31.76 32.53 37.12
Postoperative 30 28.89 26.67 28.89 28.89
Iris 4 4 4 5.33 4

Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 19.35 20 18.71 21.94 14.84

Credit 25.07 15.07 17.97 14.64 15.36
lonosphere 11.68 9.4 10.54 11.4 8.55
Método sin Balanceo Votes 5.06 4.6 4.6 4.83 4.6
Wine 2.81 6.7 222 222 281

Glass 47.71 33.64 27.94 30.32 35.05

Segment 20 9.05 7.62 9.05 10
Dermatology 3.82 5.47 3.27 3.81 4.37
Annealing 19.67 9.03 6.39 8.9 14.66

Ecoli 16.67 16.96 19.64 19.05 18.45
Page-Blocks 5.97 2.85 3.76 3.95 4.11
Nursery 10.05 4.58 4.77 4.26 3

Thyroid 3.26 8.84 3.26 6.98 5.12

Bridges 34.91 34.91 32.08 33.02 35.85
Optdigits 8.29 4.94 2.75 3.03 5.02
Echocardiogram 42.42 37.8 32.36 33.08 34.85
Postoperative 30 30 26.67 28.89 30
Iris 4 4 4 5.33 4

Diabetes 233 26.56 29.94 26.96 23.96
Hepatitis 16.87 20.04 17.37 18 18.06

Credit 24.2 16.38 17.83 14.93 16.52
lonosphere 10.27 9.41 10.27 12.54 10.26
Votes 5.04 4.58 4.58 4.81 4.14

Método con Repeticion Wine 2.78 6.14 3.37 2.78 1.12
Glass 47.21 28.03 26.65 29.44 31.31

Segment 17.14 11.43 10.48 9.52 7.14
Dermatology 2.18 3.55 2.46 2.74 1.91
Annealing 22.17 10.02 551 8.4 10.78

Ecoli 14.88 15.18 17.86 15.77 14.58
Page-Blocks 6.47 2.94 3.78 3.93 5.12
Nursery 9.74 291 21 2.1 0.6

Thyroid 2.79 8.84 3.26 7.44 6.05

Bridges 35.85 33.02 34.91 31.13 33.02
Optdigits 8.74 4.97 2.17 2.3 5.02
Echocardiogram 47.09 35.86 35.1 31.06 34.85
Postoperative 28.89 29.26 30 28.89 30.74
Iris 3.55 4 4.67 4.89 4.67

Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 16.52 17.42 22.58 21.08 21.51

Credit 27.92 15.7 16.43 15.55 16.43
lonosphere 9.31 9.31 11.02 11.59 8.83
Votes 5.06 4.6 4.6 4.83 4.14

Método con SMOTE Wine 3.37 5.06 4.49 3.56 131
Glass 46.26 30.69 26.48 27.41 32.24

Segment 20.95 13.02 11.43 10.48 10
Dermatology 2.82 4.19 3.64 3.28 2.46
Annealing 38.05 11.03 4.6 6.93 3.59

Ecoli 15.18 17.16 20.64 16.96 16.97
Page-Blocks 6.07 2.87 3.95 4.01 4.18
Nursery 9.75 3.55 2.89 271 1.16

Thyroid 3.26 8.34 2.64 6.36 3.72

Bridges 38.68 34.91 40.25 38.68 36.48
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Continuacion...
Método Base de Datos Bayes J48 IBk=1 1Bk=3 MP
Optdigits 8.57 4.84 1.53 1.52 2.13

Tabla A.6: Porcentaje de error de las 19 bases de datos con los métodos pro-
bados por clasificador para el evaluador CfsSubsetEval y Método de busqueda
BestFirst (elbl).

CfsSubsetEval - ExhaustiveSearch
Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram [[ 45.45 | 34.85 [[ 34.09 [| 4242 || 3485 |
Postoperative 30 30 32.22 3111 34.44
Iris 4 4 4 5.33 4.67
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 19.35 20 18.71 21.94 14.84
Credit 25.07 15.07 17.97 14.64 15.36
WEKA con Seleccién lonosphere X X X X X
Votes 5.06 4.6 4.6 4.83 4.6
Wine 2.81 6.18 3.93 2.81 0.56
Glass 50.93 30.84 21.03 24.3 33.18
Segment 14.76 11.9 10.48 10.48 10
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 5.43 2.89 4.44 4.29 3.87
Nursery 10.05 4.58 4.77 4.26 3.23
Thyroid 3.26 7.91 2.79 6.51 3.26
Bridges 35.85 29.25 37.74 38.68 33.96
Optdigits X X X X X
Echocardiogram [[ 42.42 | 40.91 || 31.82 [| 3258 || 37.12 |
Postoperative 30 28.89 26.67 28.89 28.89
Iris 4 4 4 5.33 4
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 19.35 20 18.71 21.94 14.84
Credit 25.07 15.07 17.97 14.64 15.36
lonosphere X X X X X
Votes 5.06 4.6 4.6 4.83 4.6
Método sin Balanceo Wine 2.81 7.3 2.25 2.25 281
Glass 47.66 33.64 27.57 30.37 35.05
Segment 20 10 7.62 9.05 11.43
Dermatology X X X X X
Annealing X X X X X
Ecoli 16.67 16.96 19.64 19.05 18.45
Page-Blocks 5.97 2.85 3.76 3.95 4.11
Nursery 10.05 4.58 4.77 4.26 3
Thyroid 3.26 8.84 3.26 6.98 5.12
Bridges 34.91 34.91 32.08 33.02 35.85
Optdigits X X X X X
Echocardiogram [[ 42.42 || 37.88 || 3258 [| 33.33 || 34.85 |
Postoperative 30 30 26.67 28.89 30
Iris 4 4 4 5.33 4
Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 16.7 20 17.42 18.06 18.06
Credit 24.2 16.38 17.83 14.93 16.52
lonosphere X X X X X
Votes 5.06 4.6 4.6 4.83 4.14
Método con Repeticién Wine 2.81 5.06 3.93 2.81 1.12
Glass 47.2 28.04 26.64 29.44 31.31
Segment 17.14 10.96 10.48 10 7.14
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.88 15.18 17.86 15.77 14.58
Page-Blocks 6.47 2.94 3.78 3.93 5.12
Nursery 9.74 291 21 21 0.6
Thyroid 2.79 8.84 3.26 7.44 6.05
Bridges 35.85 33.02 34.91 31.13 33.02
Optdigits X X X X X
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[ Continuacion... ]

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram [[ 49.24 [ 4091 [| 35.86 || 34.85 [| 3535 |
Postoperative 28.89 29.26 29.63 28.89 30.37
Iris 3.78 4 4.45 4.89 3.55
Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 15.91 17.42 21.29 21.08 21.29
Credit 27.92 15.36 17.34 15.56 16.86
lonosphere X X X X X
Votes 5.06 4.6 4.6 4.83 4.14
Método con SMOTE Wine 3.37 4.87 4.68 2.62 2.44
Glass 45.95 29.91 25.39 25.7 324
Segment 19.84 12.7 10.79 10.95 9.21
Dermatology X X X X X
Annealing X X X X X
Ecoli 15.08 17.26 20.04 17.06 16.27
Page-Blocks 5.94 29 4.04 4.06 4.17
Nursery 9.74 3.52 2.33 6.96 1.17
Thyroid 3.26 7.91 2.79 5.09 3.88
Bridges 38.36 33.65 37.59 40.57 37.42
Optdigits X X X X X

Tabla A.8: Porcentaje de error de las 19 bases de datos con los métodos pro-
bados por clasificador para el evaluador CfsSubsetEval y Método de busqueda
ExhaustiveSearch (elb2).

I CfsSubsetEval - GeneticSearch ]

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 45.45 34.85 34.09 42.42 34.85
Postoperative 30 30 32.22 31.11 34.44
Iris 4 4 4 5.33 4.67
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 18.71 20 19.35 20.65 15.48
Credit 24.49 15.36 18.12 15.36 15.8
WEKA con Seleccion lonosphere 11.4 9.12 10.26 12.25 8.83
Votes 5.06 3.68 4.37 4.83 4.37
Wine 2.81 6.18 3.93 281 0.56
Glass 50.93 30.84 21.03 243 33.18
Segment 17.62 10.48 10.48 10.48 8.57
Dermatology 1.64 4.92 3.83 3.28 3.55
Annealing 31.45 12.03 7.52 10.78 8.65
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 5.43 2.89 4.44 4.29 3.87
Nursery 10.05 4.58 4.77 4.26 3.23
Thyroid 3.26 7.91 2.79 6.51 3.26
Bridges 35.85 29.25 37.74 38.68 33.96
Optdigits 8.66 9.84 2.09 1.86 3.09
Echocardiogram 42.42 40.91 31.82 32.58 37.12
Postoperative 30 28.89 26.67 28.89 28.89
Iris 4 4 4 5.33 4
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 18.71 20 19.35 20.65 15.48
Credit 24.49 15.36 18.12 15.36 15.8
lonosphere 11.4 9.12 10.26 12.25 8.83
Votes 5.06 3.68 4.37 4.83 4.37
Método sin Balanceo Wine 2.81 7.3 2.25 1.69 2.81
Glass 47.71 32.71 26.17 285 34.11
Segment 19.52 10 8.57 8.57 9.05
Dermatology 3.01 3.28 2.73 3.01 2.73
Annealing 17.92 10.28 6.64 8.9 11.03
Ecoli 17.56 18.15 20.54 19.94 20.24
Page-Blocks 3.76 2.87 3.69 3.93 4.15
Nursery 10.05 4.58 4.77 4.26 3

Thyroid 3.26 8.84 3.26 6.98 512
Bridges 35.85 3491 33.02 33.96 3491
Optdigits 8.19 4.53 1.91 2.25 3.4
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Continuacion...

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 42.42 37.88 32.58 33.33 34.85
Postoperative 30 30 26.67 28.89 30

Iris 4 4 4 5.33 4
Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 16.77 20.65 20 18.06 18.71

Credit 25.07 16.09 18.99 15.22 16.81
lonosphere 10.54 10.83 11.4 12.82 9.4
Votes 5.06 3.68 4.37 4.83 4.37
Método con Repeticion Wine 2.81 5.06 3.93 2.81 1.12
Glass 47.2 285 26.64 28.97 30.37
Segment 18.1 10.48 10 10.48 7.62
Dermatology 1.64 3.55 2.19 2.19 2.73
Annealing 25.81 10.28 6.39 8.15 8.52
Ecoli 14.88 15.18 17.86 15.77 14.58
Page-Blocks 6.54 2.96 3.87 3.96 5.21
Nursery 9.74 291 21 21 0.6
Thyroid 2.79 8.84 3.26 7.44 6.05
Bridges 35.85 33.02 34.91 31.13 33.02
Optdigits 8.03 4.6 1.67 1.86 2.64
Echocardiogram 51.26 39.39 35.36 34.09 37.63
Postoperative 28.89 29.26 29.26 28.89 30

Iris 3.33 4 4.22 511 3.78
Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 16.77 16.77 23.44 22.37 20.86

Credit 2531 15.22 18.02 15.89 17.15
lonosphere 10.26 9.97 10.35 11.49 7.98
Votes 5.06 3.68 4.37 4.83 4.37
Método con SMOTE Wine 3 4.87 5.43 4.12 2.62
Glass 45.64 29.91 25.08 28.19 31.93
Segment 20 11.43 10.95 10.79 8.41
Dermatology 2 3.56 3.19 2.92 2.1
Annealing 32.12 12.49 4.97 7.06 3.26
Ecoli 14.68 17.86 20.83 16.77 16.37
Page-Blocks 6.1 2.84 4.01 4.09 4.06
Nursery 9.77 3.51 2.85 2.85 1.12
Thyroid 3.1 8.53 2.64 6.2 3.72
Bridges 38.68 33.65 37.74 39.94 36.48
Optdigits 8.72 5.28 1.46 1.45 1.94

Tabla A.10: Porcentaje de error de las 19 bases de datos con los métodos pro-
bados por clasificador para el evaluador CfsSubsetEval y Método de busqueda
GeneticSearch (elb3).

CfsSubsetEval - GreedyStepwise

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 45.45 34.85 34.09 42.42 34.85
Postoperative 30 30 32.22 3111 34.44
Iris 4 4 4 5.33 4.67
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 18.71 20 18.71 23.23 16.13
Credit 25.07 15.07 17.97 14.64 15.36
WEKA con Seleccién lonosphere 11.68 9.97 10.83 11.68 8.83
Votes 5.06 4.6 4.6 4.83 4.6
Wine 2.81 6.18 3.93 2.81 0.56
Glass 50.93 30.84 21.03 24.3 33.18
Segment 16.67 12.38 9.52 8.57 9.52
Dermatology 1.91 5.46 4.37 3.28 3.28
Annealing 39.6 12.78 6.77 8.77 10.28
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 5.43 2.89 4.44 4.29 3.87
Nursery 10.05 4.58 4.77 4.26 3.23
Thyroid 3.26 7.91 2.79 6.51 3.26
Bridges 35.85 29.25 37.74 38.68 33.96
Optdigits 7.77 9.63 1.62 1.49 2.49
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Continuacion.. .
Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 42.42 40.91 31.82 32.58 37.12
Postoperative 30 28.89 26.67 28.89 28.89
Iris 4 4 4 5.33 4
Diabetes 23.31 26.56 29.95 26.95 24.61
Hepatitis 18.71 20 18.71 23.23 16.13
Credit 25.07 15.07 17.97 14.64 15.36
lonosphere 11.68 9.97 10.83 11.68 8.83
Votes 5.06 4.6 4.6 4.83 4.6
Método sin Balanceo Wine 2.81 6.18 2.25 2.25 2.25
Glass 47.66 32.24 285 29.91 34.58
Segment 19.05 9.05 7.62 8.57 9.52
Dermatology 3.83 5.46 3.28 3.83 4.37
Annealing 19.67 9.02 6.39 8.9 14.66
Ecoli 16.37 16.96 19.64 19.35 18.45
Page-Blocks 6.07 2.92 3.84 4 4.13
Nursery 10.05 4.58 4.77 4.26 3
Thyroid 3.26 8.84 3.26 6.98 5.12
Bridges 3491 35.85 33.96 34.91 35.85
Optdigits 8.58 5.02 2.96 3.17 5.23
Echocardiogram 42.42 37.88 32.58 33.33 34.85
Postoperative 30 30 26.67 28.89 30
Iris 4 4 4 5.33 4
Diabetes 2331 26.56 29.95 26.95 23.96
Hepatitis 16.77 20 17.42 18.06 18.06
Credit 24.2 16.38 17.83 14.93 16.52
lonosphere 10.26 9.4 9.4 12.25 10.54
Votes 5.06 4.6 4.6 4.83 4.14
Método con Repeticion Wine 2.81 6.18 2.81 2.81 1.69
Glass 47.66 28.5 26.64 285 29.91
Segment 16.67 10.95 10.48 9.52 7.62
Dermatology 2.19 3.28 2.46 2.73 2.19
Annealing 2231 10.03 551 8.4 10.78
Ecoli 15.18 15.18 17.86 15.77 14.58
Page-Blocks 6.47 2.94 3.78 3.93 5.12
Nursery 9.74 291 2.1 2.1 0.6
Thyroid 2.79 8.84 3.26 7.44 6.05
Bridges 35.85 33.02 34.91 31.13 33.02
Optdigits 8.71 4.92 2.22 2.33 4.26
Echocardiogram 46.77 40.66 34.6 32.58 34.85
Postoperative 28.89 28.89 30 28.69 30
Iris 3.78 4 4.22 4.67 3.78
Diabetes 23.31 26.56 29.95 26.95 23.96
Hepatitis 16.77 18.06 22.58 20.65 23.01
Credit 27.44 15.7 17.29 15.46 16.76
lonosphere 9.31 8.83 10.83 11.78 7.12
Votes 5.06 4.6 4.6 4.83 4.23
Método con SMOTE Wine 3.37 4.87 431 3.18 2.06
Glass 46.26 29.91 25.55 27.73 32.24
Segment 219 13.02 11.11 10.79 8.89
Dermatology 2.19 4.01 3.83 3.1 2.55
Annealing 39.31 11.07 4.72 7.27 3.51
Ecoli 14.88 17.66 20.93 16.67 16.47
Page-Blocks 6.23 291 3.89 3.97 4.3
Nursery 9.73 3.62 2.75 2.7 1.18
Thyroid 3.1 7.91 2.79 6.2 3.88
Bridges 38.37 34.59 40.25 39.62 37.11
Optdigits 8.5 4.94 1.49 1.58 2.47

Tabla A.12: Porcentaje de error de las 19 bases de datos con los métodos pro-
bados por clasificador para el evaluador CfsSubsetEval y Método de busqueda
GreedyStepwise (elb4).
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CfsSubsetEval - RandomSearch

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 39.39 34.85 33.33 37.12 35.61
Postoperative 31.11 28.89 36.67 33.33 41.11
Iris 4.67 4 5.33 4.67 3.33
Diabetes 22.92 26.82 30.34 28.13 24.74
Hepatitis 18.71 20 18.71 18.71 14.19
Credit 25.07 15.07 17.97 14.64 15.36
WEKA con Seleccién lonosphere X X X X X
Votes 5.75 4.6 5.06 5.06 5.06
Wine 2.81 6.18 3.93 281 0.56
Glass 52.34 31.31 25.23 26.64 33.18
Segment 14.29 11.9 10.48 10.48 9.05
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 6.83 2.98 5.43 5.04 5.39
Nursery 10.54 5.26 6.14 4.86 3.9
Thyroid 3.26 7.91 2.79 6.51 3.26
Bridges 35.85 30.19 37.74 39.62 33.96
Optdigits X X X X X
Echocardiogram 44.7 39.39 38.64 37.12 39.39
Postoperative 30 30 33.33 32.22 35.56
Iris 4.67 4 5.33 4.67 4.67
Diabetes 22.92 26.82 30.34 28.13 24.74
Hepatitis 18.71 20 18.71 18.71 14.19
Credit 25.07 15.07 17.97 14.64 15.36
lonosphere X X X X X
Votes 5.75 4.6 5.06 5.06 5.06
Método sin Balanceo Wine 2.25 6.18 2.25 2.25 2.25
Glass 48.6 29.91 26.17 29.91 34.58
Segment 18.57 10.48 7.62 9.05 9.52
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 14.88 16.96 15.18 13.99
Page-Blocks 5.99 2.83 3.69 3.98 3.71
Nursery 10.05 4.58 4.77 4.26 3
Thyroid 3.26 8.37 2.79 6.51 3.72
Bridges 34.91 34.91 36.79 3491 37.74
Optdigits X X X X X
Echocardiogram 43.94 37.12 31.82 35.61 37.12
Postoperative 31.11 30 31.11 30 34.44
Iris 4.67 4 5.33 4.67 4.67
Diabetes 22.92 26.62 30.34 28.12 23.96
Hepatitis 16.77 20 17.42 20 17.42
Credit 24.2 16.38 17.83 14.93 16.52
lonosphere X X X X X
Votes 5.75 4.6 5.06 5.06 4.83
Método con Repeticion Wine 2.81 5.06 3.93 2.81 1.12
Glass 45.33 29.91 26.64 28.5 33.64
Segment 16.19 10.48 10.48 10 7.62
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 15.18 18.45 14.58 13.1
Page-Blocks 6.69 2.78 3.71 3.75 4.71
Nursery 9.74 291 21 21 0.6
Thyroid 3.26 7.91 2.79 6.51 3.72
Bridges 38.68 35.85 33.96 37.74 33.96
Optdigits X X X X X
Echocardiogram 48.99 36.36 35.86 30.3 40.66
Postoperative 28.89 28.89 31.85 28.89 36.3
Iris 4.67 4 5.33 5.11 4.45
Diabetes 22.92 26.77 30.34 28.12 23.96
Hepatitis 15.91 17.2 23.87 20.65 21.94
Credit 27.06 15.8 16.62 15.65 16.38
lonosphere X X X X X
Votes 5.75 4.6 5.06 5.06 4.83
Método con SMOTE Wine 3 5.62 431 3.56 2.62
Glass 46.42 31.31 23.83 30.06 33.49
Segment 20.79 14.38 10.79 10 8.41
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.98 18.05 20.83 16.96 16.67
Page-Blocks 5.82 275 3.64 3.89 3.55
Nursery 9.73 35 2.86 271 11
Thyroid 3.26 7.91 2.79 6.51 3.72
Bridges 38.37 34.28 36.79 40.11 35.22
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Continuacion...
Método Base de Datos Bayes J48 KNN1 KNN3 MP
Optdigits X X X X

Tabla A.14: Porcentaje de error de las 19 bases de datos con los métodos pro-
bados por clasificador para el evaluador CfsSubsetEval y Método de busqueda
RandomSearch (elb5).

I ConsistencySubsetEval - BestFirst |

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 43.18 40.15 37.88 40.15 32.58
Postoperative 30 30 37.78 28.89 44.44
Iris 4.67 4 4.67 4.67 3.33
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 17.42 21.94 21.94 18.71 19.35
Credit 21.16 15.07 19.71 15.65 16.67
WEKA con Seleccién lonosphere 15.67 9.69 11.97 13.39 11.4
Votes 8.05 3.22 6.9 6.44 6.67
Wine 7.3 5.62 7.87 7.87 6.74
Glass 49.07 31.31 23.36 27.57 32.24
Segment 18.1 10.48 10.95 9.52 7.14
Dermatology 3.55 5.74 6.28 6.01 4.1
Annealing 37.34 13.78 251 4.26 1.63
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 9.03 2.98 4.07 4 3.73
Nursery 9.74 291 2.1 2.1 1.31
Thyroid 3.26 9.77 2.79 6.51 6.05
Bridges 33.02 33.02 46.23 42.45 3491
Optdigits 19.02 18.1 13.6 12.4 16.32
Echocardiogram 37.88 35.61 31.06 37.12 34.85
Postoperative 30 30 37.78 28.89 42.22
Iris 5.33 5.33 6.67 4 5.33
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 17.42 21.94 21.94 18.71 19.35
Credit 21.16 15.07 19.71 15.65 16.67
lonosphere 15.67 9.69 11.97 13.39 11.4
Votes 8.05 3.22 6.9 6.44 6.67
Método sin Balanceo Wine 5.62 3.93 3.37 3.37 4.49
Glass 49.53 32.24 28.89 28.04 32.24
Segment 19.05 13.81 10.95 10.95 13.33
Dermatology 5.46 7.92 8.48 8.47 5.19
Annealing 14.04 15.29 7.14 9.02 1.25
Ecoli 13.69 16.37 18.75 15.48 15.48
Page-Blocks 6.83 3.07 4.33 4.17 3.58
Nursery 9.74 291 2.1 2.1 0.6
Thyroid 3.26 9.77 2.79 5.58 5.12
Bridges 29.25 32.08 37.74 39.62 33.96
Optdigits 8.87 5.26 3.01 2.98 4.47
Echocardiogram 40.15 38.64 41.67 34.85 28.79
Postoperative 30 30 36.67 28.89 42.22
Iris 4 4 5.33 5.33 4
Diabetes 24,61 27.99 29.43 28.12 26.95
Hepatitis 19.35 20 23.23 20 18.06
Credit 24.06 15.07 20 17.1 19.13
lonosphere 12.82 11.4 9.12 10.83 9.69
Votes 8.05 3.22 6.9 6.44 6.21
Método con Repeticién Wine 5.62 4.49 3.37 3.93 6.74
Glass 45.78 29.91 28.5 28.97 36.45
Segment 20.95 12.81 12.86 12.86 9.52
Dermatology 3.55 5.46 8.47 7.65 5.74
Annealing 29.7 14.16 6.39 8.15 1.88
Ecoli 14.29 15.77 19.64 15.48 13.39
Page-Blocks 6.38 2.94 4.33 4.33 4.17
Nursery 9.74 291 2.1 2.1 0.6
Thyroid 2.79 8.84 2.33 4.65 4.19
Bridges 36.79 3491 35.85 35.85 31.13
Optdigits 11.38 6.72 6.04 573 7.69
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Contuacion...
Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 42.93 40.66 36.11 37.12 35.61
Postoperative 31.11 30 37.41 28.89 40
Iris 4.45 4.67 6.89 4.89 4.44
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 17.63 22.37 25.59 20 20.22
Credit 23.33 13.96 19.28 15.12 17.49
lonosphere 11.49 11.59 9.4 12.06 10.45
Votes 8.05 3.22 6.9 6.44 6.21
Método con SMOTE Wine 3.56 5.43 3.56 3 45
Glass 49.69 29.13 31.78 29.75 31
Segment 17.62 11.43 7.94 10.48 10.48
Dermatology 6.01 7.83 9.02 7.19 7.56
Annealing 26.52 13.41 6.89 8.52 2.59
Ecoli 14.78 16.27 19.15 14.88 13.79
Page-Blocks 6.7 2.9 3.86 3.99 3.88
Nursery 9.85 4.08 2.84 2.84 2.08
Thyroid 2.33 9.3 2.48 5.58 5.12
Bridges 32.71 35.85 38.37 40.57 32.39
Optdigits 16.5 11.1 11.78 11.45 11.57

Tabla A.16: Porcentaje de

error de las 19 bases de datos con los métodos
probados por clasificador para el evaluador ConsistencySubsetEval y Método
de busqueda BestFirst (e2bl).

ConsistencySubsetEval - ExhaustiveSearch

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 42.42 37.12 37.88 38.64 33.33
Postoperative 30 30 37.78 28.89 44.44
Iris 4.67 4 4.67 4.67 3.33
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 15.48 20 20 16.77 14.84
Credit 21.45 15.65 20 16.52 17.83
WEKA con Seleccién lonosphere X X X X X
Votes 6.44 3.22 4.6 5.75 3.91
Wine 7.3 6.18 5.06 6.74 8.43
Glass 49.07 31.31 23.36 27.57 32.24
Segment 21.43 12.38 10.95 9.52 8.1
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 9.03 2.98 4.07 4 3.73
Nursery 9.74 291 21 21 131
Thyroid 3.26 9.77 2.79 6.51 6.05
Bridges 34.91 38.68 52.83 50 43.4
Optdigits X X X X X
Echocardiogram 37.88 38.64 35.61 39.39 31.06
Postoperative 30 30 37.78 28.89 42.22
Iris 5.33 5.33 6.67 5.33 6
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 15.48 20 20 16.77 14.84
Credit 21.45 15.65 20 16.52 17.83
lonosphere X X X X X
Votes 6.44 3.22 4.6 5.75 3.91
Método sin Balanceo Wine 5.62 5.06 2.81 3.37 2.81
Glass 48.13 30.84 26.17 28.97 33.64
Segment 18.1 10.95 9.05 10 11.9
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.29 16.07 19.05 15.18 14.88
Page-Blocks 6.71 3.07 4.28 4.18 3.58
Nursery 9.74 291 21 21 0.6
Thyroid 3.26 9.77 2.33 5.58 5.12
Bridges 32.08 36.79 43.4 44.34 39.62

Optdigits
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Continuacion...
Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 40.91 38.64 37.88 37.12 36.36
Postoperative 30 30 36.67 28.89 42.22
Iris 4 4 4.67 5.33 4.67
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 15.48 23.23 21.94 20 18.71
Credit 22.61 14.2 19.71 17.1 17.83
lonosphere X X X X X
Votes 6.44 3.22 4.6 5.75 4.37
Método con Repeticion Wine 5.62 2.25 4.49 6.18 5.06
Glass 43.93 29.44 28.04 31.31 34.58
Segment 24.29 13.33 13.33 12.86 15.71
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.58 16.67 19.64 15.18 14.29
Page-Blocks 6.4 2.76 4.18 4.28 3.91
Nursery 9.74 291 21 21 0.6
Thyroid 2.79 8.84 2.79 4.19 6.05
Bridges 38.68 33.02 4151 43.4 36.79
Optdigits X X X X X
Echocardiogram 43.69 38.13 36.11 35.1 37.88
Postoperative 3111 30 37.04 28.89 38.52
Iris 4.89 4.45 6.22 4.89 4.45
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 18.5 20 21.94 18.49 19.14
Credit 22.8 14.35 18.07 15.41 17.3
lonosphere X X X X X
Votes 6.44 3.22 4.6 5.75 4.37
Método con SMOTE Wine 3.93 4.87 3.18 2.44 4.68
Glass 50.78 27.73 31 29.28 32.71
Segment 19.21 11.43 10.16 10.16 11.11
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.39 16.17 19.05 14.68 13.39
Page-Blocks 7.04 2.85 3.84 4.04 4.08
Nursery 9.74 291 2.1 2.1 0.6
Thyroid 2.79 8.68 2.48 5.58 5.43
Bridges 34.28 34.28 38.99 44.03 31.45
Optdigits X X X X X

Tabla A.18: Porcentaje de error de las 19 bases de datos con los métodos
probados por clasificador para el evaluador ConsistencySubsetEval y Método
de busqueda ExhaustiveSearch (e2b2).

I ConsistencySubsetEval - GeneticSearch |

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 44.7 37.88 40.91 37.12 36.36
Postoperative 30 30 36.67 28.89 43.33
Iris 4.67 4 4.67 4.67 3.33
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 16.13 20.65 18.71 17.42 17.42
Credit 22.17 14.78 19.71 16.67 17.68
WEKA con Seleccién lonosphere 15.95 9.69 13.96 13.11 11.4
Votes 6.67 3.22 6.44 5.98 5.29
Wine 5.06 6.74 6.18 7.3 5.06
Glass 49.07 31.31 23.36 27.57 32.24
Segment 21.43 13.33 12.86 11.9 9.05
Dermatology 4.64 5.19 6.28 5.74 5.46
Annealing 28.32 14.91 8.77 9.9 1.88
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 9.03 2.98 4.07 4 3.73
Nursery 9.74 291 2.1 2.1 1.31
Thyroid 3.26 9.77 2.79 6.51 6.05
Bridges 34.91 39.62 52.83 49.06 42.45
Optdigits 21.06 18.41 12.29 11.54 14.13
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Continuacion...

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 43.18 34.09 35.61 40.15 31.65
Postoperative 30 30 37.78 28.89 41.11
Iris 5.33 5.33 6.67 5.33 6
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 16.13 20.65 18.71 17.42 17.42
Credit 22.17 14.78 19.71 16.67 17.68
lonosphere 15.95 9.69 13.96 13.11 11.4
Votes 6.67 3.22 6.44 5.98 5.29
Método sin Balanceo Wine 5.06 3.93 2.81 1.69 4.49
Glass 50.47 33.64 33.18 35.05 35.51
Segment 18.57 10 8.1 10.95 11.43
Dermatology 2.46 3.01 3.01 3.83 3.83
Annealing 17.92 14.16 6.64 9.15 2.01
Ecoli 13.99 16.07 19.35 16.07 14.88
Page-Blocks 6.96 3.03 4.28 4.17 3.58
Nursery 9.74 291 21 21 0.6
Thyroid 3.26 9.77 2.33 5.58 5.12
Bridges 33.02 34.91 41.51 40.57 40.57
Optdigits 11.61 6.64 3.74 3.92 5.21
Echocardiogram 41.67 36.36 35.61 38.64 30.3
Postoperative 31.11 30 36.67 28.89 41.11
Iris 4 4 5.33 5.33 4
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 13.55 21.29 20 17.42 15.48
Credit 23.91 14.49 20 16.38 18.26
lonosphere 17.95 9.69 8.55 13.68 8.55
Votes 6.67 3.22 6.44 5.98 5.52
Método con Repeticion Wine 5.06 6.18 5.62 5.06 5.06
Glass 47.66 33.18 27.1 28.5 32.71
Segment 21.43 9.52 11.43 11.9 11.43
Dermatology 3.55 3.55 4.1 4.37 3.28
Annealing 21.18 15.16 8.65 11.78 3.01
Ecoli 13.99 16.96 18.45 14.88 14.29
Page-Blocks 7.24 2.94 3.73 3.78 4.53
Nursery 9.74 291 21 21 0.6
Thyroid 2.33 8.37 2.79 4.14 3.72
Bridges 37.74 36.79 39.62 46.23 33.02
Optdigits 17.82 11.8 8.63 8.74 9.97
Echocardiogram 43.94 37.63 37.37 36.36 38.13
Postoperative 31.11 30 37.04 28.89 38.52
Iris 4.67 4.89 6.67 5.34 4.67
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 17.85 20.86 19.36 17.85 18.93
Credit 23.33 14.2 19.13 14.69 17.29
lonosphere 16.9 11.68 11.11 13.01 8.74
Votes 6.67 3.22 6.44 5.98 5.52
Método con SMOTE Wine 3.18 6.56 431 3.37 4.68
Glass 48.13 29.13 31.16 30.53 31.93
Segment 20 10.47 10 9.84 9.21
Dermatology 291 4.92 4.19 3.37 3.37
Annealing 18.96 12.74 5.93 9.23 2.59
Ecoli 14.19 16.47 18.65 14.78 13.59
Page-Blocks 7.43 291 3.87 3.88 4.07
Nursery 9.74 291 21 21 0.6
Thyroid 2.79 9.3 2.79 5.12 4.19
Bridges 35.54 37.74 42.45 40.88 33.02
Optdigits 26.24 20.43 17.71 16.43 20.61

Tabla A.20: Porcentaje de

de busqueda GeneticSearch (e2b3).

error de las 19 bases de datos con los métodos
probados por clasificador para el evaluador ConsistencySubsetEval y Método
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ConsistencySubsetEval - GreedyStepwise

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 43.18 37.88 37.12 38.64 34.09
Postoperative X X X X X

Iris 5.33 7.33 7.33 6.67 6.67
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 16.77 21.94 20.65 18.71 18.06

Credit 21.16 15.07 19.71 15.65 16.67
WEKA con Seleccién lonosphere 15.67 9.69 11.97 13.39 11.4
Votes 7.36 3.45 6.21 5.98 5.29
Wine 7.3 5.62 7.87 7.87 6.74
Glass 49.07 31.31 23.36 27.57 32.24
Segment 18.1 10.48 10.95 9.52 7.14
Dermatology 3.01 5.46 6.28 4.92 5.46
Annealing 37.34 13.78 251 4.26 1.63
Ecoli 14.29 16.37 19.64 14.58 13.1
Page-Blocks 9.03 2.98 4.07 4 3.73
Nursery 9.74 2.91 2.1 2.1 1.31
Thyroid 3.26 9.77 2.79 6.51 6.05
Bridges 33.02 33.02 46.23 42.45 34.91
Optdigits 19.02 18.1 13.6 12.4 16.32
Echocardiogram 40.91 36.36 39.39 37.12 34.09
Postoperative X X X X X

Iris 5.33 7.33 7.33 6.67 6.67
Diabetes 24.61 27.99 29.43 28.13 24.35
Hepatitis 16.77 21.94 20.65 18.71 18.06

Credit 21.16 15.07 19.71 15.65 16.67
lonosphere 15.67 9.69 11.97 13.39 11.4
Votes 7.36 3.45 6.21 5.98 5.29
Método sin Balanceo Wine 5.62 4.49 3.37 3.37 5.06
Glass 47.66 32.24 26.64 27.1 31.31
Segment 17.62 14.29 11.9 9.05 14.29
Dermatology 13.66 13.39 14.48 14.75 13.11
Annealing 13.41 14.79 7.14 9.02 1.25
Ecoli 13.99 16.07 19.05 14.88 16.37
Page-Blocks 6.96 3.07 4.28 4.2 3.53
Nursery 9.74 291 2.1 2.1 0.6
Thyroid 3.72 9.3 3.26 5.58 512
Bridges 30.19 29.25 38.68 36.79 32.08
Optdigits 8.24 7.72 1.62 1.78 2.43
Echocardiogram 40.91 36.36 39.39 37.12 34.09
Postoperative X X X X X

Iris 5.33 7.33 7.33 6.67 6.67
Diabetes 24.22 28.52 28.52 26.56 24.61
Hepatitis 14.19 19.35 19.35 19.35 13.55

Credit 23.77 14.78 20.14 15.8 17.39
lonosphere 12.82 13.39 11.11 10.54 9.12
Votes 8.97 3.22 6.9 6.44 4.37
Método con Repeticion Wine 5.62 4.49 3.37 3.37 5.06
Glass 47.66 32.24 26.64 271 31.31
Segment 17.62 14.29 11.9 9.05 14.29
Dermatology 13.66 6.01 14.48 14.75 13.11
Annealing 13.41 10.28 7.14 9.02 1.25
Ecoli 14.58 15.77 19.64 15.48 13.69
Page-Blocks 6.38 2.94 4.33 4.33 4.17
Nursery 9.77 2.9 2.1 2.1 0.6
Thyroid 2.79 9.77 2.79 5.12 3.72
Bridges 36.79 34.91 35.85 35.85 31.13
Optdigits 11.38 6.72 6.04 5.73 7.69
Echocardiogram 42.93 40.66 37.12 34.34 31.06
Postoperative X X X X X

Iris 4.67 4.22 6 4.89 4.45
Diabetes 24.61 27.99 29.43 28.12 26.95
Hepatitis 18.71 23.87 25.59 21.51 19.14

Credit 22.85 14.01 19.76 14.78 17.15
lonosphere 12.25 10.83 10.64 11.4 9.12
Votes 7.36 3.45 6.21 5.98 5.75
Método con SMOTE Wine 3.74 4.3 3.37 2.44 4.87
Glass 59.19 34.89 38.63 35.2 37.07
Segment 22.7 12.06 12.38 12.38 16.98
Dermatology 6.28 8.74 9.65 8.65 7.37
Annealing 27.28 13.49 6.89 8.6 3.01
Ecoli 16.27 17.26 19.25 15.68 15.38
Page-Blocks 6.86 2.92 3.86 4 3.78
Nursery 9.85 4.08 2.84 2.84 2.08
Thyroid 2.48 8.99 2.79 5.12 4.81
Bridges 32.39 35.85 38.37 41.19 30.19
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Continuacion...

Método

Base de Datos
Optdigits

Bayes
33.27

J48
29.48

KNN1
31.97

KNN3
31.28

MP
24.62

Tabla A.22: Porcentaje de error de las 19 bases de datos con los métodos
probados por clasificador para el evaluador ConsistencySubsetEval y Método

de busqueda GreedyStepwise (e2b4).

ConsistencySubsetEval - RandomSearch

Optdigit:

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 43.94 40.15 39.39 37.12 37.88
Postoperative 30 30 40 28.89 43.33
Iris 4.67 5.33 5.33 5.33 4.67
Diabetes 24.48 27.34 30.99 26.04 26.04
Hepatitis 12.26 20 17.42 17.42 18.71
Credit 23.04 14.78 20 15.51 18.12
WEKA con Seleccion lonosphere X X X X X
Votes 8.51 3.45 6.67 5.98 6.21
Wine 2.81 7.3 4.49 5.06 3.93
Glass 52.34 30.37 24.3 27.1 30.84
Segment 21.9 10.48 9.52 10 9.52
Dermatology X X X X X
Annealing X X X X X
Ecoli 15.18 17.56 21.13 15.77 16.67
Page-Blocks 6.23 3 4.44 4.26 3.69
Nursery 10.17 4.97 6.75 5.44 45
Thyroid 3.26 9.77 2.79 6.51 6.05
Bridges 33.96 30.19 44.34 49.06 38.68
Optdigits X X X X X
Echocardiogram 447 36.36 38.64 37.88 33.33
Postoperative 30 30 40 28.89 44.44
Iris 6.67 7.33 5.33 5.33 5.33
Diabetes 24.48 27.34 30.99 26.04 26.04
Hepatitis 12.26 20 17.42 17.42 18.71
Credit 23.04 14.78 20 15.51 18.12
lonosphere X X X X X
Votes 851 3.45 6.67 5.98 6.21
Método sin Balanceo Wine 3.93 8.43 7.87 4.49 8.99
Glass 48.6 31.78 285 285 32.24
Segment 19.05 12.38 10.95 12.86 9.05
Dermatology X X X X X
Annealing X X X X X
Ecoli 15.48 15.48 20.54 16.37 15.77
Page-Blocks 6.23 2.98 4.4 4.22 3.71
Nursery 10.17 4.97 6.75 5.44 4.73
Thyroid 3.26 10.7 2.33 6.51 7.91
Bridges 37.74 33.02 43.4 47.17 41.51
Optdigits X X X X X
Echocardiogram 46.21 37.12 40.15 40.15 34.85
Postoperative 30 28.89 37.78 28.89 44.44
Iris 6 4 6 5.33 4
Diabetes 24.48 27.34 30.99 26.04 26.3
Hepatitis 14.84 20.65 20 16.67 18.06
Credit 23.23 14.78 20.14 15.36 17.52
lonosphere X X X X X
Votes 8.51 3.45 6.67 5.98 6.21
Método con Repeticion Wine 5.06 7.87 8.43 5.62 8.43
Glass 46.73 31.78 30.37 28.5 32.24
Segment 16.19 11.43 10.95 13.33 9.52
Dermatology X X X X X
Annealing X X X X X
Ecoli 14.88 17.86 21.02 16.07 15.77
Page-Blocks 6.92 2.96 3.84 3.95 4.13
Nursery 10.17 4.97 6.75 5.44 45
Thyroid 2.33 10.7 2.33 6.51 9.77
Bridges 40.57 32.08 43.4 48.11 38.68
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Continuacion...

Método Base de Datos Bayes J48 KNN1 KNN3 MP
Echocardiogram 45.71 38.63 40.4 36.36 35.35
Postoperative 31.11 30 40 30.74 45.56
Iris 5.11 5.11 5.33 4.89 4.89
Diabetes 24.48 27.34 30.99 26.04 26.3
Hepatitis 17.63 20.21 18.06 15.7 18.93
Credit 22.95 14.06 19.33 15.07 17.44

lonosphere X X X X X
Votes 851 3.45 6.67 5.98 6.21
Método con SMOTE Wine 2.25 8.06 3.74 4.12 2.62
Glass 51.4 31.78 31 29.91 30.68
Segment 19.84 11.43 10.32 15.87 9.68

Dermatology X X X X X

Annealing X X X X X
Ecoli 15.08 17.26 21.23 15.77 14.68
Page-Blocks 6.17 2.96 4.43 4.2 3.48
Nursery 10.17 4.97 6.75 5.44 4.73
Thyroid 2.48 10.7 2.33 6.51 8.84
Bridges 33.96 29.25 44.34 49.06 40.88

Optdigits X X X X X

Tabla A.24: Porcentaje de error de las 19 bases de datos con los métodos
probados por clasificador para el evaluador ConsistencySubsetEval y Método
de busqueda RandomSearch (e2b5).
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