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Resumen

El agrupamiento es el proceso de organizar o estructurar una coleccién de objetos
en clases o clusters de forma tal que exista una semejanza relativamente alta (o minima
distancia) entre los objetos del mismo grupo en contraposicién con la existente entre
objetos de grupos diferentes.

Un aspecto a tener en cuenta, en el caso del agrupamiento de documentos, es cémo
serda considerada la pertenencia de un documento a los grupos. Es muy comun que un
documento no trate de un tnico tema o tépico en particular sino que en el mismo estén
presentes varios topicos; este documento deberia pertenecer a cada uno de los grupos que
representan a estos tépicos. No obstante, la mayoria de los algoritmos de agrupamiento
de documentos producen particiones, es decir grupos disjuntos.

En esta tesis se presenta un nuevo algoritmo de agrupamiento basado en grafos deno-
minado CStar, el cual permite generar cubrimientos en bases documentales considerando
que un documento pueda pertenecer a mas de un grupo. El algoritmo CStar define un
nuevo tipo de sub-grafo llamado sub-grafo en forma de estrella condensada y aplica una
heuristica, a partir de la cual obtiene un cubrimiento del grafo que representa la colec-
cién utilizando sub-grafos de este tipo. La heuristica que sigue CStar para obtener el
agrupamiento evita el efecto de encadenamiento entre documentos, el cual es comun en
muchos algoritmos como el Single-Link. CStar también reduce limitaciones presentes en
algoritmos basados en grafos como Star, Extended Star y Generalized Star.

Los experimentos realizados en colecciones estdndar de documentos, considerando
varias medidas de calidad externas e internas, mostraron que CStar obtiene mejores re-
sultados que los algoritmos basados en grafos y que los algoritmos jerarquicos mas usados
para el agrupamiento de documentos. Ademas, CStar reduce la cantidad de grupos gen-
erados por la mayoria de los algoritmos y obtiene grupos mas densos igualmente en la
mayoria de los casos.

Adicionalmente, se propone una variante del algoritmo CStar denominada CStar+ que
permite, a través de la deteccién de algunos tipos de componentes conexas, aumentar la
cohesiéon del agrupamiento y reducir el procesamiento del algoritmo.
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Abstract

Clustering is the process of grouping a set of prototypes objects into a set of meaningful
subclasses, called clusters, such that prototypes belonging to the same cluster have a
higher similarity in comparison to prototypes that belonging to different clusters.

One important aspect to consider, in document clustering, is how will be the resulting
clusters, i.e. they will be disjoint or overlapped. Usually, there are many topics included
in a single document; therefore, this document should belong to more than one cluster.
However, most of document clustering algorithms produce disjoint clusters.

In this thesis, a new graph-based clustering algorithm called CStar is presented. The
CStar algorithm builds a set of clusters, from one document collection, where a document
may belong to more than one cluster. In CStar algorithm, a new type of star-shaped sub-
graph and a new heuristic that allows obtaining a cover of the thresholded similarity graph
representing the document collection, are introduced. The heuristic followed by CStar
avoids the chaining effect presented in some algorithms like Single-link and it reduces
some drawbacks presented in some graph-based algorithms like Star, Extended Star and
Generalized Star.

The experimentation using two standard document collections, considering internal
and external evaluation measures, showed that CStar outperforms other graph-based al-
gorithms and some widely used hierarchical algorithms. Besides, CStar obtains fewer clus-
ters than most of the aforementioned algorithms and, in almost all cases, their clusters
have more elements.

Additionally, in this thesis, an improved version of CStar algorithm called CStar+ is
presented. This version allows, through the detection of some types of connected compo-
nents in the thresholded similarity graph, to increase the internal cohesion of the resulting
clustering and to reduce algorithm’s processing.
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Capitulo 1

Introduccion

En la actualidad, con el desarrollo de Internet, las comunicaciones y la creacién de
grandes repositorios de documentos y almacenes de datos con contenidos textuales, se ha
observado un significativo incremento del interés en el desarrollo de métodos asociados
con la mineria de datos para el procesamiento de textos, como son la clasificacién, el
analisis de tendencias, el descubrimiento de patrones frecuentes, el agrupamiento, etc.

El término de agrupamiento (clustering) suele asociarse con todo método que estruc-
ture conjuntos de objetos en grupos (clusters) de forma tal que exista una semejanza
relativamente alta (o minima distancia) entre los objetos del mismo grupo en contraposi-
ci6én con la existente entre objetos de grupos diferentes. Esa semejanza (o distancia) puede
ser medida de muy diversas formas, atendiendo a los diferentes modelos desarrollados y a
la diversidad de tipos de datos y aplicaciones. A su vez, los grupos descubiertos pueden:
(1) formar particiones (grupos disjuntos), (i) formar cubrimientos con mayores o menores
grados de solapamientos en dependencia de los requerimientos de los usuarios, 6 (iii) ser
difusos.

El agrupamiento es una herramienta que, en el contexto del procesamiento de docu-
mentos ha sido utilizada eficientemente en la soluciéon de diversas tareas, como son in-
dexacién, recuperacion de informacién, sistemas de busquedas de respuestas, generacion
automatica de resimenes, deteccion y seguimiento de tépicos, etc.

Estas multiples aplicaciones han favorecido el desarrollo de varios algoritmos de agru-

pamiento de documentos. Estos algoritmos son variados en cuanto a: (i) el modelo uti-



lizado para representar a los documentos, (i7) la funcién empleada para el célculo de
la semejanza entre un par de documentos y (i7i) el método o heuristica utilizada en la
construccion del conjunto de clusters.

Un aspecto a tener en cuenta en el caso del agrupamiento de documentos es coémo
seré considerada la pertenencia de un documento a los grupos. Es muy comin que un
documento no trate de un tnico tema o topico en particular, sino que en el mismo estén
presentes varios tépicos cada uno de ellos posiblemente con distintos grados de relevancia.
Teniendo esto en cuenta, este documento deberia pertenecer a cada uno de los grupos que
representan a estos topicos. No obstante a lo mencionado anteriormente, la mayoria de
los algoritmos de agrupamiento producen particiones, es decir grupos disjuntos.

Es importante agregar que existen algunas aplicaciones en las cuales se requiere la
inclusiéon de un documento en varios tépicos de discusion. Este tipo de estructuracién
solo es posible si se consideran algoritmos cuyos grupos puedan formar cubrimientos y
no particiones. Un ejemplo de estas aplicaciones se puede encontrar en bibliotecas digi-
tales o sistemas de informacion cientifica en general, donde es comin que un documento se
clasifique de acuerdo a varios topicos. En este tipo de sistemas, tener los documentos agru-
pados de esta forma, puede resultar de vital importancia para el trabajo de especialistas
y analistas de informacion.

Este trabajo centrara su atencién en algoritmos de agrupamiento que permitan la
generacion de cubrimientos en bases documentales, de forma tal que se considere la posible
pertenencia de un documento a més de un grupo. Los algoritmos propuestos permitiran
el descubrimiento de grupos no necesariamente disjuntos, donde cada documento de la
coleccion pertenecerd a uno o mas grupos en dependencia de los topicos subyacentes que
el mismo contenga.

Este capitulo esta organizado como sigue: en la seccién 1.1 se realiza una descripciéon
del problema a tratar en este documento de tesis. Los objetivos principales y especificos
del trabajo se presentan en la seccién 1.2 y por tltimo en la seccion 1.3 se describe como

esta organizado el documento de tesis.



1.1. Descripciéon del problema

La obtencién de un algoritmo de agrupamiento que pueda organizar una coleccion de
documentos de forma tal que se logre una cohesién interna elevada, continua siendo un
problema de investigacién abierto. Aunque se han desarrollado varios algoritmos para tal
fin, la mayoria de ellos presentan diferentes problemas. Por ejemplo, en algunos algorit-
mos el agrupamiento resultante depende del orden de andlisis de los documentos. Esta
dependencia no sélo trae como consecuencia que los grupos sean diferentes cada vez que
se ejecute el algoritmo sobre la misma coleccién, sino que ademdas en muchos casos se
afecta la calidad del agrupamiento.

Otros algoritmos por su parte, incorporan heuristicas que eliminan esta dependencia,

sin embargo:

1. Presentan el efecto de encadenamiento, es decir varios documentos diferentes en-
tre si, pero asociados transitivamente pueden ser agrupados en un mismo grupo,

reduciéndose de esta forma la cohesion interna de dicho grupo.

2. Obtienen muchos grupos y éstos generalmente tienen pocos elementos, dificultandose

el analisis de los resultados, 6

3. Requieren varios parametros externos para los que no siempre es conocido cual o

cuales valores asignarles.

Uno de estos parametros que muchos de los algoritmos necesitan es el nimero de
grupos en los que se desea organizar la coleccion, lo cual puede afectar directamente la
calidad del agrupamiento puesto que en la mayoria de los casos no se conoce a priori la
cantidad de clases en las que se distribuyen los documentos que se desean agrupar. Una
alternativa a este problema seria descubrir automaticamente el ntimero de grupos idéneo
en los que debiera agruparse la coleccion, a partir de las caracteristicas de los documentos
que la componen.

Por 1ultimo, como ya se menciond, en el contexto del procesamiento de documentos

puede resultar muy util permitir la asignacion de un documento a mas de un tépico o



tema. Sin embargo, la mayoria de los algoritmos de agrupamiento desarrollados consideran
un documento como perteneciente a un tnico grupo.

El andlisis de las limitantes planteadas conduce a la siguiente pregunta: ;Serd posible
desarrollar un algoritmo de agrupamiento que considere la generacién de cubrimientos y

que a la vez ataque las deficiencias planteadas?

1.2. Objetivos

En el conjunto de los algoritmos de agrupamiento de documentos, una clase muy im-
portante es la de los algoritmos basados en grafos. Un algoritmo de agrupamiento basado
en grafo se caracteriza por representar la coleccion a agrupar por su correspondiente grafo
de semejanza. Un grafo de semejanza G = (V, E,w), es un grafo en el cual los vértices
representan a los documentos de la coleccion, cada arista (d;, d;) estd etiquetada con el
valor de semejanza existente entre los documentos que la componen y w es la funcién que
asigna los pesos a las aristas. Debido a que el grafo de semejanza formado es completo,
existen algoritmos que trabajan sobre variantes de este grafo. Por ejemplo: (7) grafos de
maxima semejanza; los cuales solo consideran que un vértice tenga arista con otro si la
semejanza entre ellos es méxima, (i7) grafos de [-semejanza; los cuales consideran que
dos vértices forman una arista si la semejanza entre ellos es superior a un umbral .

Una caracteristica importante de estos algoritmos de agrupamiento es que no imponen
restricciones al espacio de representacion de los objetos de la coleccién, asi como tampoco
restringen la medida de semejanza utilizada en el célculo del peso de las aristas. Estas
caracteristicas aumentan sin lugar a dudas el campo de aplicacién de dichos algoritmos.

En este trabajo esta centrado en algoritmos de agrupamiento basados en grafos.

Objetivo general

Teniendo en cuenta las bondades de los algoritmos basados en grafos, el objetivo
de este trabajo es desarrollar un algoritmo de agrupamiento de este tipo, que permita
la generacion de cubrimientos en bases documentales, de forma tal que se considere la

pertenencia de un documento a mas de un grupo y que ademas:



1. Reduzca la cantidad de grupos obtenidos.

2. Reduzca la influencia del orden de andlisis de los documentos en el agrupamiento

obtenido.
3. No presente el efecto encadenamiento.
4. No necesite para su funcionamiento conocer a priori el nimero de grupos a obtener.
5. Reduzca la dependencia de parametros externos.

El desarrollo de los puntos 1, 2 y 3 tiene como objetivo mantener o mejorar la cali-
dad del agrupamiento resultante respecto al agrupamiento obtenido por otros algoritmos
relacionados. El desarrollo de los puntos 4 y 5 tiene como objetivo facilitar la aplicacién

del algoritmo.

Objetivos especificos

Como objetivos especificos de este trabajo se encuentran los siguientes:

1. Proponer un nuevo criterio de cubrimiento de grafo de semejanza utilizando sub-

grafos que reduzca su dependencia a parametros adicionales.

2. Desarrollar un algoritmo de agrupamiento que utilice el criterio de cubrimiento

propuesto en (1) y que permita la generacién de cubrimientos en bases documentales.

3. Evaluar la eficacia del algoritmo desarrollado en bases documentales estandares,

comparandolo con otros métodos de agrupamiento.

1.3. Estructura de la tesis

Este documento de tesis consta de 4 capitulos. En el capitulo 2 se exponen los pasos
involucrados en el proceso de agrupamiento de documentos asi como una descripcién de
los principales trabajos reportados en la literatura referentes a este tipo de agrupamiento.

En el capitulo 3 se describe en detalle el algoritmo presentado en esta tesis. Por tltimo el



capitulo 4 contiene las conclusiones de la tesis y una descripcién breve de futuras lineas

de trabajo.



Capitulo 2

Algoritmos de agrupamiento

En la década de los noventa, disciplinas como la Mineria de Datos, el Aprendizaje
Automatico, la Mineria de Textos y el Reconocimiento de Patrones resultaron de gran
ayuda para el hombre, en su constante afan de extraer informacion relevante de un con-
junto de datos. Hoy en dia, el volumen de informacién almacenada crece a una velocidad
verdaderamente increible por lo que, el proceso de andlisis de esta informacion resulta
cada vez mas complejo e importante. Es en este punto donde la aplicacion de técnicas de
las disciplinas mencionadas adquieren un papel importante.

Una de las técnicas que ha demostrado ser de utilidad en varios contextos es el agru-
pamiento o estructuracion de datos. El agrupamiento es el proceso de organizar o estruc-
turar una coleccién de objetos en clases o clusters de forma que los objetos contenidos
en un mismo grupo sean mas semejantes en relacién con objetos que pertenezcan a gru-
pos diferentes [28]. Los algoritmos de agrupamiento pueden ser Restringidos o Libres de
acuerdo a si se conoce a priori o no el nimero de grupos que se desean obtener [74].

Algunas de las aplicaciones de los algoritmos de agrupamiento estan asociadas con
areas como la biologia, donde se han utilizado algoritmos de agrupamiento para el estudio
de enfermedades como el cdncer de mamas [47] o para el estudio de secuencias de genes [26,
86], en contextos como la deteccién y seguimiento de sucesos en flujos de noticias o correos
[10, 66, 15], el procesamiento de imdgenes [40, 9, 42|, el procesamiento de datos espaciales
132, 92, 52|, donde se busca descubrir estructuras, asi como analizar flujos en datos que

son generados continuamente. En otros contextos como el procesamiento de documentos



web se ha utilizado el agrupamiento como herramienta para el descubrimiento de patrones
en el comportamiento de usuarios que navegan en distintos sitios web [61, 62, 57], para
determinar las relaciones presentes entre los tépicos de diferentes sitios visitados [29],
asi como para personalizar, en dependencia de los gustos de ciertos clientes, los servicios
brindados por un portal web [90].

Los algoritmos de agrupamiento pueden clasificarse atendiendo a varios criterios [94,
36, 28]. Algunos de estos criterios son: (i) la forma en que procesan los objetos, (i)
atendiendo a cémo se considera la pertenencia de los objetos a los grupos formados, (i)
la forma en que se organizan o se relacionan los grupos obtenidos y (iv) el mecanismo en
que se basan para agrupar los objetos.

En la literatura existen diversos algoritmos de agrupamiento reportados, observandose
en todos un conjunto de pasos involucrados: (i) Representacion de los objetos (opcional-
mente incluye extraccién o seleccién de variables), (ii) Definicién de una medida de proxi-
midad o semejanza entre los objetos, (iii) Agrupar los objetos utilizando algin criterio
de agrupamiento o heuristica. Ademas de estos pasos, y aunque no forma parte como tal
del proceso de agrupamiento, es comun incluir un proceso de evaluacion de los resultados
obtenidos.

Como ya se mencioné anteriormente, este trabajo centra su atencion en los algoritmos
de agrupamiento de documentos. En este capitulo se presentard en profundidad cada uno
de los pasos presentes en el proceso de agrupamiento de documentos, exponiéndose una
panoramica de los trabajos mas importantes reportados en la literatura referente a este
tipo de algoritmo.

El capitulo estd organizado como sigue: las secciones 2.1 y 2.2 abordan en detalle los
primeros dos pasos involucrados en el proceso de agrupamiento. La secciéon 2.3 por su
parte, describe las caracteristicas de los principales trabajos relacionados. Por tltimo, las
secciones 2.4 y 2.5 estan dedicadas a detallar las medidas de evaluacion que utilizaremos
para estimar la calidad de los resultados obtenidos y a realizar un resumen de lo abordado

en el capitulo.



2.1. Modelos de representacion de documentos

Si a una persona se le pidiera que agrupara una coleccién de documentos segin su
contenido, ésta sin lugar a duda procederia a leerlos uno a uno (o al menos el resumen del
documento) y con base en la informacién extraida lograria el agrupamiento deseado. En
el caso de un programa automatico la tarea de “leer” el documento, como lo haria una
persona, es mucho mas dificil ya que incluye extraccion de informacion tanto sintéctica
como semantica y posteriormente el uso de esta informacion para determinar cuando dos
documentos abordan el mismo tema. En el ser humano sin embargo, estas acciones ocurren
casi inconsientemente.

De lo anteriormente planteado se induce la necesidad de buscar una alternativa de
representacion para los documentos, diferente al lenguaje natural en que normalmente
éstos estan escritos, de forma tal que dicha representacion sea facil de utilizar por un
algoritmo de agrupamiento de documentos.

En esta seccion se describen tres modelos de representacién de documentos que han
sido utilizados con cierta frecuencia en los algoritmos de agrupamiento y en otras tareas
de procesamiento de documentos: el Modelo de Espacio Vectorial, el Modelo de Distan-
cia Asociativa Global y el Modelo Basado en Conjuntos de Secuencias Frecuentes Maxi-
males. Con el objetivo de describir los modelos anteriormente planteados se hace necesario
primeramente describir el pre-procesamiento que se realiza sobre los documentos de una

coleccion.

2.1.1. Pre-procesamiento de los documentos

Como es conocido, un documento estd compuesto por varios elementos: palabras, sig-
nos de puntuacion, caracteres de espacio, asi como posiblemente de algunos caracteres
especiales. Como es de suponer, una persona que quiere analizar dos documentos para
determinar si los mismos abordan un mismo tema no utiliza todos estos elementos, sino
que solamente utiliza las palabras y de hecho un sub-conjunto de ellas, el que mejor re-

presenta a cada documento. Estas palabras generalmente reciben el nombre de términos



y representan al documento al que pertenecen.
El pre-procesamiento de un documento es un proceso que tiene el objetivo de modificar
el documento de forma tal que el mismo sélo esté compuesto por este conjunto de términos.

Entre las tareas mas comunes de este proceso estan:

1. Eliminacién de maytsculas, signos ortograficos, espacios, etiquetas (en el caso de las
paginas HTML), asi como el reconocimiento de palabras (tokenizacion). Al finalizar
esta tarea el documento queda representado solamente por las palabras que fueron

identificadas.

2. Eliminacién de las palabras vacias. Este conjunto o lista esta formado por palabras
que carecen de utilidad para resaltar el contenido del documento al que pertenecen.
Algunos de los elementos que conforman esta lista son preposiciones, articulos,
pronombres, conjunciones asi como otras palabras que no son discriminantes de-
bido a que aparecen muy frecuentemente en todos los documentos. Por consiguiente
cada palabra que se identificé como resultado de la tarea anterior es verificada y sélo
aquellas que no estén en la lista son utilizadas para representar el documento. Este

paso reduce notablemente la cantidad de palabras que representa al documento.

3. Lematizacién o stemming. Este paso tiene como objetivo reducir aiin mas la dimen-
sionalidad del documento al tratar de reducir las palabras a una forma canoénica y
de esta forma poder identificar palabras que representan variaciones morfolégicas
de una misma palabra. Un ejemplo de estas variaciones morfolégicas se observa en
palabras como jovenes y jovencitos las cuales se reducen a joven. Este proceso por
consiguiente tiene implicito eliminacién de plurales, prefijos, sufijos, conjugaciones

verbales asi como reducion al infinitivo de los verbos.

Es comun que no se realicen siempre todas las tareas de pre-procesamiento. Hay mu-
chos algoritmos que solo realizan las dos primeras y otros que ademas incluyen un proceso
de identificacién de entidades nombradas como nombres propios, nombres de lugares,

organizaciones, etc.
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2.1.2. Modelo de Espacio Vectorial

Uno de los modelos de representaciéon mas utilizados por los algoritmos que procesan
documentos es el Modelo de Espacio Vectorial (VSM, por sus siglas en inglés) [71]. En este
modelo, dada una coleccion de documentos D, cada documento d € D es representado
como un vector de la forma d = (wy, wy, ..., wy), donde N es la cantidad total de términos
de la coleccién (la cantidad de términos que aparecen al menos una vez en al menos un
documento de la coleccién) y cada w; representa el peso del termino i-ésimo dentro del
documento, es decir un valor que identifica la utilidad de ese término para describir al
documento d.

Los términos que componen la coleccién de documentos y que representan a cada
uno de sus documentos en este modelo pueden ser de distintos tipos: (i) palabras, (i7)
n-gramas 6 (iii) secuencias frecuentes maximales, etc. El caso de las palabras es sencillo
puesto que éstas serian las mismas que se obtuvieron en la etapa de pre-procesamiento de
los documentos. Los n-gramas por su parte son subsecuencias de n elementos consecutivos
presente en un documento. Normalmente el valor de n que mas se utiliza es 2, por lo que
estos 2-gramas son generalmente llamados bigramas.

Una secuencia de palabras se considera frecuente si la misma aparece en la coleccion
de documentos una cantidad de veces no menor que un valor minimo « predefinido. Una
secuencia frecuente S es maximal si se cumple que AS’, secuencia frecuente tal que S C S'.
Existen en la literatura reportados varios algoritmos que calculan estas SFM [2, 20, 21].

Como se mencioné anteriormente, en el Modelo de Espacio Vectorial cada término
presente en el vector de un documento es representado por un peso que determina la
importancia de este término para representar al documento. Existen diferentes formas de

calcular este peso [25], entre las mas utilizadas se encuentran:

» Pesado Booleano. Este tipo de pesado es el mas sencillo que se utiliza, el mismo
asigna un peso igual a 1 si el término esta presente en el documento y 0 en caso

contrario.

= Frecuencia del término. Este tipo de pesado también es conocido como TF por
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sus siglas en inglés. A cada término en un documento se asigna un peso proporcional
a la cantidad de veces que el mismo aparece en dicho documento. Luego, si se denota
TF(d,t;) como la frecuencia de aparicién del término ¢; dentro del documento d,
entonces el peso de t; en d es w(d, t;) = TF(d,t;). Generalmente estas frecuencias de
aparicién son normalizadas con el objetivo de que: (i) este peso asociado no dependa
de la frecuencia relativa de este término con otros términos y (ii) evitar favorecer
a documentos mas largos que otros. Existen diferentes tipos de normalizaciones

reportadas en la literatura [25], algunas de estas normalizaciones son:

e Normalizacion por la frecuencia. La frecuencia de cada término se divide por
la frecuencia maxima de todos los términos del documento, logrando que este
peso esté entre 0 y 1. Existen algunas variantes de esta normalizacion, entre

ellas podemos mencionar:
o Augmented Normalized Term Frequency. Esta normalizacién produce va-
lores entre 0,5 y 1 mediante la aplicacion de la férmula:

0,5-TF(d,t;)
mixgep TF(d, ;)

o Logarithmic Term Frequency . Esta normalizacién reduce la importancia
de la frecuencia absoluta de un término en aquellas colecciones con gran

variabilidad en la longitud de los documentos.
w(d, t;) =1+ 1log (TF(d,t;))

o Average Term Frequency.

- 1+ log (TF(d,t;))
wid b)) = 77 log (avgiep(TF(d, 1:)))

e Normalizacion por la longitud del documento. Esta normalizacion consiste en

dividir la frecuencia de cada término por la longitud del documento.

» TF-IDF. El factor IDF(d, t;) de un término ¢;, a diferencia de T'F'(t;), representa la

frecuencia del término ¢; en la coleccién de documentos. Este factor IDF(d,t;) da un
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estimado de la importancia del término ¢; para describir al documento d en funcién
de cuantos documentos en la coleccion contienen a t;; mientras menos documentos
contengan a t; mayor sera la utilidad de éste para describir al documento d. Luego
el peso del término ¢; en el documento d € D sera:

N
w(d,t;) = TF(dt;) - IDF(d,t) donde IDF(d.t) = log e,

N es la cantidad de documentos de la coleccién y df(¢;) el nimero de estos que
contienen al término ¢;. Este tipo de pesado permite asignar un peso mayor a aquellos
términos que ocurren con una alta frecuencia en el documento pero que son poco

frecuentes en la coleccién.

Estas formas de pesado son utilizadas para cada uno de los posibles tipos de términos
que se mencionaron anteriormente. En el caso de las SF'M, se ha definido también otra

forma de asignar los pesos que utiliza la longitud de dichas SFM [31].

2.1.3. Modelo de Distancia Asociativa Global

Este modelo se propuso con el objetivo de solucionar las desventajas del Modelo de
Grafo de Asociacién [54]. Este modelo se apoya en las ideas preliminares del Modelo de
Espacio Vectorial y a diferencia de este ltimo estima la relevancia de un término a través
de su fuerza global asociativa [56].

El modelo GADM, por sus siglas en inglés, asume las siguientes hipotesis:

Hy: La relacion semantica entre dos términos de un documento disminuye con el aumento

de la distancia entre ellos.

Hy: La relevancia de un término en un documento estd dada por la fuerza de sus relaciones

con el resto de los términos del documento.

Como primer paso se modela cada documento d € D a través de un grafo G, deno-
minado Grafo de Asociacion, en el que los vértices representan a los términos presentes

en el mismo y una arista entre un par de términos ¢; y t; representa la distancia entre
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ellos. La férmula para calcular la distancia entre los términos tiene en cuenta la distancia
por parrafos existente entre los términos, asi como la co-ocurrencia natural cuando estos
términos aparecen en la misma oracion.

Sean (p;,n;), (p;,n;), el nimero del parrafo y el ndmero de la oracién en que se
encuentran el término ¢; y el término ¢; respectivamente, la distancia entre estos términos

en el documento d se define como:

Dij = (2.1)
Ipi — pj| +2 en otro caso

Formalmente, en el modelo de Distancia Asociativa Global cada documento es repre-
sentado como un vector de la forma d = (g4, gt,, - - -, gt ), donde el peso de cada término

t; se calcula a través de su fuerza global asociativa g;, definida por:

(2.2)

X

donde D;; representa la distancia existente entre los términos ¢ y j, o sea el peso de la
arista que une a los vértices v; y v; en el grafo G, calculada por la expresién 2.1. Existen
otros trabajos que abordan nuevas formas de definir la expresién 2.2, ver [55] para mayor

informacion.

2.1.4. Modelo Basado en Conjuntos de Secuencias Frecuentes
Maximales

Este modelo fue propuesto en [31] como una alternativa al modelo de espacio vectorial
y el mismo pretende reducir el espacio de representacion del documento y aprovechar las
caracteristicas de las SFM.

Formalmente, dado un documento d € D, el Modelo de Secuencias Frecuentes Maxi-
males representa dicho documento a través del conjunto de las SEFM que el mismo contiene,
osea d = {SFM,,SFM,...,SFM,;}. Adicionalmente, como una estrategia para tener
en cuenta la presencia de cada SFM en la colecciéon D, cada SFM puede tener asociado

un peso. Para la asignacién de los pesos a estas SEFM se utiliz6 el pesado TF-IDF [31].
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2.2. Medidas de semejanza

Una vez que se tienen los documentos representados en algunos de los modelos an-
teriormente mencionados, resulta mucho mas facil para un algoritmo de agrupamiento
procesarlos y encontrar una estructuracion de la coleccion. Una de las operaciones basicas
para el agrupamiento es la determinacién del grado de similitud entre un par de docu-
mentos d; y d; denotada por sim(d;,d;).

En el caso del Modelo de Espacio Vectorial, la medida mas utilizada para determinar
la semejanza entre un par de documentos es la medida del coseno [8]. Esta medida se
define como:

sim(d;, d;) = cos(d;, d;) = (di x dj) Do wir - wy,

]| (gl \/m7

donde d;, d; son los vectores asociados a los documentos 1, j, ||d;||, ||d;|| las normas de los

vectores, y wj,, wj, son los pesos de los términos en los vectores d;, d;, respectivamente.
Otras medidas utilizadas también en este modelo son la distancia Euclidiana [49], el
coficiente Dice y el coeficiente Jaccard [89).
En el caso del Modelo Basado en Conjuntos de SFM la semejanza entre un par de
documentos d; y d; se calcula teniendo en cuenta el conjunto de secuencias comunes en

ambos documentos [31]. Estas medidas de semejanzas se definen en 2.3 y 2.4.

|SEM(d;) N SFM(d;)|
|SFM(dy)| + |SFM(dy)|

donde SFM(d;) y SFM(d;) identifican a los conjuntos de secuencias frecuentes maxi-

sim(di, d]) =2

(2.3)

males que representan a los documentos d; y d;. Es importante mencionar que la férmula
(2.3) coincide con el coeficiente Dice [89] aplicado a los vectores de secuencias de cada
documento.

Sea C' = SFM(d;) N SFM(d;), el conjunto de SFM comunes en ambos documentos.

La semejanza entre d; y d; también se puede calcular como:
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sim(d;, d;) =2 - (2.4)

p

Z Wdz(SQ) + Z de (SQ)

q=1
donde Wy, (S,) vy Wa,(S,) identifican a los pesos de la SFM S, en los documentos d; y d;.
En el caso del modelo de Distancia Asociativa Global puede ser utilizada cualquiera

de las medidas de semejanzas utilizadas en el modelo de espacio vectorial [56].

2.3. Trabajo relacionado

En esta seccion se describen los principales trabajos reportados en la literatura re-
ferentes al agrupamiento de documentos, mostrandose para cada uno sus caracteristicas
asi como limitaciones. Los algoritmos basados en grafos por estar mas relacionados con el

trabajo de esta tesis se expondran detalladamente.

2.3.1. Algoritmos de pasada simple

Los algoritmos de pasada simple son aquellos en los que cada vez que se tiene que
agrupar un documento, éste se compara con cada uno de los grupos existentes y se adiciona
al grupo que logré el maximo valor de semejanza. En caso de no existir semejanza con
algun grupo el documento conforma un grupo independiente.

De forma general estos algoritmos definen una funciéon de semejanza entre un grupo y
un objeto. Utilizando esta funciéon y un umbral especificado previamente se decide a que

grupo asignar dicho objeto. Las funciones que se han usado con frecuencia son:

s Promedio. Dado el grupo G y el elemento O, la semejanza entre ellos se calcula

como el promedio de las semejanzas existentes entre O y todos los elementos de G.

s Mdzxima semejanza. Dado el grupo G y el elemento O, la semejanza entre ellos se

calcula como el maximo entre las semejanzas existentes entre O y todos los elementos

de G.
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s Representante. En esta funcion se asume que cada grupo esta representado por un
objeto que, pertenece al grupo o se calcula a través de los elementos del grupo.
Teniendo esto en cuenta, la semejanza entre el grupo G y el elemento O, se calcula

como la semejanza entre O y R, siendo este tltimo el representante del grupo G.

Un ejemplo de este tipo de algoritmos es el Single-Pass que ha sido utilizado en
sistemas para la deteccién de tépicos [12, 78]. Este algoritmo representa cada grupo a
través de su representante, el cual se calcula como la media de los objetos pertenecientes
al grupo. El algoritmo funciona de la siguiente forma: cada elemento se compara con los
representantes de cada grupo existente para determinar su semejanza, selecciondandose el
grupo mas semejante al objeto mientras esta semejanza sea superior a un cierto umbral (3
predefinido. A continuacién el objeto es asignado al grupo determinado en el paso anterior,
ajustando consecuentemente su representante. En caso de que no existan grupos con
semejanzas superiores a (3, se crea un nuevo grupo que contenga al objeto. La complejidad
computacional de este algoritmo es lineal.

El Single-Pass es un algoritmo incremental y los grupos que se obtienen a través del
mismo son disjuntos. La principal limitacion de este algoritmo es que los grupos formados
pueden variar de acuerdo al orden en que se procesan los documentos. Esta variabilidad
en el resultado del agrupamiento también esta provocada por el criterio de asignacion
de elementos a grupos, ya que cuando existe mas de un grupo con semejanza maxima al
documento que se estd procesando la seleccion del grupo al cual se asigne el documento

determinara el agrupamiento final.

2.3.2. Algoritmos basados en optimizacion

Estos algoritmos producen una estructuracién de la coleccién de documentos a través
de la optimizacion de una funcién que estima la calidad del agrupamiento realizado hasta
el momento. Teniendo en cuenta esta funcién, comunmente llamada funcion objetivo, el
algoritmo iterativamente procede a “re-asignar” documentos de un grupo a otro siempre

y cuando se optimice el valor de dicha funcién.
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La definicion de esta funcion objetivo, puede estar relacionada con medidas de seme-
janza o distancia entre los documentos que componen a cada uno de los grupos. Existen
varias funciones objetivos reportadas en la literatura, sin embargo la mas utilizada en este
tipo de algoritmos es la que estima el error cuadratico [94].

Esta funcién puede ser definida utilizando una medida de distancia (2.5) 6 de seme-

janza (2.6).
k|G

E=3"3lp—mf (25)

i=1 peC;

k|G

E=33 Flp.m) (26)

i=1 peC;

donde p representa a los documentos que pertenecen a cada grupo C;, 7 = 1...k que tiene
por representante a m; y F(p, m;) representa la funcién que estima la semejanza entre p
y m;. En el caso de documentos se utiliza con frecuencia como funcién de semejanza la
medida del coseno.

Un algoritmo de optimizaciéon que utiliza esta funciéon y que ademas resulta el mas
simple y frecuentemente utilizado es el k-means [30, 44, 60]. Este algoritmo representa los
grupos a través de representantes o centroides que se calculan por la media (o promedio
pesado) de los elementos pertenecientes al grupo. El algoritmo k-means comienza selec-
cionando aleatoriamente k elementos como centros iniciales de los grupos, y a cada objeto
restante se le asigna el grupo con el cual tenga la minima distancia o mayor semejanza.
A partir de este punto se recalculan los centroides y se vuelve a iterar por los objetos
re-asignando cada uno a su grupo mas cercano.

Este proceso se repite hasta que se alcance algtin criterio de convergencia. Usualmente
el criterio puede ser: (a) no se afecta el agrupamiento, es decir ningin objeto cambia de
grupo, o (b) la funcién objetivo deja de crecer 6 disminuir, en dependencia si se utilizé la
funcién 2.6 6 la 2.5. Los grupos que se obtienen producto de este algoritmo son grupos
disjuntos. La complejidad computacional de este algoritmo es O(nkT"), donde T representa
la cantidad de iteraciones hasta la convergencia del algoritmo.

Este algoritmo tiene varias deficiencias importantes. En primer lugar sélo puede ser
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utilizado si los objetos estan descritos en un espacio métrico, no agrupa correctamente los
objetos aislados y puede caer en minimos locales de la funcién objetivo. Otra deficiencia
importante es que la calidad del agrupamiento resultante esta determinada por la seleccién
inicial de los centroides. Por ultimo es importante mencionar que en este algoritmo es
necesario determinar a priori el nimero de grupos en los que se desea particionar la

coleccion.

2.3.3. Algoritmos jerarquicos aglomerativos

Este tipo de algoritmos comienza considerando como un grupo a cada documento
de la coleccion y a partir de este punto comienza un proceso en el que iterativamente
va mezclando los dos grupos mas semejantes hasta obtener un solo grupo que contiene a
todos los elementos. Adicionalmente a este criterio de convergencia y por motivos practicos
puede ser de utilidad no trabajar con toda la jerarquia sino s6lo con un nivel de ésta.
Este nivel o particién de la jerarquia puede obtenerse aplicando otros criterios como por
ejemplo: (a) la inclusién de un pardmetro que estime la semejanza minima que deben
tener dos grupos para poder ser mezclados y (b) la definicién de una cantidad de grupos
a obtener.

El punto clave en estos algoritmos es la funcién o método que determine cuando dos
grupos son cercanos o semejantes. Varios trabajos se han desarrollado con este proposito
(35, 39]. En dependencia de la funcién que se considere pueden obtenerse diferentes méto-
dos; los mas utilizados para agrupar documentos son el Single-link, Complete-Link y
Awverage-Link.

El Single-link [15, 75] se caracteriza por calcular la semejanza entre dos grupos C; y C;
a través de la mayor semejanza existente entre un elemento p € C; y uno ¢ € C;. Teniendo
en cuenta esta definiciéon de semejanza entre grupos, el algoritmo iterativamente une los
grupos que tengan mayor semejanza.

El Complete-Link [87] calcula la semejanza entre dos grupos C; y C; a través de la
menor semejanza existente entre un elemento p € C; y uno ¢ € C;. Teniendo en cuenta

esta definicién de semejanza entre grupos, el algoritmo iterativamente une los grupos que
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tengan mayor semejanza.

De forma general estos algoritmos obtienen malos resultados debido a que utilizan muy
poca informacién (Single-link) o a que asumen que todos los documentos en un cluster
estan fuertemente relacionados (Complete-link) [94]. Un algoritmo que soluciona estos
problemas, al utilizar una estrategia que representa un punto medio entre las anteriores,
es el Average-link o UPGMA como también es conocido [87, 35].

El Average-link calcula la semejanza entre un par de grupos como el promedio de
semejanza existente entre los objetos que componen a dichos grupos. Utilizando esta
funcién, este algoritmo logra obtener grupos mas cohesionados y que a la vez son menos
sensibles al ruido.

La complejidad computacional de estos algoritmos es de O(n?); sin embargo se pueden
lograr implementaciones con complejidad computacional de O(n?) [22]. La principal defi-
ciencia de estos algoritmos es que los grupos formados dependen del orden de andlisis de
los elementos, ademas en el caso del Single-link los grupos formados presentan encade-
namiento y como consecuencia son poco cohesionados. Por otra parte, los grupos formados

por Complete-link y Average-link tienden a tener forma esférica.

2.3.4. Algoritmos jerarquicos divisivos

Los algoritmos de este tipo asumen inicialmente que todos los documentos pertenecen
a un mismo grupo. A partir de este punto y aplicando técnicas particionales se realiza
un proceso en el que iterativamente se selecciona un grupo para ser dividido en dos.
Este proceso termina cuando se satisface algin criterio de convergencia. Generalmente los
criterios utilizados pueden son: (i) se alcanza una cantidad de grupos determinada o (i7)
los grupos formados satisfacen algin criterio de cohesién.

Teniendo en cuenta lo anteriormente mencionado podria utilizarse cualquier algoritmo
particional con el cual ir realizando divisiones sucesivas y de esta forma lograr la jerarquia
deseada. Algunos de los algoritmos particionales utilizados con estos propdsitos pueden
consultarse en [94].

El algoritmo divisivo més utilizado es el Bisecting K-means [81], que utiliza el al-
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goritmo particional K-means para iterativamente ir dividiendo un grupo seleccionado.
Generalmente el criterio para seleccionar el grupo puede ser: (i) el grupo més grande, (i)
el de menor semejanza intra-grupo o (7i7) una combinacién de ambos.

La complejidad computacional de este algoritmo es de O(n?) y al utilizar K-means co-
mo algoritmo para dividir los grupos presenta las mismas deficiencias de éste (ver 2.3.2).
Ademas de lo anterior, existen trabajos que plantean que, respecto a la calidad del agru-
pamiento, estos algoritmos obtienen peores resultados que sus contrapartes aglomerativas

[44].

2.3.5. Algoritmos basados en arboles

Este tipo de algoritmos como su nombre lo indica crean un arbol con los documentos
de acuerdo a determinados criterios; de esta forma los nodos del arbol resumen las car-
acteristicas de los documentos que contienen. Ejemplos de este tipo de algoritmo son el
STC [93] y el DC-tree [88].

El algoritmo STC (Suffiz Tree Clustering) fue creado para agrupar los snippets' de-
vueltos en una consulta web. Este algoritmo, a diferencia de muchos otros algoritmos
de agrupamiento, representa a los documentos como una secuencia ordenada de palabras
logrando de esta forma utilizar la informacion sintactica que se puede extraer de esta
secuencia para realizar el agrupamiento.

Este algoritmo estd compuesto de tres pasos. El primer paso se encarga de realizar un
proceso de lematizacion de los documentos (snippets) a agrupar y eliminar todo aquello
que no sea una palabra. Al final de este paso cada documento estd representado por
una secuencia de palabras que mantienen el orden de acuerdo al documento original.
El segundo paso tiene como objetivo construir los grupos base que seran utilizados para
obtener el agrupamiento final.

Estos grupos base se obtienen del arbol de sufijos [84, 27| que se puede construir a

partir de todos los posibles sufijos que se pueden descubrir utilizando todos los documentos

!Los snippets son los pequenos textos utilizados por los sistemas de biisqueda como Google para
describir los resultados de las biisquedas
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de la coleccion. Cada nodo de este arbol contiene el conjunto de documentos que tienen
en comun el sufijo formado por el camino desde la raiz del arbol hasta el nodo en cuestion.
Cada conjunto de documentos perteneciente a un nodo formara un grupo base.

El dltimo paso aplica una heuristica, similar a la del algoritmo Single-link, en la que
utilizando cierta medida de semejanza entre grupos, iterativamente se unen los grupos
base que sean semejantes. El agrupamiento resultante estara formado por los grupos
construidos en este tercer paso. Los grupos obtenidos pueden ser solapados.

El algoritmo DC-Tree (Document Clustering Tree) fue creado para agrupar paginas
web. Este algoritmo representa los documentos (paginas web) a partir de un vector de
pesos W; = (wi, wye, . .., w;,), donde cada valor wy, es el peso asociado al término .
El peso de un término es 1 si el mismo pertenece al documento y 0 en otro caso. El
nimero de términos utilizados para representar a los documentos se calcula utilizando
un método de seleccién de variables aplicado a una muestra de la colecciéon. Teniendo
los documentos representados en este modelo este algoritmo construye iterativamente un
arbol denominado DC-tree.

El DC-tree es un arbol que se contruye de forma iterativa insertando cada uno de
los documentos. En este proceso de insercién, de forma similar al BT-tree, se realizan
operaciones de ajuste para mantener la estructura del drbol. Ver [88] para ver detalles de
esta estructura.

Luego de construido el DC-tree se realiza un proceso de busqueda en amplitud sobre
dicho arbol para identificar aquellos nodos que representen grupos “interesantes”. Este
criterio de interés se define teniendo en cuenta la cantidad de documentos almacenados
en dicho nodo y el vector de pesos perteneciente al nodo. El agrupamiento resultante
estd formado por estos grupos interesantes. Los grupos que se obtienen de este algoritmo
son disjuntos.

Estos dos algoritmos son incrementales por lo que pueden ser utilizados en colecciones
en las cuales se adicionen documentos a través del tiempo. Sin embargo, estos algoritmos
presentan algunas deficiencias. En el caso del STC, la construccién del arbol de sufijos

resulta extremadamente costosa respecto a la cantidad de términos de los documentos
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por lo que sélo ha sido probado con documentos de pequena dimensionalidad como los
snippets que no sobrepasan las 35 palabras. Otros aspectos negativos en este algoritmo
es que los grupos resultantes del mismo pueden presentar encadenamiento y que requiere
prefijar valor para 1 pardametro.

En el caso del DC-tree, el algoritmo puede dejar documentos sin agrupar, debido a
los criterios definidos para considerar un grupo interesante. Otro aspecto negativo de este
algoritmo es que requiere prefijar valores para 9 parametros. Es importante mencionar
ademas que este algoritmo sélo ha sido probado con paginas web las cuales tienen carac-
teristicas diferentes a los documentos como por ejemplo la frecuencia de los términos. Por
lo antes planteado, el algoritmo DC-tree puede resultar ineficaz para agrupar documentos

ya que en éstos el pesado binario puede ser inadecuado.

2.3.6. Algoritmos basados en densidad

Los algoritmos de este tipo, dado un conjunto de datos D, definen un criterio de
densidad para un grupo y tratan de encontrar grupos o divisiones Dq, Dy, ..., D; de
este conjunto de datos de forma tal que las densidades de estas divisiones sean las méds
cercanas posibles. En el mejor de los casos, estos algoritmos son capaces de detectar
automaticamente el nimero de grupos k en los que se deben dividir los datos, asi como
son capaces de descubrir grupos de diferentes formas y tamanos. Un ejemplo de estos
algoritmos es el MajorClust [79].

En el algoritmo MajorClust el criterio de densidad de un grupo estd asociado a la
atraccion que ejerce dicho grupo sobre los elementos que lo componen. Este criterio de
atraccion estd relacionado con la cantidad de elementos del grupo asi como también a la
semejanza existente entre los elementos del mismo [45]. Formalmente, dado un grupo C'

y un documento d, la atraccion que ejerce C' sobre d se calcula como:

> elp,d),

peC

donde ¢(p, d) representa la semejanza existente entre el documento p € C'y el documento
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Este algoritmo, dada una coleccion de documentos D, contruye grupos disjuntos asig-
nando cada documento d en el grupo que ejerza sobre él la mayor atracciéon. MajorClust
comienza formando un grupo unitario con cada documento, a partir de este punto comien-
za un proceso en el que iterativamente para cada documento d se calcula la atraccién que
ejerse cada grupo sobre €l teniendo en cuenta solamente aquellos elementos del grupo cuya
semejanza con d sea mayor que cierto umbral . Una vez que se calculan dichos valores se
asigna a d en el grupo con mayor valor de atraccién. Si existen varios grupos se selecciona
uno aleatoriamente. Este proceso se repite hasta que no hayan cambios en los grupos.

Este algoritmo tiene una complejidad computacional de O(n?) y aunque necesita del
parametro t los autores comentan que puede asignarsele siempre el valor 0,3. Sin embargo
este algoritmo es no determinista puesto que cuando existen varios grupos con el mismo
valor de atraccion se selecciona uno aleatoriamente. Esta deficiencia puede llevar a que
ciertos grupos no sean correctamente identificados [79]. Por ltimo, cabe decir que este
algoritmo ha sido utilizado para agrupar colecciones de resimenes [3] asi como documentos

de mayor tamano [63].

2.3.7. Algoritmos basados en conjuntos frecuentes de items

La alta dimensionalidad de los documentos es una caracteristica que hace muy costoso
utilizar muchos de los algoritmos clasicos en el contexto del agrupamiento de documentos.
Una alternativa a este problema son los agrupamientos basados en conjuntos frecuentes
de ftems (FI, por sus siglas en inglés) [1]. Ejemplos de estos algoritmos son el FT'C [7, 73]
y el FIHC [18].

El algoritmo FTC construye un conjunto de grupos disjuntos utilizando los conceptos
de cubrimiento de un FI, conjunto descriptivo de un agrupamiento y la definicion de una
medida para estimar el solapamiento de un grupo en relacion con el resto de los grupos
determinados.

Sea F' = {F\,F,,...,Fy}, el conjunto de todos los FI presentes en una coleccién de

documentos D y que fueron calculados por algin algoritmo, como por ejemplo Apriori
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[1]. El cubrimiento de F} se denota como cov(F}) y define al conjunto de documentos
d; € D que contienen a los ftems contenidos en Fj,. Por otra parte el conjunto descriptivo
de un agrupamiento es el sub-conjunto C'D C F, tal que se cumple la condicién siguiente:
) cov(Fy) =D (2.7)

F,eCD

Sea f; € F un conjunto frecuente de items, y G el grupo formado a partir de los
documentos en cov(f;), una medida de solapamiento aplicada a G permite estimar la
cantidad de conjuntos frecuentes que tiene en comun éste con los grupos que se forman
a partir del cubrimiento de cada conjunto f, € F, k = 1...N,k # j. Mientras menos
conjuntos frecuentes contienen los documentos d € G menor serd el valor de esta medida
y por consiguiente el solapamiento de este grupo. Las medidas que se han definido para
calcular dicho solapamiento son el Standard overlap (SO), Entropy overlap (EO), Improve
Standard overlap (ISO) e Improve Entropy overlap (IEO) [7, 73].

Utilizando lo anteriormente mencionado, FTC construye iterativamente un conjunto
de grupos CG = {g1, 92, ..., gm } de forma tal que cada grupo adicionado tenga el menor
solapamiento respecto a los grupos anteriormente calculados. Para construir los grupos se
parte del conjunto F' = {Fy, Fy, ..., Fy} e iterativamente se selecciona el Fj cuyo grupo
formado a partir de los documentos d; € cov(F}) tenga el menor valor de solapamiento.
Luego de esta seleccién, se elimina de F' al elemento Fj y se adiciona a C'G el grupo
formado por los documentos d; € cov(Fj) que no pertenezcan a algin grupo ya calculado.

El algoritmo FIHC permite obtener un conjunto de grupos disjuntos y a partir de este
conjunto puede obtenerse ademas una jerarquia de grupos. Este algoritmo se apoya en los
conceptos de item frecuente global e item grupo-frecuente. El concepto de item frecuente
global es el mismo que se utiliza para definir a un ftem frecuente en [1]. Un ftem f es
grupo-frecuente respecto al grupo G; si, dado un umbral «, el item esta contenido en al
menos « documentos que pertenecen a Gj.

Para obtener el conjunto de grupos disjuntos este algoritmo parte del conjunto
F = {F,F,,...,Fy} de todos los FI de la coleccién. Como primer paso se contruye

un conjunto de grupos CG = {G1, Go, ..., Gy} donde cada G; = cov(Fy), i = 1...k. Como
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se puede notar los grupos formados pueden ser solapados. Debido a lo anterior, en el

segundo paso se procede a asignar cada documento d; € D en el grupo mas adecuado.
Un grupo G; es adecuado para contener a un documento d; si existen muchos items

globalmente frecuentes en d; que son grupo-frecuentes en ;. La siguiente férmula es

utilizada para calcular el indice de pertenencia de un documento a un grupo:

Score(G;,d;) (Z n(z) - s — grupo(x ) (Z n(z') - s — global(x/)) (2.8)

donde x representa a aquellos ftems en d; que son frecuentes globalmente y que a la vez son
grupo-frecuentes respecto a G;; @’ representa a aquellos items en d; que son frecuentes
globalmente y que no son grupo-frecuentes respecto a G;; n(x) y n(x’) representan la
frecuencia de los ftems x y 2’ en d;.

Utilizando la expresién 2.8 se determina para cada documento d; el grupo con mayor
indice de pertenencia, se asigna d; a dicho grupo y se elimina del resto de los grupos. En
el caso de que existan varios grupos con el mismo valor de indice, se selecciona aquel que
fue formado por el FI de mayor cardinalidad. El grupo que resulte vacio producto de la
operacion anterior es eliminado.

Luego de obtener este conjunto de grupos disjuntos, se puede construir una jerarquia
de grupos utilizando una estratégia aglomerativa que parte de los grupos formados por
los FI de mayor cardinalidad o longitud y que utiliza una variante de la funciéon definida
en 2.8 [18].

La principal deficiencia de estos métodos es que los grupos que se obtienen dependen
tanto del valor de umbral de soporte minimo para el célculo de los FI, asi como (en el
caso del FTHC) del umbral definido para determinar los items grupo-frecuentes. Ademas,
los grupos que se obtengan para un cierto valor de los umbrales dependen del orden de
analisis de los FI en el caso del FTC, asi como del orden de los documentos en el caso del

FIHC. Otro aspecto negativo del FIHC es que puede dejar documentos sin agrupar.
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2.3.8. Algoritmos basados en técnicas genéticas

Los algoritmos genéticos son heuristicas que ayudan a solucionar problemas que por
vias analiticas serian dificiles de resolver debido al costo computacional involucrado. Este
tipo de heuristicas tratan de emular el comportamiento evolutivo de los seres vivos a
través de procesos como cruzamiento, mutacién o seleccién natural [33]. Ejemplos de
algoritmos de agrupamiento de documentos que utilizan estas técnicas 6 heuristicas se
pueden apreciar en [13] y [77].

El algoritmo desarrollado en [13] determina dindmicamente el nimero de grupos para
particionar la coleccién de documentos. Para realizar este paso se selecciona un sub-
conjunto o muestra de los documentos y si la cantidad de documentos de ésta es menor a
15 se aplica el algoritmo de Calinski y Harabasz [11], en otro caso se aplica un algoritmo
genético. El algoritmo genético determina el niimero de grupos éptimo partiendo del drbol
de cubrimiento minimo que se puede obtener a través del grafo de semejanza que se forma
con los documentos de la muestra.

Una vez que se determina el niimero de grupos a obtener, éstos se construyen utilizando
algiin método de agrupamiento de la librerfa de métodos CLUTO (Single-link, Complete-
link 6 UPGMA)[38].

En [77] se desarrolla un algoritmo llamado MVGA, el cual calcula dindmicamente el
nimero 6ptimo de grupos en los que se debe agrupar la coleccién y durante este pro-
ceso obtiene también dicho conjunto de grupos. Para obtener dicho conjunto de grupos,
este algoritmo se basa en una estrategia similar a la del algoritmo k-means y en una
implementacién de un algoritmo genético. En este algoritmo los individuos son vectores
donde, cada elemento del vector representa a un centroide de un grupo del agrupamiento
a obtener. Estos centroides son seleccionados aleatoriamente del conjunto de documentos
de la coleccién, los cuales son previamente representados utilizando el modelo de Espacio
Vectorial.

Partiendo de una poblacién de 100 individuos y utilizando como funcién de aptitud

el indice DB [17], este algoritmo realiza un proceso evolutivo mediante los operadores
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de seleccion, cruzamiento y mutacién con los cuales se exploran al mismo tiempo di-
ferentes formas de particionar al conjunto de documentos. Al ejecutar este proceso un
cierto nimero de iteraciones o al alcanzar la condiciéon de convergencia, el individuo con
mejor valor de la funcion aptitud y que pertene a la tultima generacién, representa al
agrupamiento 6ptimo entre todos los explorados.

Estos algoritmos presentan varias deficiencias, una de ellas es que resultan costosos
cuando trabajan con datos de alta dimensionalidad, ya que el proceso evolutivo se vuelve
muy complejo. Debido a esto en el caso del algoritmo MVGD se realizé6 un proceso de
seleccién de términos para reducir la dimensionalidad, es importante notar que este pro-
ceso puede afectar la calidad del agrupamiento resultante. Otro aspecto negativo de este
algoritmo es que necesita para su ejecucion asignar valores a 5 parametros.

Una deficiencia notable en el algoritmo desarrollado en [13] es que el proceso de de-
terminar dindmicamente el nimero de grupos depende en gran medida de la calidad de
la muestra seleccionada, si ésta no es representativa de la coleccion entonces el ntimero
de grupos calculados puede no ser el mas idéneo. Otra deficiciencia de este algoritmo es
que sélo utiliza 10 individuos para conformar la poblacion inicial por lo que la diversidad
de ésta puede resultar baja y por consiguiente aumenta la posibilidad de que el algoritmo
converja a un éptimo local o que aumente el tiempo de convergencia al éptimo global.

Por 1ltimo es importante comentar que los experimentos realizados con cada uno de
los algoritmos anteriores utilizaron colecciones pequenas de documentos que contenian 200
documentos como maximo, por lo que es muy posible que resulten ineficientes o incluso

imposibles de aplicar con respositorios de documentos de mayor tamano.

2.3.9. Algoritmos basados en factorizacién de matrices

Teniendo en cuenta el modelo de Espacio Vectorial (ver seccién 2.1.2), una coleccién
de documentos puede representarse como una matriz de V' de dimension m x n, donde
n representa a la cantidad de documentos de la coleccion y m a la cantidad de términos
presentes en ésta. Cada elemento Vj; representa el peso del término ¢; en el documento

d;, o sea un valor mayor o igual a cero, por lo que se puede decir que V' es una matriz no
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negativa.

Los algoritmos basados en factorizacion de matrices, y en especifico de matrices no
negativas (como el caso de V'), se basan en conceptos del algebra vectorial. Asumiendo
que en la coleccion hay presentes k tépicos o grupos, cada uno expresado a través de un
vector de términos, un documento d; de la coleccién pudiera verse como una combinacion
lineal de estos vectores de tdpicos si consideramos el espacio semantico de dimension k&
del cual este conjunto de vectores es base.

Dado un valor k que representa el nimero de grupos disjuntos en los que se desea
agrupar una coleccién D, un algoritmo de este tipo aproxima la matriz no-negativa V' que
representa a D mediante el producto de dos matrices no-negativas W y H de dimensiones
m X k y k X n respectivamente. Cada columna de W contiene al vector que define a un
grupo presente en la coleccion mientras que cada columna de H contiene el vector de
coeficientes utilizado para aproximar el vector de la correspondiente columna de V. Una
vez que se tienen estas matrices, se recorre cada documento d; asignandolo al grupo que
mas aportd en la combinacion lineal que forma a dicho documento.

Un ejemplo de algoritmos de este tipo se puede apreciar en los trabajos de Xu et al
[91] y los de Shahnaz [72]. Ambos métodos parten de inicializar las matrices W y H con
valores no negativos y a partir de este punto realizan un proceso en el cual iterativamente
se va ajustando los valores de Wj; y H;; mediante transformaciones sucesivas. Los métodos
son diferentes en cuanto a formas de actualizar los valores de cada matriz. La compleji-
dad computacional de estos algoritmos es O(tkn) y O(tkmn), donde ¢ es el nimero de
iteraciones realizadas.

La principal deficiencia de estos algoritmos es que el resultado del agrupamiento de-
pende de qué tan buena sea la aproximacién realizada de V. Si durante el proceso de
aproximacion no se llegé a la condicion de convergencia sino que dicho proceso se detuvo
al realizar un numero de iteraciones prefijado, es muy posible que la calidad del agru-
pamiento sea baja. Otro aspecto a senalar es que este algoritmo necesita fijar a priori el

nimero de grupos a obtener por lo que el resultado depende de este valor.
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2.3.10. Algoritmos basados en grafos

Como se mencioné anteriormente, los algoritmos de agrupamiento de documentos basa-
dos en grafos representan la coleccién de documentos a través de un grafo G = (V, E, w)
en el cual los vértices representan a los documentos y las aristas estan etiquetadas con el
valor de semejanza existente entre los vértices que la componen. Una vez representada la
coleccion, estos algoritmos construyen un cubrimiento de este grafo utilizando propiedades
de la Teoria de Grafos. Los grupos resultantes de este algoritmo estaran formados por los
elementos de este cubrimiento.

Algunos de los algoritmos de agrupamiento de documentos que utilizan esta técnica
son: GLC [70, 76], Compacto Incremental [65, 64], Fuertemente Compacto Incremental [67,
64], Star [4, 5], Exteded Star [23, 24, 22| y Generalized Star [69]. Todos estos algoritmos
varian respecto al tipo de grafo que utilizan, a la heuristica utilizada para obtener el
cubrimiento de dicho grafo e incluso respecto al tipo de cubrimiento que obtienen. Con el
objetivo de describir estos algoritmos se hace imprescindible introducir algunos conceptos

basicos.

Conceptos basicos

Sea D = {dj,ds,...,dy} una coleccién de documentos y S una funcién de semejanza
simétrica entre documentos, es decir dado el par de documentos d; y d; se cumple que
S(d;,d;) = S(dj,d;). Un grafo de semejanza G = (V,E,w), es un grafo no dirigido
etiquetado en el cual los vértices representan a los documentos de la coleccién, cada arista
(d;,d;) representa la semejanza existente entre los documentos que la componen y w es
la funcién que asigna los pesos a las aristas.

Sea # € R, tal que # € [0, 1], un umbral de semejanza y G un grafo de semejanza. Un
grafo de [3-semejanza se denota por Gz = (V, Eg) y es el grafo no dirigido que se obtiene
a partir de G si se eliminan todas las aristas e € E' tal que w(e) < 3.

Dado el grafo Gz = (V, Eg), dos documentos d;, d; representados por los vértices
v;,v; € V seran denominados [-semejantes si existe la arista (v;,v;) € Eg. Los vértices v;

para los que no exista v; € V,v; # v; tal que v; y v; sean -semejantes, serdn denominados
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(B-aislados.

Un grafo de mdzima semejanza se denota por Gu.. = (V, E), y es el grafo dirigido
donde los vértices representan a los documentos d; € D, y donde existe una arista (v;, v;) €
E, si se cumple que Sim(d;, d;) = maxq,epSim(d;, d,).

Dado un grafo dirigido G = (V, E), llamaremos Clausura-O de G al grafo no dirigido
G = <V, E>, tal que para cada par de vértices v;,v; € V existe una arista no dirigida

(vi,v;) € B, siy sélo si (v;,v;) € E o (vj,v;) € E.
Algoritmo GLC

Uno de los casos mas simples de algoritmos basados en grafos es el algoritmo GLC, el
cual obtiene de forma incremental las componentes conexas del grafo de G-semejanza las
cuales representan a los grupos que se desean obtener.

El algoritmo GLC realiza un proceso en el cual cada documento d; se analiza una
sola vez, determinandose para éste cudles son los documentos pertenecientes a los grupos
existentes que son [-semejantes con él. Si el documento d; no tiene elementos [-semejantes
entonces se crea un nuevo grupo unitario que contiene a d;. En caso contrario todos
aquellos grupos que contienen algin documento 3-semejante con d;, se unen y forman un
nuevo grupo en el que también se adiciona a d;.

La complejidad computacional de este algoritmo es O(n?) ya que para cada documento
es necesario calcular la semejanza de éste con los restantes. Sin embargo, es importante
mencionar que en la practica este algoritmo en muchos casos no requiere calcular siempre
todas estas semejanzas. Lo anterior se debe a que cuando se encuentra un documento d;
que es (J-semejante con d;, ya no es necesario calcular la semejanza de d; con el resto de
los documentos que pertenecen al mismo grupo que d;.

El resultado del algoritmo GLC es independiente del orden de andlisis de los documen-
tos y no impone restricciones a la forma de los grupos obtenidos. Su mayor limitacion es
que las componentes conexas sobre el grafo de -semejanza presentan un elevado efecto de
encadenamiento por lo que pueden obtenerse grupos poco cohesionados, es decir grupos

que incluyan documentos muy poco semejantes.
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Algoritmo Compacto Incremental

Este algoritmo, dado el grafo de mdxima semejanza G.. = (V, E) que representa
la coleccién de documentos D, obtiene de forma incremental un conjunto de grupos dis-
juntos G = {G1,Gs,...,Gk} en el que cada G; es un conjunto compacto. Los conjuntos
compactos coinciden con las componentes conexas del grafo G rnaz [64].

Cada vez que se inserta un objeto O en el grafo, se calcula la semejanza de éste con
los objetos existentes y se actualiza G,,.,. Esta actualizacion involucra eliminar aristas
existentes en G, v adicionar otras nuevas, por lo tanto puede producir cambios en
el agrupamiento, ya que pueden surgir nuevos conjuntos compactos y otros conjuntos
compactos existentes pueden dejar de serlo. Debido a lo anterior, luego de que se produce la
actualizacién del grafo, se realiza un proceso de reconstruccion de los conjuntos compactos
a partir del objeto O y de aquellos grupos que pueden dejar de ser compactos.

Los grupos a tener en cuenta en este proceso son aquellos que estan conectados con el
objeto O. Un grupo G estd conectado con O si existe un objeto O’ € G que cumple que
O es el objeto mas [-semejante de O" o viceversa. De lo anterior podemos deducir que
aquellos grupos que no estén conectados con O no pierden la propiedad de ser compactos
asl como que, si no existe ningin grupo conectado con O, entonces se crea un nuevo grupo
formado tnicamente por el propio O.

Una vez identificados los grupos conectados con O el algoritmo construye los siguientes

conjuntos:

s Grupos a Procesar. Estos grupos representan a aquellos conjuntos compactos
que pueden perder la propiedad de ser compactos y por consecuencia deben de ser

reconstruidos.

» Objetos a Unir. A este conjunto pertenecen todos aquellos objetos O’ que tienen
como unico objeto mas (3-semejante a O y que antes de la insercion de éste eran

[-aislados o tenian solamente un objeto mas (J-semejante.

s Grupos a Unir. Un grupo G; pertenece a este conjunto si no pertenece a Grupos
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a Procesar y cumple ademds que: (i) estd conectado con O y (i7) la componentes
conexa que lo representa en (,,,, no perdié ninguna arista producto de la insercién
de O. Los elementos de estos conjuntos pertenecen a la misma componente conexa

de O en Gas y por lo tanto a su mismo conjunto compacto.

Una vez construidos estos conjuntos, se forma un nuevo grupo compacto que contiene
al objeto O y a todos los objetos en Objetos a Unir. Posteriormente se procesan cada uno
de los grupos insertados en Grupos a Unir para reconstruir los conjuntos compactos. Para
cada grupo g; € Grupos a Unir, se sigue un proceso iterativo en el cual se selecciona un
objeto O € g; y se construye su componente conexa en G’maz; esta componente conexa
es un nuevo conjunto compacto y por lo tanto se adiciona al conjunto de grupos determi-
nados. Este proceso termina cuando todos los objetos de g; pertenecen a algin conjunto
compacto.

Al finalizar el proceso de reconstrucciéon de los conjuntos compactos se procede a
eliminar todos los grupos pertenecientes a Objetos a Unir y Grupos a Procesar de la lista
de grupos existentes.

La complejidad computacional de este algoritmo es de O(n-(e+mnm))), donde e = |E|,
n = |V|y m es la cantidad de rasgos que describen a los objetos. No obstante a lo anterior
y considerando que en la practica la cantidad de objetos mas semejantes a un objeto dado
es pequena (1 en muchos casos) se toma e = cn, donde ¢ es la cantidad méxima de objetos
mas semejantes a uno dado. Teniendo en cuenta la consideracién anterior la complejidad
computacional de este algoritmo es O(n?).

Por tltimo cabe mencionar que los agrupamientos construidos por el algoritmo com-
pacto incremental son independientes del orden de anélisis los documentos. Sin embargo,
este algoritmo presenta algunas deficiencias: (i) por lo general la cantidad de grupos que se
obtienen es grande, (i7) los grupos pueden tener encadenamiento y ser poco cohesionados,

aunque en menor magnitud que los grupos generados por el GLC.
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Algoritmo Fuertemente Compacto Incremental

Este algoritmo también representa la coleccién de documentos a través de su grafo
de méaxima semejanza pero, a diferencia del algoritmo Compacto Incremental, permite
obtener un conjunto de grupos que pueden ser solapados, los cuales son relativamente
pequenos y densos [67, 64].

El algoritmo Fuertemente Compacto Incremental basa su funcionamiento en la relacién
existente entre los conjuntos compactos y los fuertemente compactos la cual establece que
“Todo conjunto compacto es la union finita de conjuntos fuertemente compactos” [50].
Utilizando la relacién anterior, los conceptos de grafo reducido segin la relacion de fuerte-
-conexidad vy base de un grafo dirigido, este algoritmo construye un conjunto de grupos
solapados en los que cada grupo es un conjunto fuertemente compacto en G,,qz.

Se llamara base del grafo dirigido G = (V, E) al conjunto de vértices B C V tal que el

mismo satisface las condiciones siguientes [37]:

1. Para todo v; € V existe un camino desde un vértice en B a v;.

2. El conjunto B es el menor que cumple esta propiedad.

Sea G = (V, F) un grafo dirigido, se llamara grafo reducido segun la fuerte-conexidad de
G al grafo denotado por G,./f-C cuyos vértices son las componentes fuertemente conexas
de G y en el cual existe una arista del vértice v a otro v’ si existe al menos una arista de
un vértice que pertenece a la componente fuertemente conexa representada por v a otro
vértice en aquella componente representada por v’.

De forma similar al algoritmo Compacto Incremental, cada vez que se inserta un nuevo
elemento O en Gnqe se calcula la semejanza de éste con todos los objetos existentes y
como consecuencia se actualiza el grafo. Posteriormente se reconstruyen los conjuntos
compactos y a partir de éstos los conjuntos fuertemente compactos. Para lograr esto, para
cada sub-grafo determinado por los conjuntos compactos, se construye el grafo reducido
asociado y su correspondiente base. Una vez que se tiene la base del grafo reducido,

los conjuntos fuertemente compactos se construyen utilizando los vértices que componen

dicha base [64].
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Este algoritmo es incremental, su complejidad computacional es O(n?), no depende
del orden de analisis de los documentos, no necesita conocer el niimero de grupos a deter-
minar y estos grupos obtenidos pueden tener formas arbitrarias. La principal limitante de
este algoritmo es que obtiene muchos grupos y generalmente cada grupo contiene pocos

elementos.

Algoritmo Star

El algoritmo Star fue propuesto por Aslam [4, 5] y ha sido utilizado en varias aplica-
ciones relacionadas con el filtrado y organizacion de informacion. Este algoritmo construye
un conjunto de grupos G, que pueden ser solapados, a partir del cubrimiento del grafo G
utilizando sub-grafos en forma de estrella, cada sub-grafo determina un grupo de G. El
cubrimiento realizado por el algoritmo Star es similar al cubrimiento que se obtiene si se
utilizaran cliques (el cubrimiento a partir de cliques es un problema NP-completo [95]);
de esta forma Star construye un conjunto de grupos menos cohesionados que los que se
formarfan utilizando los cliques, pero con una complejidad computacional mucho menor.

Un sub-grafo en forma de estrella, es un sub-grafo de m + 1 vértices, en el cual existe
un vértice llamado “centro”, m vértices denominados “satélites” y se cumple que: (i) el
centro tiene un grado mayor o igual que el resto de los vértices del sub-grafo y (i7) existe
una arista del centro a cada uno de los satélites. El problema de encontrar los sub-grafos
en forma de estrella se reduce al problema de determinar el conjunto X de vértices centro.

El algoritmo Star sigue una estrategia greedy. Como primer paso, se construye el
grafo Gg = (V, Eg) y crea una lista L con todos los vértices del grafo ordenados de
mayor a menor respecto a su grado. Este ordenamiento permite seleccionar primero los
vértices centro que forman sub-grafos mas densos. Seguidamente se realiza un proceso que
selecciona iterativamente el vértice v € L de mayor grado que no pertenezca a ningun
sub-grafo determinado en iteraciones anteriores. Luego, el vértice v se adiciona al conjunto
X vy se elimina de L junto con sus vértices adyacentes. Este proceso se repite hasta que
lista L queda vacia, garantizando que cada vértice pertenezca al menos a un sub-grafo.

Este algoritmo no necesita conocer el nimero de grupos a obtener sino que lo descubre
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a través de las propias caracteristicas de los documentos de la coleccién. El mismo tiene
una complejidad computacional de O(n?) y garantiza una semejanza de al menos 3 entre
los centros y sus respetivos satelites de cada sub-grafo (grupo) determinado. Aunque
entre dos satélites de un mismo sub-grafo no se garantiza este valor de semejanza en [5] se
exponen resultados que argumentan que el valor de esta semejanza es relativamente alta
y que los sub-grafos de este tipo conforman grupos con una semejanza promedio, entre los
elementos que componen a los grupos, relativamente elevada. No obstante a lo anterior
este algoritmo tiene algunas deficiencias.

La primera deficiencia radica en que el agrupamiento resultante depende del orden
de analisis de los vértices. Esta deficiencia se pone de manifiesto en el momento en que
se tiene que seleccionar el vértice de mayor grado para ser incluido en el conjunto X; si
en este momento existe mas de un vértice con el mismo grado y éstos son adyacentes, el
agrupamiento resultante puede variar. Esta situacién se expone en los grafos (A) y (B)

de la Figura 2.1, en la cual los vértices negros representan a aquellos incluidos en X.

(A)

Figura 2.1: Deficiencias del algoritmo Star

Como se puede observar en la Figura 2.1, El grafo (A) muestra el agrupamiento re-
sultante si el algoritmo analiza primero el vértice 5. Sin embargo, si se analizan primero
cualquiera de los vértices 2 6 7, el conjunto de grupos que se obtiene difiere notablemente
como se puede observar en el grafo (B). Es importante mencionar que este ejemplo no
s6lo muestra cuan diferentes pueden ser los agrupamientos de un algoritmo que sea depen-
diente del orden, sino como esta dependencia puede afectar la calidad del agrupamiento
al no permitir que se descubran grupos densos.

La segunda deficiencia de este algoritmo es que, independientememte del orden en que
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se procesen los elementos, se pueden obtener grupos “ilégicos”. En esta tesis se enten-

derd que un grupo g¢; es ilogico si cumple las siguientes condiciones:
Exist 1 t : is denso? 1 vérti t defi
» Existe un elemento e € g; que es mas denso® que el vértice centro ¢ que define a g;.

s El elemento e puede agrupar, si se considera como centro, a los vértices que son

agrupados solo por el centro c.

Esta limitacion se debe a que el algoritmo no permite que dos vértices centro sean
adyacentes. Como se puede observar en el grafo (C') de la Figura 2.1, el vértice 6 de-
beria haber sido seleccionado como centro (ser incluido en X') y no sus correspondientes

adyacentes menos densos.

Algoritmo Extended Star

El algoritmo Extended Star fue desarrollado por Gil et al. [23] con el objetivo de solu-
cionar las deficiencias detectadas en Star. Este algoritmo sigue una heuristica semejante
a la que aplica Star para la construccién del agrupamiento de G, pero a diferencia de
este ultimo, define un nuevo concepto de centro que determina un conjunto de vértices
X diferente al que obtiene Star y por consecuencia, un conjunto de grupos (sub-grafos)
diferentes.

Un vértice v € V' se considera como centro si tiene un adyacente v’ tal que en éste se

satisface alguna de las siguientes condiciones:
= v’ no tiene vértices centro adyacentes.

= Si se considera a v” como el vértice centro de mayor grado que es adyacente a v’

entonces se cumple que v” tiene un grado no mayor al de v.

La heuristica que sigue este algoritmo para determinar el conjunto de vértices X, que
definen el agrupamiento, utiliza ademés del grado de los vértices su grado complemento.

Dado un vértice v, su grado complemento se denota como v.GC y es la cantidad de

2El criterio de densidad que utiliza el algoritmo Star tiene en cuenta solamente el grado del vértice
centro del sub-grafo que forma al grupo
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adjacentes que tiene v que no pertenecen a ninguno de los grupos formados a partir de
los vértices insertados en el conjunto X hasta el momento.

El funcionamiento del algoritmo Extended Star tiene como primer paso la construccion
de G 3 para lo cual se calcula la semejanza entre todo par de vértices. Posteriormente se
insertan en X todos los vértices aislados y se construye una lista L con el resto de los
vértices del grafo. Una vez formada L se comienza un proceso en el cual, iterativamente
se selecciona el sub-conjunto M C L de vértices con mayor grado complemento y de éste
ultimo, el sub-conjunto M’ C M de mayor grado. Cada uno de los elementos incluidos en
M’ son procesados y aquellos que, cumplan las condiciones para ser centro y formen un
grupo diferente a los determinados hasta el momento, son adicionados a X. A continuacion
se eliminan los elementos de M’ de la lista L, se actualiza el grado complemento de los
vértices que quedaron en L y se repite el proceso hasta que todos los elementos estén
agrupados. Este criterio de parada puede hacer que el algoritmo caiga en un ciclo infinito,
dejando de agrupar elementos; incluso si se modifica el criterio de paro para evitar el ciclo
infinito, el algoritmo puede dejar elementos sin agrupar. Esta situacién se ilustra en el
grafo (A) de la Figura 2.2.

La complejidad computacional de este algoritmo es O(n?) y el conjunto de grupos que
se obtiene es independiente del orden de andlisis de los vertices en Gg. Sin embargo, el
algoritmo Extended Star tiene algunas deficiencias considerables. La primera deficiencia

es que puede dejar elementos sin agrupar.

Figura 2.2: Deficiencias del algoritmo Extended Star

El proceso que realiza el algoritmo para el grafo (A) es el siguiente: en la primera
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iteracion se selecciona al vértice 1 y este se adiciona a X. Posteriormente, en la segunda
iteracion, se forma el conjunto M’ = {2, 3,4} de los vértices con mayor grado complemento
(1) y grado (2). Como ninguno de los elementos en M’ cumple las condiciones para ser
centro éstos se eliminan de L y dejan como candidatos para la proxima iteracion a los
vértices 5,6,7 y 8. En la siguiente iteracién el conjunto M’ sélo esta formado por el vértice
5 el cual tampoco satisface las condiciones de centro y es eliminado de L. Por tltimo en la
cuarta iteracién, los vértices restantes en L son eliminados al no cumplir las condiciones
exigidas. En este punto la lista L esta vacia y todavia queda el vértice 5 sin agrupar, luego
el proceso queda atrapado en un ciclo infinito. Como se mencioné anteriormente, aunque
se modifique la condicién de parada para evitar el ciclo infinito, el algoritmo todavia
dejaria al vértice 5 sin agrupar.

La configuracién de vértices del grafo (A) que da lugar a esta situacién no es tunica.
En general se cumple que siempre que exista un vértice v, como el del grafo (B) de la

Figura 2.2, y éste cumple las condiciones 2.9 y 2.10, el algoritmo dejara a v sin agrupar.
Vsi, 1 <1 <k, |v.Adj| > |s;.Adj] (2.9)

Ve, 1 <i < k| Adj| > |v.Adj| (2.10)

En este grafo, cada s; es un vértice adyacente de v, y cada c¢; es el centro de mayor
grado adyacente a s;. En las expresiones 2.9 y 2.10, asi como en el resto del documento,
v.Adj denotard al conjunto de adyacentes de v.

La segunda deficiencia de este algoritmo es que obtiene grupos redundantes. En esta
tesis, se entenderd por grupo redundante a aquel donde todos sus documentos pertenecen
al menos a otro grupo. Esta deficiencia tiene lugar debido a que el algoritmo para poder
ser independiente del orden permite que mas de un vértice que cumpla las condiciones
requeridas sea insertado en X. Como se puede apreciar en el grafo (C') de la Figura 2.2 el
vértice 2 y el 3 no deberian ser centros a la vez, puesto que sélo se necesita uno para cubrir
al vértice 4. Esta deficiencia provoca que aumente la cantidad de grupos producidos.

Una versién diferente de este algoritmo fue presentada por Gil et al. en [24, 22] con

el objetivo de ser utilizada en un algoritmo paralelo. Esta nueva versién eliminé en el
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proceso de agrupamiento la verificacién de las condiciones de centro y sélo verifica que el
elemento a insertar en X no forme un grupo ya existente. Como resultado se mantiene la
independencia del orden, la complejidad computacional y se resuelve la primera deficiencia
del Extended Star. No obstante a lo anterior, dicha versiéon produce grupos redundantes

y grupos ilégicos.
Algoritmo Generalized Star

El algoritmo Generalized Star fue propuesto por Pérez y Medina [69], y se apoya en
el plantamiento de Aslam [5] de que, el cubrimiento de Gz a través de sub-grafos en
forma de estrella permite obtener grupos con una semejanza relativamente alta entre los
documentos que lo componen. Utilizando este planteamiento y definiendo un nuevo tipo
de sub-grafo en forma de estrella, este algoritmo construye un conjunto de grupos que
pueden ser solapados a partir del cubrimiento de Gz con sub-grafos de este tipo.

A diferencia de Star, donde sdélo se utiliza el grado de los vértices para definir el sub-
-grafo, Generalized Star define un grupo de conjuntos para cada uno de los vértices del
grafo, y apoyados en estos conjuntos define lo que es un sub-grafo en forma de estrella
generalizada y posteriormente, una heuristica que define cémo sera el agrupamiento que
se obtenga.

Los conjuntos de Satélites Débiles (WeakSats) y Satélites Potenciales (PotSats) de un

vértice v, se definen por las siguientes expresiones:
v.WeakSats = {s € v.Adj | |v.Adj| > |s.Adj|}

v.PotSats = {s € v.Adj | |[v.WeakSats| > |s.WeakSats|}

El grado WeakSats y PotSats de un vértice v, se define como la cardinalidad de los
conjuntos de satélites débiles y potenciales de v respectivamente.

Teniendo en cuenta las definiciones anteriores, un sub-grafo en forma de estrella gene-
ralizada (sub-grafo EG) se define como un sub-grafo de m + 1 vértices, en el cual existe

un vértice ¢ denominado “centro” y m vértices llamados “satélites” cumpliéndose que: (7)
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existe una arista entre cada satélite y el centro, (ii) el centro satisface la expresién 2.11.
Vs € c.PotSats, |c.PotSats| > |s.PotSats| (2.11)

El funcionamiento de este algoritmo, se basa en una heuristica que asume como criterio
para estimar la densidad de un sub-grafo EG, el grado PotSats de su vértice centro.
Como primer paso del algoritmo se construye el grafo Gg que representa a la coleccién.
Posteriormente se construye una lista L con todos los vértices del grafo y utilizando
ésta, se realiza un proceso iterativo que selecciona en L el vértice v de mayor grado
PotSats, se adiciona éste a X, se actualizan sus vértices adyacentes consecuentemente y
se elimina de L. El proceso termina cuando la lista L quede vacia. El conjunto de vértices
centro X determina un cubrimiento de Gz a través de los sub-grafos en forma de estrella
generalizada formados a partir de dichos centros. Al terminar este proceso se ordenan
los vértices en X de acuerdo a su grado PotSat y se verifica cada centro con el objetivo
de eliminar aquellos centros redundantes que pudieron ser seleccionados en el proceso
anterior. Para determinar si un centro es redundante se utiliza el concepto de conjunto
de Centros Potenciales de un vértice [69].

El conjunto de Centros Potenciales (PotCenters) de un vértice v, es el conjunto de
todos los vértices adyacentes a v que potencialmente pueden formar un sub-grafo EG en

el cual esté incluido v. Este conjunto esta definido por la siguiente expresion:
v.PotCenters = {c € v.Adj | c.PotSats #}

Un centro ¢ € X se considera redundante si cumple las condiciones siguientes:
1. c.PotCenters N X # (); es decir, ¢ tiene algun vértice centro adyacente.

2. Vs € c.PotSats, (s € X) V (s.PotCenters N (X \ {c}) # 0); es decir, cada satélite

potencial de ¢, es centro o tiene algtin centro ¢ adyacente en X tal que ¢ # c.

Este algoritmo tiene una complejidad computacional de O(n?), no necesita del ntimero
de grupos a obtener, no produce grupos ilégicos ni redundantes y no deja elementos sin

cubrir, solucionando deficiencias de los algoritmos Star y Extended Star.
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Este algoritmo puede construir diferentes agrupamientos para una misma colecciéon
puesto que sélo selecciona en cada iteracion un tnico elemento para incluir en X, por lo
que es dependiente de los datos. Sin embargo, al permitir que los centros de los sub-grafos
sean adyacentes, el algoritmo GStar evita descubrir grupos ilégicos, reduce el niimero de
configuraciones en las que el algoritmo pueda dar soluciones diferentes, ademas de que
garantiza obtener una cantidad de grupos menor que los algoritmos anteriores, reduce la
influencia del orden de andlisis en la calidad de los grupos y obteniendo agrupamientos
con valores de calidad muy cercanos.

No obstante a lo anterior, este algoritmo tiene algunas deficiencias. La primera defi-
ciencia es que el algoritmo elimina grupos densos previamente descubiertos. En esta tesis
se entenderd que un grupo g¢; es denso, si el vértice centro ¢; que lo forma es més denso®
que todos los otros vértices centro contenidos en el grupo. Esta deficiencia tiene lugar de-
bido al criterio adoptado para decidir cuando un centro es redundante, el cual no tiene en
cuenta la densidad del centro evaluado para tomar dicha decisién. Esta deficiencia puede
afectar la calidad del agrupamiento pues, basandose en el criterio de agrupamiento uti-
lizado, el grupo eliminado tiene una semejanza interna relativamente alta. Esta deficiencia

se muestra en el grafo (A) de la Figura 2.3.

(B) Q)

Figura 2.3: Deficiencias del algoritmo Generalized Star.

La segunda deficiencia de este algoritmo esta relacionada con cémo se seleccionan

el conjunto de centros. Aunque GStar reduce la influencia del orden de los datos en la

3l criterio de densidad que utiliza el algoritmo GStar tiene en cuenta solamente el grado PotSats del
vértice centro del sub-grafo que forma al grupo
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calidad del agrupamiento resultante al permitir que los centros puedan ser adyacentes, el
criterio de agrupamiento utilizado podria mejorarse para reducir aun mas el ntimero de
configuraciones en las que existe mas de un conjunto de grupos como solucion.

Considérese la ejecucion del algoritmo GStar sobre los grafos (B) y (C) de la Figura
2.3. En la ejecucién sobre el grafo (B), una vez que se han insertado en X los vértices 7 y
8, el criterio de agrupamiento considera tres candidatos en la iteracion actual, los vértices
1,2 y 3. De esta forma al terminar el proceso de construccion de X se pueden obtener
varios conjuntos posibles: (1) X = {7,8,3,1}, (2) X = {7,8,2,1} o (3) X = {7,8,1};
afortunadamente el proceso de eliminacién de centros redundantes, sin importar cual fue
el conjunto X formado, siempre produciria el mismo agrupamiento final (X = {7,8,1}).
Por otra parte, en la ejecucion sobre el grafo (C'), luego de seleccionar los vértices 1y 2, los
posibles candidatos en la iteracion actual son los vértices 5,6 y 7; luego, en dependencia
de la seleccion, X podria tener diferentes posibles valores; lamentablemente en este caso
el proceso de eliminacion de centros redundantes no soluciona este problema.

La ultima deficiencia de este algoritmo esta relacionada con el consumo de memoria.
El generalized Star necesita para su funcionamiento el calculo de varios conjuntos para
cada vértice, como por ejemplo los adyacentes, WeakSats, PotSats, PotCenters e incluso
NecSats los cuales debe mantener en memoria hasta el final del algoritmo. Debido a lo
anterior, este algoritmo pudiera resultar ineficiente con grandes colecciones de documen-

tos.

2.3.11. Algoritmos hibridos

Este tipo de algoritmos como su nombre lo indica utilizan una combinacion de algorit-
mos de distintos tipos para encontrar la estructuracion de la coleccion. Ejemplos de estos
algoritmos son el Scatter/Gather [16], el ICT [48] y el UMASS [14].

El Scatter/Gather es un algoritmo que combina las ventajas de un algoritmo jerarquico
aglomerativo y uno basado en optimizacién. Scatter/Gather representa los documentos
mediante el modelo de Espacio Vectorial y utiliza la medida del coseno para calcular la

semejanza entre los documentos. Como primer paso Scatter/Gather aplica un algoritmo

43



aglomerativo para encontrar los k centroides y una vez encontrados aplica un algoritmo
de optimizacion para refinar los grupos.

El algoritmo aglomerativo que se aplica es el Average-link (ver seccién 2.3.3) y puede
aplicarse siguiendo una estrategia Buckshot o Fractionation. Luego de que se tienen de-
terminados los k centroides se aplica un proceso de refinamiento de la particién en el cual
puede utilizarce: (i) una variante del algoritmo k-means, (i7) el algoritmo Split-Merge
el cual iterativamente divide los grupos con menor semejanza intracluster y une aquellos
grupos muy semejantes, o (¢i¢) una combinacién de ambos. Ver [16] para més informacion.

Los algoritmos ICT y UMASS han sido utilizados para la deteccion jerarquica de
tépicos en colecciones de noticias [82]. Como paso previo para el agrupamiento estos algo-
ritmos utilizan la informacién temporal de las noticias para ordenarlas cronolégicamente.
En el algoritmo ICT, se aplica un algoritmo aglomerativo para construir la jerarquia y un
algoritmo de optimizacion o de una sola pasada para refinar cada nivel de ésta. El algo-
ritmo aglomerativo utilizado fue el Single-link utilizando representantes para los grupos y
definiendo un valor de umbral de semejanza para cada nivel. Para refinar las particiones
de cada nivel se utiliz6 el Single-pass o el K-means.

El algoritmo UMASS una vez que se ha ordenado las noticias cronolégicamente, utiliza
el algoritmo 1-NN|[74] para agruparlas. Para realizar esto, al procesar cada noticia ¢ se
calcula la semejanza de ésta con las k noticias anteriores, selecciondandose aquellas cuya
semejanza excede cierto umbral . Posteriormente la noticia se le asigna a ¢ el grupo al
que pertenece su noticia mas semejante; si no existe tal grupo, se forma un nuevo grupo
unitario que contiene a ¢. Luego del paso anterior, los grupos obtenidos se dividen en sub-
-conjuntos y sobre cada uno de ellos se ejecuta un algoritmo aglomerativo para reducir
el nimero de grupos determinados. Como ultimo paso, los grupos resultantes de cada
sub-conjunto son agrupados con el algoritmo aglomerativo para formar la jerarquia.

Estos algoritmos son dependientes del orden. En Scatter/Gather ademds la calidad
del agrupamiento puede depender de la muestra seleccionada si se utiliza una estrategia
Buckshot. Los grupos formados por el ICT pueden presentar encadenamientos al utilizarse

el Single-link. Por 1ltimo cabe mencionar que los tres algoritmos necesitan prefijar valores
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de parametros para ejecutarse.

2.4. Medidas de evaluacion de la calidad

Existen variadas medidas para estimar la calidad de los agrupamientos de documentos
obtenidos por un algoritmo. Estas medidas se clasifican en medidas internas y externas,
atendiendo a si utilizan o no alguna informacién externa al agrupamiento. A continuacién
se describen las medidas que se utilizan en este documento para evaluar la calidad de los

agrupamientos obtenidos.

2.4.1. Medidas internas de calidad

Las medidas internas permiten evaluar la calidad del agrupamiento cuando no se tiene
informacion de cual es el grupo al que realmente pertenece cada documento. Estas medidas
calculan un valor de calidad en funcién de la cohesién interna de los grupos, la cual tiene
en cuenta que tanto se parecen los documentos en un mismo grupo y que tan diferentes
son éstos de los documentos de otro grupo. En este documento se utiliza como medida
interna la similitud global [81].

Para obtener esta medida es necesario calcular primero la similitud interna de cada
grupo. Sea C' = {C4,Cy,...,Cy} un conjunto de grupos de documentos, la similitud

interna de cada grupo C; se calcula utilizando la expresion siguiente:

1
i gaec;

donde || es la cantidad de documentos presentes en el grupo C; y F(d, d’) es una funcién
que determina la semejanza entre los documentos d y d’. Una de las funciones que se puede
utilizar para el célculo de la semejanza entre documentos es la medida del coseno (ver
seccién 2.2).

Teniendo en cuenta la definicion anterior, la similitud global del agrupamiento se

calcula utilizando la siguiente expresion:

k .
similitudgiop (C) = 2oy Semejkamal”t(a) (2.12)
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el valor de esta medida estd en el intervalo [0;1] y entre mayor sea el valor de la misma
mejor serd la calidad del agrupamiento obtenido.

Es importante resaltar que en el calculo de la similitud global, segin la expresion
2.12, no se tendra en cuenta a aquellos grupos formados por un tnico elemento ya que
la cohesion interna de estos grupos es 1 y por consecuente un agrupamiento en el cual se
formara un grupo unitario por cada documento de la coleccién tuviera el valor méaximo
de esta medida. Esta forma de proceder evita favorecer a algoritmos de agrupamiento que
producen muchos grupos unitarios.

Otros ejemplos de medidas internas utilizadas son el indice de Davies-Boulding y el

indice de Dunn [80] y la medida A [34].

2.4.2. Medidas externas de calidad

Este tipo de medida, determina la calidad del agrupamiento comparando los grupos
obtenidos con un conjunto de clases previamente definidas y que generalemnte son deter-
minadas manualmente por expertos. Ejemplos de estas medidas son Fmeasure [6, 58] y
Jaccard-index [41].

La medida Fmeasure es una medida que combina las clasicas medidas de precision
y recall para dar un indicador global de calidad del agrupamiento. Las expresiones para

calcular esta medida se muestran a continuacion:

precision - recall

Fmeasure =2 - (2.13)

precision + recall

donde precision y recall se definen como:

.. ni
precision = ——  recall = ——
N1 + nio n11 + No1

ni

donde nqg representa la cantidad de pares de documentos que estan en el mismo grupo y
en diferentes clases, mientras que ng; es la cantidad de pares que estan en diferentes grupos
y en la misma clase. Esta medida permite, para cada par de documentos que comparten
al menos un grupo en el agrupamiento, estimar cuando esta prediccion de asignarlos a un

mismo grupo es correcta respecto a las clases predefinidas.
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Es importante resaltar que esta definicion de la medida Fmeasure fue propuesta en
6] especificamente para evaluar algoritmos que producen cubrimientos y la misma es una
variante de la clasica medida F'1 propuesta por van Rijsbergen en [85] que ha sido utilizada
con frecuencia para evaluar la calidad de algoritmos que producen particiones.

El Jaccard index se denota por J y es una medida que establece una forma simple de
comparar el agrupamiento resultante con el conjunto de clases predefinidas a través de la
co-ocurrencia de los documentos en estos conjuntos. Esta medida se calcula utilizando la

siguiente expresion:
ni

N-(N—1)
2

J(A,B) = (2.14)

— oo

donde N es la cantidad de documentos de la coleccion, A representa al conjunto de grupos
obtenidos, B al conjunto de clases definidas, n1; denota al nimero de pares de documentos
que coinciden en un mismo grupo en A y en una misma clase en B, mientras ngg denota
a la cantidad de pares que se encuentran en diferentes grupos en A y diferentes clases en
B. Los valores de esta medida estan en el intervalo [0, 1] y mientras mayor sea el valor de
la misma, mejor es la calidad del agrupamiento.

En el caso de la medida Jaccard index, aunque ha sido utilizada para evaluar par-
ticiones, la forma en que se define sigue el mismo principio de la medida Fmeasure al
utilizar para estimar la calidad del agrupamiento la cantidad de pares que comparten al
menos un grupo en el conjunto de clases predefinidas y que en el agrupamiento resultante
tambien comparten al menos un grupo. Esta forma de calcular la eficacia hace al Jaccard
index independiente de la forma de los grupos y por lo tanto aplicable al problema del

cubrimiento.

2.5. Recapitulacion

Los algoritmos de agrupamiento constituyen una herramienta 1til en diferentes con-
textos. En el caso especifico del procesamiento de documentos se han desarrollado diversos
algoritmos bajo diferentes criterios. De forma general, estos algoritmos presentan algunos

problemas como se pudo apreciar en la seccién 2.3.
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Los problemas o limitaciones de estos algoritmos se pueden resumir en los siguientes

aspectos:

= Los grupos formados presentan encadenamientos. Esta limitacién afecta la cohesién
interna de los grupos, ya que en un mismo grupo pueden ser asignados documentos
que tengan muy baja semejanza, pero que se encuentren asociados transitivamente a
través de otros documentos muy semejantes. Ejemplos de algoritmos que presentan

este problema son: Single-link, STC, GLC, Compacto Incremental y ICT.

= Necesitan determinar a priori el niimero de grupos a obtener. En la mayoria de los
casos, se desconoce la cantidad de clases en las que se distribuyen los documentos
de la coleccion; luego, fijar un valor para la cantidad de grupos puede disminuir la
cohesién interna de los grupos al asignar documentos poco semejantes en un mismo
grupo. Ejemplos de algoritmos que presentan esta limitacion son: K-means, NMF y

Scatter/Gather.

» Requieren determinar a priori valores para varios pardmetros* (diferentes del ntimero
de grupos). De forma similar al punto anterior, estos parametros son desconocidos
a priori para cada coleccién de documentos que se desee agrupar y la adecuada
seleccion de los mismos determina la calidad del agrupamiento obtenido. Ejemplos
de algoritmos con esta limitacién son: STC, DC-tree, FTC, FIHC, Scatter/Gather,
ICT, UMASS y MVGD.

= Los grupos determinados dependen de la seleccion inicial de objetos. Ejemplos de
algoritmos con esta limitacion son: K-means, Bisecting K-means, Scatter/Gather y

los algoritmos genéticos.

= Obtienen muchos grupos, en algunos casos con pocos elementos, respecto a otros
algoritmos para los mismos valores de los pardmetros de entrada. Esta limitacién
dificulta el andlisis de los resultados. Ejemplos de algoritmos con este problema son:

Compacto Incremental, Fuertemente Compacto Incremental, Star y Extended Star.

4En este punto se asumi6é que el minimo de pardmetros que puede necesitar un algoritmo de agru-
pamiento para trabajar es 1
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» Pueden dejar documentos sin agrupar, es decir elementos que no pertenecen a ningin
grupo de la solucion. Ejemplos de algoritmos con este problema son: DC-tree, FIHC,

FTC y Extended Star.

Ademas de las limitaciones anteriores, existen algoritmos cuyo proceso de agrupamien-
to resulta muy costoso y que por lo tanto no pueden aplicarse o resultarian ineficientes
con colecciones muy grandes o de gran dimensionalidad, por lo que sélo se han aplicado
a resimenes, snippets o simplemente a documentos en los cuales se realiza un proceso de
seleccion de términos. Ejemplos de algoritmos con este problema son: MVGD, DC-tree,
STC.

Otro problema, presente en la mayoria de los algoritmos descritos, es que pueden
obtener diferentes agrupamientos cuando se ejecutan sobre una misma coleccién, produc-
to de la dependencia del orden de andlisis de los documentos, el proceso de asignacion
de elementos a los grupos o simplemente del criterio de agrupamiento utilizado. Existen
algoritmos como GLC, Compacto Incremental, Fuertemente Compacto Incremental y Ex-
tended que solucionan esta dependencia; sin embargo, presentan otros problemas como
encadenamiento, dejan elementos sin agrupar, etc.

No obstante a lo anterior, existen trabajos que plantean que la dependencia del orden
de analisis de los documentos es una caracteristica de interés mas que una deficiencia,
al permitir explorar las diferentes formas en que se pueden agrupar los elementos sin
aumentar la cardinalidad del agrupamiento [5]. Otros autores, plantean que el problema
real acerca de la dependencia es si ésta afecta o no la calidad del agrupamiento, es decir,
el problema no es que se obtengan diferentes agrupamientos sino cuanto varia la calidad
de éstos [69].

Como se menciono en el capitulo 1, es comtn que un documento aborde varios temas
o tépicos, lo cual deberia permitir que se asigne dicho documento a varios grupos; sin
embargo, la mayoria de los algoritmos s6lo permiten la asignaciéon de un documento a
un unico grupo. Algunos de los algoritmos que permiten obtener grupos solapados o con
traslape son: Star, Extended Star, Fuertemente Compacto Incremental, Generalized Star y

STC los cuales presentan, como se explicd en este capitulo, varias limitaciones de acuerdo
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a diferentes aspectos. Es por ello, que es necesario continuar desarrollando algoritmos que

generen cubrimientos y reduzcan las limitaciones senaladas.
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Capitulo 3

Agrupamiento basado en sub-grafos
condensados

En el capitulo anterior se realizo una descripcion de los principales trabajos relaciona-
dos con el agrupamiento de documentos, senalando para cada uno sus bondades y sus
limitaciones.

Considerando las ventajas de los algoritmos basados en grafos (seccién 1.2), especifi-
camente aquellos que realizan cubrimientos de G a través de sub-grafos densos (Star,
Extended Star y Generalized Star), se presenta en este capitulo un algoritmo denominado
CStar (Estrellas Condensadas).

El algoritmo CStar define un nuevo concepto de sub-grafo llamado sub-grafo en forma
de estrella condensada y aplica una heuristica, a partir de la cual obtiene un cubrimiento
de G utilizando sub-grafos de este tipo. Este algoritmo obtiene un conjunto de grupos
que pueden tener traslape y ademés, mantiene las bondades de sus predecesores a la vez
que reduce algunas de las limitaciones presentes en éstos.

Ademas del algoritmo CStar, en este capitulo se propone una variante de éste llamada
CStar+. Esta variante utiliza la heuristica de CStar para realizar un cubrimiento en las
componentes conexas de G e introduce la deteccién de algunos tipos de componentes
conexas con el objetivo de aumentar la calidad del agrupamiento y reducir el tiempo de
ejecucién del algoritmo.

Este capitulo esta organizado como sigue: el algoritmo CStar y su variante CStar+ se

presentan en las secciones 3.1 y 3.2. Los resultados de la evaluacion del algoritmo CStar y
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CStar+ en colecciones estandar de documentos se muestran en la seccion 3.3. Por ltimo,

en la seccion 3.4 se hace una recapitulacion.

3.1. Algoritmo CStar

Antes de describir el algoritmo CStar, se necesita introducir algunos conceptos basicos
que se utilizan para definir el nuevo concepto de sub-grafo en forma de estrella y el nuevo

criterio de agrupamiento.

3.1.1. Conceptos basicos

Sea Gz = (V, Ej) un grafo de -semejanza, llamaremos 0-Transicion de Gy al grafo
dirigido G(ﬁo) = (V, Eéo)) que se obtiene adicionando por cada arista no-dirigida (u,v) € Ej

). En la Figura 3.1 se muestra un ejemplo de la

. . (0
las aristas dirigidas (u,v) y (v,u) en Ejg
0-Transicion de un grafo de [S-semejanza donde cada vértice esta etiquetado con el valor

de su grado saliente.

(B)

Figura 3.1: (A) G = (V, B), |Ey| = 26, (B) G = (v, ),

o] _
EY| =52

Sea I" una funcién definida como:

I:G=(V,E) — G=(V,E)

donde G y G son grafos dirigidos. El grafo G se construye a partir de G eliminando de E
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las aristas dirigidas (u,v) que no satisfacen:
u.out > v.out (3.1)

para formar E, donde v.out y u.out son los grados salientes de v v u respectivamente. Al
grafo G se le denomina I'- Transicién de G.

Teniendo en cuenta los conceptos previos, se construye una secuencia de grafos
{G(ﬂo), G(ﬁl),G(ﬁQ), . .,G(ﬁ"), ...}, de forma tal que para todo i > 0, G(ﬁi) = (V, Eg)) es la

I'-Transicion de G(ﬁi_l). Esta secuencia se llama secuencia de I'-Transiciones de Gg 'y

cumple que la sucesiéon de nimeros enteros no-negativos {e, }>° ., donde e, = ‘Eé") , s
monotona decreciente acotada inferiormente por 0.

En la figura 3.2, se muestran los grafos G(ﬁl),G(;),G(ﬁ?’),Gg) de la secuencia de I'-
Transiciones del grafo G de la figura 3.1 (A).

Como todos los grafos G(ﬁi) de la secuencia de I'-Transiciones de G3 comparten el
mismo conjunto de vértices, se referenciard al grado saliente del vértice v en el grafo G(ﬁi)
como v.out|i].

A continuacién se presenta un conjunto de teoremas y corolarios que permiten asegurar

que el proceso de construccion de la secuencia de I'-Transiciones de G5 es finito y no genera

vértices aislados.

TEOREMA 3.1 Dada la secuencia de T'-Transiciones {G(ﬁo), G(l),G(;), . .,G(ﬁn), ...} de
G, se cumple que G(ﬁn) =Gg, Vn >0

DEMOSTRACION.

Si n = 0 queda demostrado por definicion de Ggo)

Sin > 0 se cumple G(ﬁ") = F(G(ﬁn_l)) por definicién de secuencia de I'-Transiciones
de G. En la construccién de G(ﬁn), se verifica cada arista (u,v) € Eé”_l) y se eliminan de
Eén) aquellas que no satisfacen la desigualdad 3.1, la cual siempre se cumple en uno de
los dos sentidos. Es valido resaltar que si existe al menos una arista entre los vértices u y

v en G(ﬁn) se garantiza que esta arista esté en G(ﬁn). O
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(€)

Figura 3.2: (A4) G,
)
2

Egﬂ\ — 38, (B) G¥,

E}f)‘ — 34, (C) GY,

=30

COROLARIO 3.1 Vn > 0, )Eg” > |Esl.

TEOREMA 3.2 FEuxiste h > 0 tal que se cumple G(ﬁhﬂ) = ng)

DEMOSTRACION.
A partir del corolario 3.1 se tiene que la sucesion {e, }>°,, donde e, = ’Eé")‘ esta aco-

(n+1)
> |

tada inferiormente por |Eg| y se cumple ademds que ‘Eé")
Supoéngase que no existe h > 0, tal que G(ﬁhﬂ) = G(ﬁh). Luego la sucesion {e, }22, seria

estrictamente decreciente y no acotada, contradiciendo el corolario 3.1. O

COROLARIO 3.2 FExiste h > 0 tal que si Gg”rl) = G(ﬂh) entonces se cumple G(ﬂh+k) = G(ﬁh)

para todo k > 0
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Ahora se introducen algunos conceptos que permiten definir el concepto de sub-grafo

en forma de Estrella Condensada.

DEFINICION 3.1 Sea h el primer entero tal que G(ﬁhﬂ) = G(ﬁh), a éste entero h se lla-

mard cota del grafo Gg y a G(ﬁh) ultima transicién del grafo G

Sea Gz = (V,Eg) un grafo de (-semejanza, h la cota de Gz y u,v € V; u es un
r-satélite de v, con 0 < r < h, si se cumple que la arista dirigida (v,u) € Eg). El conjunto

de todos los r-satélites de v se denota por v.Sats[r] y se define por la siguiente expresion:
v.Sats[r] = {u € V | u es un r-satélite de v}

Sea Gg = (V, E) un grafo de (-semejanza, h la cota de G, un sub-grafo en forma de
FEstrella Condensada (sub-grafo EC), es un sub-grafo de m + 1 vértices, en el cual existe
un vértice ¢ denominado “centro” y m vértices llamados “satélites”, cumpliéndose que: (i)
c.out[h] > 0 y (i7) existe una arista entre cada satélite y el centro ¢ en G. Cada vértice

aislado u € V se considera un sub-grafo EC degenerado de un solo vértice.

3.1.2. Algoritmo CStar

Teniendo en cuenta los conceptos definidos en la seccién anterior, la idea principal
del algoritmo CStar es definir un criterio que establezca cuando un sub-grafo EC es mas
denso que otro y a partir de éste, realizar un cubrimiento de G utilizando los sub-grafos
EC mas densos y posteriormente aplicar un proceso de filtrado que permita reducir la
cantidad de grupos construidos.

El problema de encontrar un cubrimiento de Gz puede transformarse en el problema
de encontrar el conjunto X de vértices, tal que cada cada vértice ¢; € X determine un
sub-grafo EC. Un aspecto importante para solucionar este problema es reducir el conjunto
de vértices candidatos que puedan ser insertados en X.

Sea G(ﬁh) la dltima transicion de Gg = (V,Eg) y v € V, el conjunto de vértices
adyacentes a v que mayor posibilidad tienen de agrupar a éste se denota por v.FElectees

y esta definido por la siguiente expresion:

v.Electees = arg maz,{x.outlh] | € v.Adj U {v}}
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Sea G(ﬁh) la dltima transicion de Gz = (V, Eg) y v € V un vértice no aislado. El grado

de votacion de v se denota por v.vd y se define por la siguiente expresion:
vd = |{u € v.Adj | v € u.Electees}|

El grado de votacion de un vértice v permite estimar cuantos de sus h-satélites necesi-
tan de él para pertenecer a algin sub-grafo EC; es decir, la mayor cantidad de vértices no
agrupados, por otros vértices con grado de votacion superior al de v, que puede agrupar
v si se adiciona al conjunto X. El concepto de grado de votacion de un vértice guarda
relacion con el PageRank de las paginas de Google [43], lo que a diferencia de éste, la
relevancia de cada nodo en el grafo se estima a través de sus aristas salientes.

La lista de candidatos L que considera el algoritmo CStar estd compuesta por todos
los vértices v € V tal que v.vd > 0; de esta forma, CStar evita seleccionar como centros
a vertices que forman grupos que a priori son redundantes al no agrupar a ningin vértice
no cubierto.

A partir de esta lista, CStar selecciona iterativamente un vértice v y lo inserta en X si
v forma el sub-grafo EC maés denso. Existen varios criterios para determinar la densidad
de un sub-grafo, como por ejemplo los utilizados por los algoritmos Star y Generalized
Star. El algoritmo CStar considera, para determinar entre dos sub-grafos el més denso,
el grado de votacion de sus vértices centro. Por lo tanto, seleccionar en cada iteracion
el vértice centro de mayor grado de votacion, permite a CStar formar el grupo con mas
vértices no cubiertos y reducir el nimero de vértices necesarios para cubrir a G.

El pseudocodigo de CStar se muestra en el Algoritmo 1.

Las funciones BuildTransition0 y FindLastTransition utilizan los conceptos in-
troducidos en 3.1.1 para construir G(ﬁo) y encontrar G(ﬁh) respectivamente. La funcién
CalculateVotingDegree calcula el grado de votacién para cada vértice de G(ﬁh).

El algoritmo CStar estd compuesto por 4 fases o etapas: (1) construccién de la lista
de vértices candidatos L; (2) construccién del conjunto inicial de centros X y la lista
de vértices dudosos U; (3) seleccién de nuevos vértices centro en U y adicién de éstos

a X; (4) eliminacién del conjunto X de todo vértice que forme un grupo redundante. A
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Input: D = {d;,ds,...,dy}- coleccién de documentos
f-umbral de semejanza
Output: SC-conjunto de grupos

// Etapa 1 - Construccién de lista de candidatos
“Construir Gz = (V, Eg)”;

G := BuildTransition0(Gp);

G(ﬁh) = FindLastTransition(G(ﬁo) ):
CalculateVotingDegree(V );

5 L:={veV|vuvd>0};

© 0w N o

10
11
12
13
14
15
16
17
18
19

20
21
22

23
24
25
26
27
28

// Etapa 2 - Construccién de conjunto inicial de centros

X:={veV|vAd =0};

U =0,
while L # () do
v:=argmaz,{x.vd |z € L} ; // Sélo se selecciona un vértice
if v.AGNX =0 then X := X U{v}
else
F ={uewv.Satslh] | u.Adj N X = 0};
if F + 0 then
if 3f € F, vovd > fvd then X := X U {v}
else U:=UU{v};
end
end
L:=L\{v};
end

// Etapa 3 - Procesamiento de vértices dudosos

forall vertex v € U do
if Ju € v.Sats[h], u.AdjN X = then X := X U {v};
end

// Etapa 4 - Eliminacién de grupos redundantes

“Ordenar los vértices v € X respecto a su grado de votacién”;
SC = (;
forall center c € X do
if ¢ is redundant then X := X \ {c}
else SC :=SCU{{c}UcAdj};
end
Algoritmo 1. Algoritmo CStar
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continuaciéon se describe en detalle el funcionamiento del algoritmo.

La primera etapa obtiene un conjunto reducido de vértices con posibilidades reales
de formar sub-grafos EC y por tanto ser insertados en X. Como la lista de candidatos L
esta formada por vértices con grado de votacion no nulo, los vértices que no pertenezcan a
L son aislados (forman un sub-grafo EC degenerado y por tanto pertenecen a X) o tienen
algin vértice adyacente en L. En caso de que se inserten en X todos los vértices de L, se
garantiza que no queden vértices sin agrupar.

Al comienzo de la etapa 2, se inicializa el conjunto X con todos aquellos vértices
aislados de G'g. Posteriormente, la lista L es procesada iterativamente en orden decreciente
respecto al grado de votacion; este orden garantiza que el vértice v € L seleccionado en
cada iteracién sea el que forma el sub-grafo més denso de los candidatos en esa iteracion
y por lo tanto se evita descubrir grupos ilégicos. El vértice v es procesado considerando

las siguientes situaciones:

1. Si v no estd agrupado, entonces se inserta en X. Al priorizar, en el proceso de
seleccion a los vértices no agrupados, se permite realizar un cubrimiento mas rapido

de Gz y se evita forzar el cubrimiento entre los grupos.

2. Siw esta agrupado, entonces la decision de insertar a v en X depende de los vértices
no agrupados de su conjunto de h-satélites. Sea F' el conjunto de vértices no agru-
pados del conjunto v.Sats[h]. Si F' = (), v no puede ser seleccionado ya que forma un
grupo redundante. En otro caso, como v es necesario todavia para agrupar a algin

vértice, se procede considerando las condiciones siguientes:

a) Siwv tiene al menos un vértice f € F tal que v.vd > f.vd, entonces v se inserta
en X. Esta condicion permite agrupar a f en un sub-grafo mas denso que el
que f podria formar si se seleccionara en alguna iteracién posterior. De esta

forma se evita construir grupos ilégicos.

b) En otro caso, v se clasifica como dudoso, se inserta en la lista U y se postpone
la decision de insertar v en X. Esta condicién permite explorar otras posibles

selecciones de vértices adyacentes a v, que tengan su mismo valor de densidad
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y que puedan, agrupar a éste y a algin adyacente menos denso. Nétese que,
aunque este paso puede hacer que el agrupamiento resultante sea diferente
en cada ejecucion, se garantiza que los sub-grafos formados tengan la misma

densidad, pues en otro caso se hubiese seleccionado v por la condicion a.

Después de este proceso, el vértice v es eliminado de la lista L garantizando de esta
forma que se alcance la condicion de parada de la etapa 2. Durante la etapa 3, todos los
vértices de U son verificados en el mismo orden en que fueron insertados, garantizando
de esta forma siempre procesar al vértice que forma el sub-grafo EC mas denso del resto
de la lista U. Para cada uno de estos vértices v, se verifica si tienen algin h-satélite no
agrupado y en ese caso, se inserta v en X.

Es importante resaltar que una vez concluidas las etapas 2 y 3 los vértices que no
fueron seleccionados como centro en dichas etapas cumplen que: (i) ya estdn agrupados y
(71) todos sus h-satélites ya estan agrupados. Luego, queda garantizado que cada vértice
de Gz pertenece al menos a un grupo.

Finalmente la etapa 4 ordena los vértices en X ascendentemente de acuerdo a su grado
de votacion y elimina de X aquellos vértices centro que sean redundantes. Al finalizar, se
forma el agrupamiento resultante con los restantes vértices en X.

Un vértice centro ¢ € X se considera redundante si satisface las siguientes condiciones:

1. dd € c.Adj N X,d.vd > c.vd; es decir, el vértice ¢ tiene adyacente a él al menos un

vértice centro con mayor grado de votacion.

2. Vs € c.Sats[h],s € X V (s.Adj N (X \ {c})) # 0; es decir, cada h-satélite s de c es

centro o tiene algin vértice centro diferente de ¢ adyacente a él.

3.1.3. Analisis de la complejidad computacional

Para facilitar la comprension del analisis de la complejidad computacional del algorit-
mo CStar, éste se dividira por etapas del algoritmo.
La primera etapa del algoritmo se encarga de la construccion de la lista de vértices

candidatos a centro por lo cual, en sus primeros dos pasos se construye el grafo Gz y a
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partir de éste el grafo G(ﬁo). Los dos pasos anteriores tienen una complejidad de O(n?), ya

que el primero calcula la semejanza entre todo par de vértices y el segundo itera por cada
)

n-(n—1)

5 €l el

arista de E/g para construir las aristas de EY

; la cantidad de aristas en Ejs es

peor de los casos. El paso 3, teniendo en cuenta el proceso de construccion de la secuencia

de I'-transiciones de Gg, tiene una complejidad de O(h - |E|), donde h es la cota de Gg.
A continuacion se presentan un conjunto de teoremas y corolarios que permiten acotar

el valor de h.

TEOREMA 3.3 Sea r un entero positivo tal que 0 < r < h y v un vértice de Gg, se
cumple que si v no pierde aristas en la transicion r entonces no pierde arista en ninguna

transicion v’ > r.

DEMOSTRACION.

Como se demostré en 3.1.1, el proceso de construccion de la secuencia de I'-transiciones

de G5 cumple que para toda n > 0, Eé") > )Eénﬂ) , por lo que para cada vértice v € V

se cumple que éste reduce o mantiene su grado saliente. Luego, si v no perdié aristas en

la transicién r, se cumple que:
Yu € v.Adj, v.out[r] > u.out|r] (3.2)

Supdngase que existe una transicion r’ > r tal que v pierde al menos una arista. Luego,
se cumple que existe un vértice u € v.Adj tal que w.out[r'] > v.out[r’], lo cual contradice

que )Egl_l)‘ > )Egl) ya que segin (3.2), u tenfa en la transicién r un grado saliente

menor o igual que el de v. 0

COROLARIO 3.3 Fuxiste al menos un vértice que perdio aristas en todas las transiciones

anteriores a h.

COROLARIO 3.4 Sea v el vértice de mayor grado saliente en G(ﬂo), se cumple que el valor

de h es menor o igual que v.out|0].

COROLARIO 3.5 h < (|V|—1).
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TEOREMA 3.4 Sea v el vértice que tiene, en G(O), mayor cantidad de adyacentes con ma-
yor o igual valor de grado saliente que €l. St Z representa a dicha cantidad de adyacentes

entonces se cumple h < Z.

DEMOSTRACION.

Supongase que la cantidad de transiciones es Z' > Z.

Por el corolario 3.3 se sabe que entonces existe al menos un vértice u que perdio aristas
en todas las transiciones. Luego, se cumple que u es el vértice que tiene mayor cantidad de
adyacentes con mayor o igual valor de grado saliente que él, contradiciendo la condicién
inicial. 0

Es valido resaltar que, aunque teéricamente el valor Z que se presenta como cota de
h en el teorema 3.4 puede ser n = |V, en ese caso el vértice v no perderia aristas al ser el
vértice de mayor grado saliente. Ademads, en los teoremas presentados se esta asumiendo
el peor de los casos, en el cual el vértice que perdid aristas en todas las transiciones, solo
pierde una sola arista en cada transicion. Por lo general un vértice puede perder mas
de una arista en una transicién, lo que llevaria a CStar realizar menos iteraciones. En
experimentos realizados el niimero de iteraciones no pasé de 22.

La complejidad computacional de la primera etapa estd dominada segin la regla del
maximo por el cdlculo de G(ﬁh), ya que el calculo del grado de votacién de todos los vértices
tiene una complejidad de O(n?). Luego, la complejidad computacional de la primera etapa
es O(Z - n?).

En la segunda etapa, cada vértice v € L es procesado y en dicho proceso se debe
recorrer v.Adj segin la condicion de la linea 10 y en caso de que ésta no se cumpla,
se debe recorrer su lista de h-satélites. Luego, como cada una de estas listas en el peor
caso tiene longitud n y la longitud de la lista L esta acotada también por n, esta etapa
tiene una complejidad computacional de O(n?). La etapa 3, procesa cada vértice dudoso
u € U determinando si éste debe ser insertado en X; como en este proceso se recorre la
lista de h-satélites de u y conociendo que en el peor caso |U| = (|[V| — 1), la complejidad

computacional de la tercera etapa es O(n?).
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Por tultimo, en la etapa 4 para eliminar los centros redundantes se comienza ordenando
los vértices de X respecto a su grado de votacion. Esta ordenacién, teniendo en cuenta
que el grado de votacién de un vértice es a lo sumo |V| — 1, puede realizarce en O(n)
utilizando el principio pigeonhole. Luego, como la cantidad maxima de centros esté acotada
por n y para determinar si un centro ¢ es redundante se verifican los vértices en c.Adj, la
complejidad computacional de esta cuarta etapa es O(n?).

Teniendo en cuenta la complejidad computacional de cada una de las etapas y segtn la
regla del méximo, la complejidad computacional del algoritmo CStar es O(Z - n?), donde

Z es el valor maximo que puede alcanzar la cota de Gg.

3.2. Algoritmo CStar—+

Como se comento en la seccion 2.3.10, el algoritmo GLC construye un agrupamiento
a partir de G construyendo componentes conexas del grafo. La mayor limitacion de
este algoritmo es la baja cohesion de los grupos formados producto del encadenamiento
entre los documentos en las componentes conexas. Este encadenamiento puede romperse
si se realiza un agrupamiento a través de sub-grafos EC (Estrella Condensada) sobre el
conjunto de grupos resultantes del algoritmo GLC. En esta seccién se presenta el algoritmo
CStar+, el cual es una variante del CStar y realiza un cubrimiento sobre las componentes
conexas de Gg utilizando sub-grafos EC.

Si se considera al conjunto CP = {CP;,CP,,...,CP,} de componentes conexas de
G, el problema de determinar un agrupamiento de G a través de sub-grafos EC puede
transformarse en el problema de realizar un cubrimiento utilizando sub-grafos EC de cada
componente conexa C'P;, 1 = 1...k y este tltimo, en el problema de encontrar el conjunto
X; de vértices centro que forman dichos sub-grafos.

Es importante tener en cuenta que aunque obtener un cubrimiento de estas compo-
nentes a través de sub-grafos EC reduce el encadenamiento, también podria afectar la
calidad del agrupamiento si dicha componente tiene un alto grado de conexion entre sus

vértices pues se estaria dividiendo en sub-grupos un grupo que ya es altamente cohesio-
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nado. Un ejemplo de grafo conexo altamente conectado es el cuasi-clique.

Sea G = (V, E) un grafo conexo, G se considera un cuasi-clique si se cumple que:
Vo eV |v.Adj| > a-(n—1)

donde n = |V| y a es un nimero real 0 < a < 1. Este tipo de grafo puede considerarse
como un clique en el cual cada vértice ha perdido un ntimero de aristas. Existen trabajos
que han utilizado este tipo de grafo para el andlisis de relaciones entre entidades [53] y en
el analisis de genes y proteinas [51].

Es importante mencionar que « sélo representa, de forma similar al umbral 3, un valor
de confianza definido por el usuario para la aceptaciéon o no de una componente conexa
como grupo cohesionado. El valor de o estd muy relacionado con el valor de  ya que al
ser menor el valor de éste ultimo existen mas enlaces entre los vértices de Gg y aumente
la probabilidad de que las componentes conexas de G5 sean cuasi-cliques; por lo tanto el
valor de v debe ser mayor para detectar grupos que realmente son altamente conectados.

No obstante a lo anterior segin Pei [59], para lograr detectar sub-grafos realmente
cohesionados (de menor didmetro) los valores de a deben encontrarse en los intervalos
(Z—:f;l] y [0.50;Z—j], pues es en éstos para los que se obtienen sub-grafos con didmetros
menor que 2 y por lo tanto altamente cohesionados. En los intervalos n representa la
cantidad de vértices del sub-grafo.

Como se explico en la seccién anterior, uno de los pasos del algoritmo CStar es la
construccion de una lista de candidatos L a partir de G(ﬁh). Considerando que el grafo
G se divide en componentes conexas C'P;,CP,,...,CP; sobre las cuales se realiza un
cubrimiento a través de sub-grafos EC, puede ocurrir que existan componentes en las
cuales no sea necesario construir la secuencia de transiciones; estas componentes conexas
son los k-plex.

Sea G = (V| E) un grafo conexo, G se considera un k-plex si se cumple que:
Vo € V,v.Adj = (n — k)

donde n = |V|. Detectar este tipo de componente permite evitar la construccién del grafo

é(ﬁo) y la busqueda de C:’(ﬁh), lo cual ayuda a reducir el procesamiento del algoritmo.
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La idea del algoritmo CStar+ consiste en dada una coleccién de documentos, construir
su grafo de semejanza G y el conjunto de componentes conexas C'P que forman a dicho
grafo. Posteriormente se procesa cada componente conexa C'P; y se procede segin las

condiciones siguientes:
1. Si C'P; es un cuasi-clique entonces es un grupo del agrupamiento resultante.

2. Si C'P; es un k-plex entonces no es necesario realizar las transiciones sobre C'P; y se
realiza un cubrimiento de ésta utilizando el algoritmo CStar considerando la lista L

compuesta por todos los vértices de la componente.
3.  En otro caso utilizar al algoritmo CStar para obtener el cubrimiento de C'P;.

Al terminar el proceso anterior, el agrupamiento resultante se forma por la unién de
los grupos detectados en cada componente conexa. El pseudocddigo del algoritmo CStar+
se muestra en el Algoritmo 2.

La complejidad computacional de este algoritmo es O(h - n?), puesto que el paso
de calcular las componentes conexas es O(n?) y los otros pasos se reducen a aplicar
el algoritmo CStar en el grafo que determina cada componente conexa. Es importante
resaltar que, al construir Gz y sus componentes conexas, para cada componente conexa
C:’ﬁ = <V’ ,Eﬁ> se almacena el menor y mayor grado de un vértice v € V'. Luego, en
el proceso de agrupamiento se utilizan estos valores para determinar en O(1), el tipo de
componente de éﬁ.

Es importante resaltar que, aunque el valor del pardmetro («) sélo representa un
umbral para lo que el usuario considera o no un grupo cohesionado, el algoritmo CStar+
es sensible al valor asignado a «, pues valores pequenos podrian formar grupos con poca

cohesion interna ya que se asumirian como grupos sub-grafos poco conectados.

3.3. Evaluacién experimental

En esta seccion se presenta una serie de experimentos en los que se evalua el compor-

tamiento de los algoritmos CStar y CStar+ respecto a otros algoritmos de agrupamiento.
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Input: D = {dy,ds,...,dy}- coleccién de documentos
f-umbral de semejanza
a-umbral de conexién
Output: SC-conjunto de grupos
1 “Construir Gy y el conjunto CP = {CP,,CP,...,CPy}";
2 SC = ()

4 foreach componente G5 = <V’, Eg> € CP do

4 if éﬁ is a cuasi-cliqgue then SC := SC UV’

5 else

6 if éﬁ is a k-plex then L :=V";

7 else

8 GY := BuildTransition0(G);

9 é(ﬁh) = FindLastTransition(é(ﬁo));

10 CalculateVotingDegree(V’);

11 L:={veV' |vuvd>0}

12 end

13 X =0

14 U:=0;

15 while L # () do

16 v:=argmaz,{x.vd |z € L} ; // Sélo se selecciona un vértice
17 if v.AGGNX =0 then X := XU {v}

18 else

19 F ={u€wv.Sats[h] | u.Adj N X = 0};
20 if F'# () then
21 if 3f € F, voud > fod then X := X U {v}
22 else U:=UU{v};
23 end
24 end
25 L:= L\ {v};
26 end
27 forall vertex v € U do
28 if Ju € v.Sats[h], u.AdjN X =0 then X := X U {v};
29 end
30 “Ordenar los vértices v € X respecto a su grado de votacién”;
31 SC = ;
32 forall center c € X do
33 if ¢ is redundant then X := X \ {c}
34 else SC :=SCU{{c}UcAdj};
35 end
36 end
37 end

Algoritmo 2. Algoritmo CStar+
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Los algoritmos seleccionados para realizar la evaluacion son: Star, Extended Star, Gen-
eralized Star, Fuertemente Compacto Incremental, una version del algoritmo FTC que
produce solapamientos y los algoritmos clasicos Single-link y Average-link. Todos los al-
goritmos fueron implementados en C'++ ya que los cédigos originales no se encontraron

disponibles.

3.3.1. Descripcion de las colecciones

Para evaluar la calidad del agrupamiento obtenido por los algoritmos, se seleccionaron
dos colecciones de documentos ampliamente utilizadas en evaluaciones de algoritmos de
agrupamiento de documentos: TREC-5 [83] y Reuters-21578 [46]. Estas colecciones son
variadas en cuanto al tamano de los documentos, niimero de clases, tamano de las clases,
dimensionalidad, etc.

La coleccion TREC-5 contiene 695 articulos periodisticos en castellano publicados
por la agencia AFP en el ano 1994 y que han sido clasificados en 25 topicos o clases.
La coleccion Reuters-21578 contiene 21578 articulos periodisticos en inglés de la agencia
Reuters publicados en el ano 1987 y que estan organizados en 120 clases. De esta ultima
coleccion se seleccionaron 10377 documentos que estén clasificados en uno o mas topicos
y que tienen al menos un término.

En lo siguiente se referira a las colecciones TREC-5 y Reuters-21578 como AFP y
Reuters respectivamente. Algunas de las caracteristicas de estas colecciones se presentan

en la Tabla 3.1.

Coleccion | N. Doc. | Solapamiento | N. Clases | N. térm. | Prom. térm | Idioma

AFP 695 16 25 11839 126 Espanol
Reuters 10377 1722 119 21218 43 Inglés

Tabla 3.1: Caracteristicas de las colecciones de documentos AFP y Reuters

El término Solapamiento en esta tabla hace referencia a la cantidad de documentos
que estan asignados manualmente a mas de una clase; “N. térm.” y “Prom. térm.” son
el nimero de términos presentes en la coleccién luego de lematizar sus documentos y el

promedio de términos por documentos respectivamente.
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3.3.2. Representacion de los documentos

Los documentos de ambas colecciones fueron representados utilizando el Modelo de
Espacio Vectorial. El peso de cada término en el vector documento se determiné a partir
del valor de la frecuencia del término normalizada por la frecuencia maxima de los términos
en el documento (seccién 2.1.2).

Los términos en los documentos representan la forma reducida (lema) de las palabras
que aparecen en el documento, por ejemplo, todas las conjugaciones de un verbo se re-
presentaron por su infinitivo, el plural de la palabra por su forma singular, etc. En este
conjunto de términos no se consideraron las palabras vacias presentes en el documento. Al-
gunas de las palabras vacias no consideradas como términos son: articulos, preposiciones,
adverbios, conjuciones, etc.

Para obtener los lemas de los términos de ambas colecciones se utilizé el etiquetador
léxico-morfoldgico Tree Tagger!, desarrollado en el Instituto de Lingiifstica Computacional
de la Universidad de Stuttgart. La funcion fundamental del TreeTagger es analizar y
desambiguar las categorias léxicas de las palabras. Para ello se basa en los modelos de
Markov de orden k y en los arboles de decisiéon con objeto de obtener estimaciones mas
fiables.

Para determinar la semejanza entre los documentos se utilizé la medida del coseno

(secci6n 2.2).

3.3.3. Experimentos

Para comparar la calidad de los grupos obtenidos por los algoritmos se utilizé la
medida interna y las dos medidas externas que fueron definidas en la seccion 2.4. La
primera permitié estimar la cohesion interna de los grupos determinados mientras que
ambas medidas externas permitieron estimar la calidad de los grupos de acuerdo a las
clases determinadas por expertos en cada colecciéon y que son suministradas con éstas.

Ademas de las medidas anteriores se evaluaron otros indicadores como el niimero de grupos

lUna descripcién detallada de este etiquetador se puede encontrar en http://www.ims.uni-
stuttgart.de/projekte/corplex/TreeTagger/.
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generados y el promedio de elementos por grupo.

En los experimentos se referira a los algoritmos Extended Star, Generalized Star,
Fuertemente Compacto Incremental, Single-link y Average-link por los nombres EStar,
GStar, FCI, SLINK y ALINK respectivamente.

Para la evaluacion del algoritmo CStar+ se seleciond, segiin la explicacién al final de
la seccién 3.2, un intervalo en el que se pudiera detectar sub-grafos cohesionados; este
intervalo es [0.50;0.85]. Luego, para cada experimento se ejecuté CStar+ con valores de «
desde 0.50 a 0.85 con incremento de 0.05. Los valores mostrados para el algoritmo CStar+,

en cada uno de los experimentos, corresponden al valor de umbral de conexién a=0.75.

Experimento 1

En este experimento se comparé la calidad de los grupos obtenidos por cada algoritmo
teniendo en cuenta las medidas externas. En el caso de los algoritmos Star, EStar, GStar,
CStar y CStar+, se muestra cémo se comporto la calidad del agrupamiento teniendo en
cuenta el umbral de semejanza 3; este umbral tomé valores en el intervalo en que los
algoritmos obtuvieron los mejores valores de calidad (]0.25;0.45]). En la comparacién con
los algoritmos FTC, SLINK, ALINK, CStar y CStar—+, el resultado mostrado corresponde
al valor promedio de calidad obtenido.

Los resultados de las comparaciones utilizando como medida el Jaccard-index se ob-

servan en la Tabla 3.2 y en la Figura 3.3.

[OSLUINK OALINK @FTC B CStar mCStar+]

0.45 0.40

0.40 0.35

0.35 0.30

0.30 0.25

0.25+

0.20- 0.201

0.15- 0.154

0.10- 0.101

0.05- 0.05-

0.00 Promedio 0.00 Promedio

(A) (B)

Figura 3.3: Evaluacién considerando el Jaccard-index: (A) AFP, (B) Reuters
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Valores de (¢

Colecc. Algoritmo | 0.25 | 0.30 | 0.35 | 0.40 | 0.45 | Prom.
AFP Star 0.44 | 0.51 | 0.44 | 0.33 | 0.20 0.38
EStar 0.34 | 0.52 | 0.50 | 0.40 | 0.26 | 0.40

GStar 0.35 | 0.53 | 0.49 | 0.40 | 0.26 | 0.41

CStar 0.36 | 0.54 | 0.51 | 0.41 | 0.26 | 0.42

CStar+ 0.36 | 0.54 | 0.51 | 0.41 | 0.26 | 0.42

Reuters Star 0.42 | 0.33 | 0.31 | 0.26 | 0.21 0.31
EStar 0.45 | 0.35 | 0.36 | 0.30 | 0.24 0.34

GStar 0.45 | 0.36 | 0.38 | 0.31 | 0.26 | 0.35

CStar 0.46 | 0.41 | 0.38 | 0.32 | 0.26 | 0.37

CStar+ 0.46 | 0.41 | 0.38 | 0.32 | 0.26 | 0.37

Tabla 3.2: Evaluacién considerando el Jaccard-index

Los resultados de las comparaciones utilizando la medida Fmeasure se observan en la

Tabla 3.3 y en la Figura 3.4.

Valores de

Colecc. | Algoritmo | 0.25| 0.30 | 0.35 | 0.40 | 0.45 | Prom.
AFP Star 0.61 | 0.66 | 0.61 | 0.48 | 0.33 0.54
EStar 0.51 | 0.67 | 0.64 | 0.58 | 0.41 | 0.56

GStar 0.54 | 0.69 | 0.65 | 0.58 | 0.40 0.57

CStar 0.54 | 0.70 | 0.67 | 0.58 | 0.41 | 0.58

CStar+ 0.54 | 0.70 | 0.67 | 0.58 | 0.41 | 0.58

Reuters Star 0.60 | 0.50 | 0.48 | 0.40 | 0.35 0.47
EStar 0.63 | 0.52 | 0.53 | 0.46 | 0.41 0.51

GStar 0.63 | 0.51 | 0.54 | 0.47 | 0.42 | 0.51

CStar 0.63 | 0.59 | 0.55 | 0.49 | 0.42 | 0.54

CStar+ 0.63 | 0.59 | 0.55 | 0.49 | 0.42 | 0.54

Tabla 3.3: Evaluacién considerando el Fmeasure

Como se puede apreciar en las Tablas 3.2 y 3.3, a excepcién del caso en que el umbral
de semejanza es 0.25 para la coleccion AFP, los algoritmos CStar y CStar+ obtienen en la
mayoria de los casos mejores valores de calidad que los algoritmos Star, EStar y GStar. Si
se considera la calidad promedio obtenida por cada algoritmo respecto al Jaccard-index,
CStar y CStar+ representan un 10.53 % de mejora respecto al Star, un 5.0 % de mejora
respecto al EStar y un 2.44% de mejora respecto al GStar en la coleccién AFP; en la

coleccién Reuters, los algoritmos CStar y CStar+ logran una mejora del 19.35 % respecto
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|EISLINK OALINK BFTC B Cstar ICStar+|

0.70 0.60
0.60 0.50
0.50 0.40
0.40
0.30-
0.30-4
0.201 0.20-
0.10- 0.104
0.00 0.00
Promedio Promedio

(A) (B)

Figura 3.4: Evaluacién considerando el Fmeasure: (A) AFP, (B) Reuters

al Star, 8.82 % respecto al EStar y un 5.71 % respecto al GStar.

Si se tiene en cuenta los resultados para la medida Fmeasure en AFP, CStar y CStar+
obtienen un incremento en la calidad del 7.41 %, 3.57 % y 1.75 % respecto a los algoritmos
Star, EStar y GStar respectivamente; en la coleccion Reuters, los incrementos son del
14.89 % respecto al algoritmo Star y 5.88 % respecto a los algoritmos EStar y GStar.

Aunque las mejoras obtenidas por CStar y CStar+ respecto a los algoritmos EStar y
GStar en el caso promedio no son elevadas, sobre todo en la coleccion AFP, en el experi-
mento 2 se muestra que los grupos obtenidos por CStar y CStar+ son mas cohesionados
que los obtenidos por EStar y GStar.

Por ultimo, como se aprecia en las Figuras 3.3 y 3.4, los valores de calidad obtenidos por
CStar y CStar+ respecto a los algoritmos clasicos SLINK y ALINK son mucho mejores,
sobre todo en la coleccién AFP. En el caso del algoritmo FTC, aunque alcanza un valor de
calidad elevado respecto a ALINK y SLINK en la coleccién Reuters, los algoritmos CStar
y CStar+ en esa misma coleccién lo superan en un 27.59 % respecto al Jaccard-index y

en un 20.0 % considerando la medida F'measure.

Experimento 2

En este experimento se utiliza la medida interna definida en la seccion 2.4.1 para
comparar la cohesion interna de los grupos formados por los algoritmos CStar y CStar+

respecto a aquellos formados por los algoritmos EStar y GStar. Los resultados de esta
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comparacion en las colecciones AFP y Reuters se muestran en la Tabla 3.4.

Valores de j3

Colecc. | Algoritmo | 0.25 | 0.30 | 0.35 | 0.40 | 0.45
AFP EStar 0.273 | 0.347 | 0.401 | 0.458 | 0.500
GStar 0.275 | 0.340 | 0.406 | 0.461 | 0.504
CStar 0.353 | 0.437 | 0.505 | 0.570 | 0.601

CStar+ 0.353 | 0.437 | 0.505 | 0.570 | 0.601

Reuters EStar 0.256 | 0.319 | 0.391 | 0.455 | 0.518
GStar 0.260 | 0.318 | 0.391 | 0.459 | 0.521
CStar 0.284 | 0.373 | 0.460 | 0.543 | 0.608
CStar+ 0.284 | 0.373 | 0.460 | 0.543 | 0.608

Tabla 3.4: Evaluacién considerando la cohesién interna de los grupos

Como se puede apreciar, CStar y CStar+ obtienen en todos los casos grupos con una
cohesion interna superior a los que obtienen los algoritmos GStar y EStar. Es importante
mencionar que los resultados obtenidos por cada algoritmo superan los valores de cohesién
interna que presentan las clases calculadas manualmente por los expertos (AFP tiene 0.24
y Reuters tiene 0.23).

El resultado de los algoritmos CStar y CStar+ de acuerdo a esta medida refuerza los

resultados obtenidos en el experimento 1.

Experimento 3

En este experimento se comparan la cantidad de grupos obtenidos y el promedio de
elementos de éstos teniendo en cuenta los grupos obtenidos por los algoritmos Star, EStar,
GStar, FCI, CStar y CStar+ en ambas colecciones. Los resultados de esta comparacion
se muestran en las Tablas 3.5 y 3.6.

Como se aprecia en la Tabla 3.5, sélo el algoritmo GStar obtiene menos grupos que los
algoritmos CStar y CStar+. Sin embargo, es importante mencionar que la diferencia en
cuanto al nimero de grupos es, en el peor caso, sélo de 22 grupos para el valor de 3=0.45
en la coleccion Reuters.

Si se considera el promedio de elementos por grupos, como se puede apreciar en la Tabla

3.6, los algoritmos CStar y CStar+ obtienen grupos con mayor cantidad de elementos,
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Valores de (¢
Colecc. | Algoritmo | 0.25| 0.30 | 0.35 | 0.40 | 0.45
AFP Star 143 | 196 | 265 326 | 411
EStar 114 | 179 | 258 | 317 | 397
FCI 351 | 373 | 404 | 439 | 489
GStar 108 | 173 | 245 | 308 | 389
CStar 109 | 175 250 | 310 | 391
CStar+ 109 | 175 250 | 310 | 391
Reuters Star 1060 | 1646 | 2351 | 2997 | 3650
EStar 662 | 1203 | 1923 | 2622 | 3378
FCI 4528 | 4695 | 4950 | 5252 | 5600
GStar 648 | 1153 | 1845 | 2522 | 3279
CStar 651 | 1155 | 1856 | 2544 | 3295
CStar+ 651 | 1155 | 1856 | 2544 | 3295

Tabla 3.5: Evaluacién considerando la cantidad de grupos generados

Valores de

Colecc. | Algoritmo 0.25 0.30 | 0.35 | 0.40 | 0.45
AFP Star 9.32 5.43 3.57 2.83 2.13
EStar 18.61 | 11.43 | 6.85 4.92 3.42

FCI 3.29 2.96 2.56 2.27 1.92

GStar 18.73 | 11.54 | 7.10 5.01 3.43

CStar 18.92 | 12.10 | 7.23 | 5.03 | 3.55

CStar+ 18.92 | 12.10 | 7.23 | 5.03 | 3.55

Reuters Star 4721 | 24.97 | 1577 | 10.93 | 7.74
EStar 176.27 | 72.74 | 40.40 | 23.34 | 16.61

FCI 4.62 4.39 4.04 3.68 3.34

GStar 225.36 | 87.29 | 49.28 | 24.07 | 19.32
CStar 218.03 | 83.73 | 46.98 | 27.17 | 20.64
CStar+ 218.03 | 83.73 | 46.98 | 27.17 | 20.64

Tabla 3.6: Evaluacién considerando el promedio de elementos por grupos

solamente superados por el algoritmo GStar en la coleccién Reuters para los valores de (3
iguales a 0.25, 0.30 y 0.35.

Es importante mencionar que, respecto al promedio de elementos por grupo que poseen
las clases etiquetadas manualmente de las colecciones AFP (28,44) y Reuters (110,261),
los mejores resultados los obtienen los algoritmos CStar y CStar+ para el valor de 3=0.25

en el caso de AFP y el algoritmo GStar en el caso de Reuters.
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Experimento 4

Para mostrar que CStar, a pesar de ser dependiente del orden de analisis de los elemen-
tos, reduce la influencia de esta dependencia en la calidad del agrupamiento resultante,
se realizaron 10 ejecuciones de CStar para cada valor de § variando el orden de los do-
cumentos en las colecciones. Posteriormente se calculd la calidad de cada agrupamiento
resultante utilizando la medida interna y las medidas externas utilizadas en los experi-
mentos 1 y 2. Utilizando estos valores de calidad se determiné la desviacion estandard
presente en los resultados para cada valor de (. El resultado de este experimento se puede

observar en la Tabla 3.7.

Valores de

Colecc. Med. 0.25 0.30 0.35 0.40 0.45
AFP Jaccard-index | 1.05E-05 | 1.04E-03 | 1.14E-03 | 7.25E-05 | 9.01E-04
Fmeasure 1.58E-05 | 1.08E-03 | 1.17E-16 | 7.91E-05 | 4.31E-04
Sim. Global | 4.83E-04 | 6.67E-04 | 1.40E-03 | 6.32E-04 | 5.16E-04
Reuters | Jaccard-index | 1.58E-03 | 2.00E-03 | 8.41E-04 | 6.05E-04 | 1.24E-03
Fmeasure 1.34E-03 | 1.33E-03 | 5.89E-04 | 9.30E-04 | 6.54E-04
Sim. Global | 5.16E-04 | 7.38E-04 | 4.83E-04 | 5.68E-04 | 4.22E-04

Tabla 3.7: Desviacién estandar presente en los resultados

Como se puede apreciar en la Tabla 3.7, la desviacion estandar de los resultados es
muy pequena para cada valor de 3, evidenciandose que aunque los agrupamientos sean

diferentes, la calidad de éstos es muy similar.

3.4. Recapitulacion

En este capitulo se presentd el algoritmo CStar, el cual introduce un nuevo tipo de
sub-grafo en forma de estrella y una heuristica que permite realizar el cubrimiento de
G utilizando estos sub-grafos. El cubrimiento que obtiene CStar de G determina un
conjunto de grupos en los cuales se considera la pertenencia de un documento a mas de
un grupo.

El algoritmo CStar reduce las limitaciones presentes en los algoritmos Star, EStar y

GStar como son: (i) obtencién de grupos ilogicos, (ii) obtencién grupos redundantes, (i)
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dejan elementos sin agrupar, (iv) eliminacién de grupos densos previamente descubiertos
y (v) alto consumo de memoria. Ademds de lo anterior, como se describi6 en la seccién
3.1.2, la heuristica que sigue CStar para obtener el cubrimiento de Gz garantiza que
aunque el conjunto de centros que determina los grupos puedan variar, la densidad de los
centros se mantiene.

Los experimentos realizados en colecciones estandar de documentos, frecuentemente
utilizadas para evaluar el desempeno de los algoritmos de agrupamiento de documentos,
mostraron que CStar obtiene mejores resultados que los algoritmos Star, EStar, GStar,
FTC, FCI, Single-link y Average-link, de acuerdo a las medidas de evaluacién utilizadas
y respecto a otros parametros como: el ntimero de grupos generados y densidad de los
mismos. La experimentacién también mostré que la heuristica que sigue CStar permite
reducir la influencia del orden de analisis de los datos en la calidad del agrupamiento
resultante.

Ademas del algoritmo CStar, se propuso una variante de éste denominado CStar+ que
permite, a través de la deteccién de algunos tipos de componentes conexas, aumentar la
calidad del agrupamiento y reducir el procesamiento del algoritmo. Aunque esta variante
fue evaluada en las colecciones estandar, la calidad de los grupos obtenidos fue la misma
que la que obtuvo el algoritmo CStar en dichas colecciones. La explicacion de estos resul-
tados se debe a que en las colecciones evaluadas y para los valores del pardmetro a en el

intervalo [0.50;0.85] con los cuales se experimenté no se formaron cuasi-cliques.
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Capitulo 4

Conclusiones y Trabajo Futuro

4.1. Conclusiones

En la presente tesis se presenté un nuevo algoritmo de agrupamiento basado en grafos
denominado CStar, el cual permite generar cubrimientos en bases documentales con-
siderando que un documento pueda pertenecer a mas de un grupo.

El algoritmo CStar sélo necesita del parametro 3 para su funcionamiento y no necesita
fijar el nimero de grupos a obtener, sino que descubre dindmicamente dicho ntmero a
través de un cubrimiento del grafo de semejanza que representa la coleccién a agrupar.
La heuristica que sigue CStar para obtener el agrupamiento evita el encadenamiento
entre documentos, el cual es comtun en muchos algoritmos como el Single-Link. CStar
también reduce las limitaciones presentes en algoritmos basados en grafos como Star,
Extended Star y Generalized Star; estas limitaciones son: (a) obtencién de grupos ilégicos,
(b) obtencién grupos redundantes, (c) alto consumo de memoria, (d) eliminacién de grupos
densos previamente descubiertos y (e) no agrupamiento de todos los elementos de la
coleccion.

Las evaluaciones realizadas en colecciones estandar, considerando varias medidas de
calidad externas e internas, mostraron que CStar obtiene mejores resultados que los algo-
ritmos basados en grafos y que los algoritmos jerarquicos mas usados para el agrupamiento
de documentos. El algoritmo CStar obtiene menor cantidad de grupos que la mayoria de

los algoritmos basados en grafos con excepcién del algoritmo GStar. Los grupos obtenidos
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por CStar son mas densos que los obtenidos por la mayoria de los algoritmos con los que
se evalué.

Ademas del algoritmo CStar, se propuso una variante de éste denominada CStar+ la
cual transforma el problema de cubrimiento del grafo G5 en el problema de cubrimiento del
conjunto de componentes conexas de Gz aplicando la heuristica de CStar. Este algoritmo
introduce ademas la deteccion de algunos tipos de componentes conexas como los cuasi-
cliques y los k-plex con el objetivo de aumentar la calidad del agrupamiento y reducir el
procesamiento del algoritmo.

Aunque las evaluaciones en las colecciones utilizadas mostraron que CStar+ obtuvo el
mismo resultado de calidad que CStar, los beneficios que puede aportar CStar+ respecto a
la reduccién de procesamiento y calidad del agrupamiento lo convierten en una alternativa
a tener en cuenta en el procesamiento de otras colecciones de documentos.

Con el desarrollo del algoritmo CStar se considera que se han alcanzado los objetivos
planteados al inicio de la tesis.

Los primeros resultados de esta tesis fueron reportados en [19] y del resto se tiene un

articulo listo para enviarse a un evento internacional arbitrado [68].

4.2. Trabajo Futuro

Con base en los resultados obtenidos en esta tesis, existen algunas ideas que se pueden
seguir como posibles trabajos futuros.

Primeramente, existen aplicaciones en las cuales las colecciones de documentos cam-
bian con frecuencia al eliminar documentos existentes o adicionar nuevos, por ejemplo:
colecciones de noticias, analisis del comportamiento de las facturas en una empresa, etc.
En este tipo de colecciones ejecutar un algoritmo de agrupamiento estatico como CStar
resulta ineficiente ya que se deberia ejecutar cada vez que exista un cambio en la colec-
cion o luego de acumular un niimero considerable de cambios para evitar procesamiento
excesivo. Una posible linea a seguir es el desarrollo de una version de CStar, en principio

incremental, que permita actualizar el agrupamiento a medida que se adicionen nuevos
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documentos en la coleccion sin necesidad de volver a procesar el conjunto completo de
documentos.

Otra posible linea es incorporar como parte de la heuristica que sigue CStar, para
realizar el cubrimiento de G, el valor de semejanza entre los documentos. Este cambio,
permitiria mejorar la calidad de los grupos y posibilita el desarrollo de una variante difusa
que considere grados de pertenencia de los documentos a los grupos y no la pertenencia
Booleana que se ha utilizado hasta el momento.

Como tarea inmediata, se pretende:

1. Desarrollar un estudio para definir un criterio de “grupo interesante” el cual pueda
incluirse como condicién en el criterio utilizado para detectar grupos redundantes.
Este criterio de interés podria influir positivamente en la calidad de los grupos

obtenidos por CStar.

2. Evaluar el desempeno de CStar+ en otras colecciones de documentos.
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