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RESUMEN

Debido al auge que han tenido las tecnologias de la informacién en los tltimos
anos, en diferentes aplicaciones se generan continuamente una gran cantidad de datos
(flujos de datos). Estos flujos de datos pueden ser generados por sistemas de redes
de comunicaciones, redes de sensores remotos, experimentos cientificos, Internet y
otro gran nimero de entornos de caracter dinamico. El agrupamiento es una de las
técnicas que se ha utilizado para extraer conocimiento a partir de los flujos de datos,

convirtiéndose de esta forma en un tema de interés activo.

En diversos problemas practicos es comin encontrar flujos de datos en donde
se requiere construir agrupamientos con traslape, algunos ejemplos de este tipo de
problemas son el analisis de flujos de noticias, deteccion de intrusos en redes, aplica-
ciones para la deteccién de fraudes bancarios, entre otros. Sin embargo, los algoritmos
de agrupamiento propuestos en la literatura para flujos de datos no contemplan la

obtencion de grupos con traslape.

Debido a lo antes mencionado, en este trabajo de tesis se propone un algoritmo
de agrupamiento con traslape para flujos de datos, este algoritmo cumple con una
serie de restricciones, las cuales todo algoritmo de agrupamiento en flujos de datos
debe cumplir. De los experimentos realizados en conjuntos de datos con traslape, se
puede concluir que el algoritmo propuesto es una mejor alternativa para procesar
flujos de datos en aplicaciones donde es comin que los objetos pertenezcan a mas

de un grupo.
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ABSTRACT

Due to the boom that information technologies have had in recent years, in
different applications a lot of data are continuously generated (data streams). These
data streams can be generated by network systems, remote sensors networks, scienti-
fic experiments, Internet and many others dynamic environments. Clustering is one
of the techniques used to extract knowledge from data streams, in this way becoming

a topic of active interest.

There are several problems dealing with data streams, like for instance new
stream analysis, intrusion detection and bank fraud detection, among others, in
which it is desirable to build an overlapping clustering. However, the data stream
clustering algorithms proposed in the literature do not allow to build overlapping

clusters.

Due to the above mentioned, in this thesis an overlapping clustering algorithm
for data streams is proposed, this algorithm satisfies all the constraints, that any
clustering algorithm for data streams must satisfy. From the experiments on over-
lapping datasets, we can conclude that OCDS is a suitable alternative for processing
data streams in applications where it is common finding objects belonging to more

than one cluster.

XV






CAPiTULO 1

INTRODUCCION

En este capitulo se describe el tema principal de esta tesis, el cual es el agru-
pamiento en flujos de datos. Se empieza mencionando algunas aplicaciones en las
que se han utilizado los algoritmos de agrupamiento en flujos de datos, asi como las
principales restricciones que tienen dichos algoritmos. Posteriormente, se introduce
la problematica que se abordara en el marco de esta tesis, en donde se resalta el hecho
de que los algoritmos de agrupamiento para flujos de datos actualmente reportados
en la literatura, no contemplan el traslape entre los grupos construidos. A partir de
la problematica, se definen los objetivos que se deben cumplir en el desarrollo de

esta tesis. Por tltimo, se describe la organizacién del presente documento.

1.1 INTRODUCCION

Con el auge que han tenido las tecnologias de la informacién en los tltimos
anos, en diferentes aplicaciones se generan una gran cantidad de flujos de datos.
Estos flujos de datos pueden ser generados por sistemas de redes de comunicaciones,
redes de sensores remotos, experimentos cientificos, Internet y otro gran niimero de
entornos de caracter dindamico. Un flujo de datos es considerado como una secuencia
ordenada de datos que llegan de manera continua en cada instante de tiempo. En el
contexto de esta tesis se entendera por dato un objeto descrito por un conjunto de

atributos o caracteristicas.
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Como se ha mencionado, en los tultimos anos, el analisis de flujos de datos
se ha convertido en un tema de investigacién relevante en varios campos de las
ciencias computacionales y su aplicacién puede verse en distintas aplicaciones como:
sistemas de deteccién de intrusos en redes [Cao et al., 2006], observacién de entornos
[Ruiz et al., 2009], sistemas médicos [Plant et al., 2010, Mete et al., 2011], andlisis
de la bolsa de valores [Yang et al., 2011], anédlisis de redes sociales [Lee, 2012] y

aplicaciones de seguimiento de objetos en video [Yu et al., 2013], entre otras.

El agrupamiento es una de las técnicas que se ha utilizado para extraer cono-
cimiento a partir de los flujos de datos, convirtiéndose de esta forma en un tema
de interés activo. El agrupamiento, también conocido como clasificacion no super-
visada, es una técnica del Reconocimiento de Patrones que consiste en organizar en
grupos un conjunto de objetos, en nuestro caso descritos en términos de un conjunto
de atributos o caracteristicas, de forma tal que objetos de un mismo grupo sean mas

similares entre si que objetos de grupos distintos.

Dada la naturaleza de un flujo de datos, existe una serie de restricciones que un
algoritmo de agrupamiento debe cumplir para considerarlo capaz de procesar un flujo
de datos [Amini et al., 2014b]. Estas restricciones son: la cantidad de objetos en el
flujo debe ser considerada infinita, el tiempo para procesar un solo objeto es limitado,
la memoria es limitada, existen objetos que pueden ser ruido y puede existir evoluciéon
en la distribucién de los objetos. Adicionalmente a estos requerimientos, también se
deben tener en cuenta los problemas inherentes a los algoritmos de agrupamiento:
no se sabe a priori el nimero de grupos que existen en el conjunto de objetos, los
grupos pueden tener formas arbitrarias y el ruido puede afectar en el proceso de

agrupamiento.

Para procesar los flujos de datos en las computadoras actuales comtinmente se
sigue el modelo de ventaneo [Ng and Dash, 2010], este modelo consiste en retener

cierta cantidad de informacién del flujo de datos en un buffer, el cual mantiene
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ordenados los datos conforme se van agregando y les puede asignar pesos de acuerdo

a ese orden.

A pesar de los buenos resultados obtenidos por los algoritmos de agrupamiento
para flujos de datos que se han reportado en la literatura, estos todavia tienen un
conjunto delimitaciones que reducen su aplicacién en problemas reales. A continua-

cion se describen estos problemas.

1.2 PROBLEMATICA

En la literatura se han reportado diversos algoritmos de agrupamiento
para flujos de datos [Cao et al., 2006, Ruiz et al., 2009, Aggarwal et al., 2005,
Aggarwal et al., 2003, Kranen et al., 2011, Tu and Chen, 2009b, Guha et al., 2002,
Dang et al., 2009, Wan et al., 2009]. Estos algoritmos son comunmente clasificados
en cinco categorias [Han and Kamber, 2006]: particionales, jerarquicos, basados en

densidad, basados en grid (cuadricula) y basados en modelo.

Los algoritmos de agrupamiento basado en particiones organizan una colec-
cion de objetos en un numero de particiones, donde cada particién representa a
un grupo. Para construir los agrupamientos se utiliza comtinmente una funcién de
distancia. De forma analoga al algoritmo k-means [MacQueen, 1967], este tipo de
algoritmos encuentra agrupamientos con forma esférica y es sensible a los objetos
que son ruido. Los algoritmos para flujos de datos, que son basados en particiones
y que han resultado més citados en la literatura son STREAM [Guha et al., 2002]
que estd basado en las k-medianas [Kaufman and Rousseeuw, 1987] y CluStream

[Aggarwal et al., 2003] que esta basado en el k-means.

Los algoritmos de agrupamiento jerarquico hacen divisiones o uniones su-
cesivas de grupos en distintos niveles dentro de una jerarquia. Se han utilizado

combinaciones de este tipo de algoritmos con otras técnicas, para mejorar la ca-
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lidad de los agrupamientos. Como ejemplo se tiene el algoritmo de agrupamiento
ClusTree [Kranen et al., 2011] que estd basado en el algoritmo jerarquico BIRCH
[Zhang et al., 1996].

Los algoritmos de agrupamiento basados en densidad, construyen grupos
como areas densas que estan separadas por regiones dispersas. La idea mas
comunmente utilizada es hacer crecer un grupo hasta que la densidad (ndmero de
objetos) en el vecindario exceda cierto umbral. Este tipo de agrupamiento permite
el manejo de objetos que son ruido, ademdas es capaz de descubrir grupos con
formas arbitrarias. El agrupamiento basado en densidad es adecuado para flujos de
datos con evolucion en la distribucién de objetos, ya que el nimero y la forma de
los grupos cambian constantemente. El algoritmo basado en densidad mas citado
es DenStream [Cao et al., 2006], el cual estd basado en el algoritmo DBSCAN
[Ester et al., 1996]. Del algoritmo DenStream se derivan varias extensiones
[Ruiz et al., 2009, Lin and Lin, 2009, Ntoutsi et al., 2012, Forestiero et al., 2013,
Hassani et al., 2012, Amini et al., 2014a].

Los algoritmos de agrupamiento basados en grid particionan el espacio de los
objetos en un cierto nimero de celdas, las cuales forman un grid. Un grid (cuadricula)
es una divisién de cada atributo de los objetos en intervalos de igual longitud, dichas
divisiones parten el espacio m-dimensional en grids de igual tamano, y en cada grid
se tiene un represente. Los objetos se asignan a cada grid utilizando una funcién. Se
ha reportado que los algoritmos de este tipo son rapidos en tiempo de ejecucion, ya
que no dependen del nimero de objetos. Algunos de los algoritmos de agrupamiento
para flujos de datos basados en grid pueden caer dentro de la categoria de los basados
en densidad, entre ellos se encuentran D-Stream [Tu and Chen, 2009b] y MR-Stream

[Wan et al., 2009], que ademéds son de los algoritmos més citados en la literatura.

Los algoritmos de agrupamiento basados en modelo optimizan una funcién de

aptitud, para lo cual utiliza el conjunto de objetos y algiin modelo matematico a
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optimizar, como ejemplo de este tipo de algoritmos se tiene el algoritmo SWEM
[Dang et al., 2009] que es una extensiéon de EM (Expectation Maximization)

[Dempster et al., 1977] para el agrupamiento en flujos de datos.

Recientemente, en [Amini et al., 2014b], se ha reportado un estudio de algorit-
mos de agrupamiento para flujos de datos basados en densidad. En dicho trabajo se
argumenta que debido a que en un flujo de datos la cantidad de grupos y la forma
de los mismos estd en constante cambio. Los algoritmos de agrupamiento basados

en densidad constituyen una buena alternativa para trabajar en flujos de datos.

En diversos problemas préacticos es comun encontrar flujos de datos en donde
se requiere construir agrupamientos con traslape, algunos ejemplos de este tipo de
problemas son el andlisis de flujos de noticias [Pons-Porrata et al., 2002], deteccién
de intrusos en redes, aplicaciones para la deteccién de fraudes telefénicos, bancarios,
entre otros. Sin embargo, los algoritmos de agrupamiento propuestos en la literatura
para flujos de datos [Cao et al., 2006, Guha et al., 2002, Aggarwal et al., 2003,
Aggarwal et al., 2005,  Zhang et al., 2009, Lu et al., 2005,  Gao et al., 2005,
Bhatnagar and Kaur, 2007, Aggarwal and Yu, 2008, Liihr and Lazarescu, 2009] no

contemplan la obtencién de grupos con traslape.

En la literatura se han propuesto algoritmos de agrupamiento incrementales,
en los cuales es posible procesar nuevos objetos después de que se haya construido el
agrupamiento. Estos algoritmos utilizan el agrupamiento ya formado para determi-
nar a qué grupo pertenece un nuevo objeto o para decidir si es necesario formar un
nuevo grupo o dividir un grupo previamente creado, sin tener que agrupar todo el
conjunto de datos desde el inicio. De igual forma, existen algoritmos de agrupamiento
incrementales que permiten formar grupos con traslape, por lo que podria pensarse
que estos algoritmos construyen una alternativa para construir agrupamientos con
traslape en flujos de datos. No obstante, el problema con los algoritmos de agrupa-

miento incrementales es que necesitan mantener todos los objetos en memoria para
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agrupar nuevos objetos, lo cual hace que tengan un alto costo computacional. Adi-
cionalmente, debido a que la cantidad de memoria es limitada, estos algoritmos no
son capaces de procesar un flujo de datos, ya que en el caso de los flujos de datos se
parte del supuesto de que el flujo de datos es infinito y el tiempo para procesar cada
objeto nuevo es limitado ya que los objetos no se pueden mantener indefinidamente

en la memoria.

Con base en lo mencionado anteriormente, el problema que se aborda en esta
tesis es el desarrollo de un algoritmo de agrupamiento para flujos de datos que
permita la obtencion de grupos con traslape. Contar con un algoritmo de este tipo
para flujos de datos permitiria obtener mejores respuestas en aquellos problemas
de flujos de datos en los cuales, la propia naturaleza del problema impone obtener

grupos con traslape.

1.3 OBJETIVOS

Con base en lo planteado anteriormente, la presente tesis de maestria tiene los
siguientes objetivos:

Objetivo general

Desarrollar un algoritmo de agrupamiento para flujos de datos, que permita
formar grupos con traslape, que sea mas rapido y mantenga similar calidad que los

algoritmos incrementales que se han desarrollado para el agrupamiento con traslape.
Objetivos especificos
1. Adaptar una estrategia de paginado para el manejo de flujos de datos, que sea
adecuada para el agrupamiento con traslape.

2. Adaptar una estrategia de agrupamiento con traslape para la estrategia de

paginado propuesta en 1.
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3. Crear un algoritmo de agrupamiento con traslape en flujos de datos, combi-

nando las estrategias adaptadas en 1y 2.

1.4 ORGANIZACION DE LA TESIS

El contenido de este documento se encuentra organizado en 5 capitulos. Ademas
del presente capitulo, en el capitulo 2, se describen algunos conceptos necesarios para
comprender como se representan y procesan los flujos de datos. También se describen
algunas de las estrategias de ventaneo que son cominmente utilizadas para procesar

flujos de datos.

En el capitulo 3, se describen los algoritmos propuestos en la literatura que
se encuentran relacionados con la presente tesis. Se describen algoritmos de agrupa-
miento que procesan flujos de datos, asi como los algoritmos de agrupamiento con
traslape incrementales, contra los cuales se comparara la calidad de los agrupamien-

tos del algoritmo propuesto en esta tesis.

En el capitulo 4, se introduce el algoritmo propuesto para el agrupamiento en
flujos de datos, que permite formar agrupamientos con traslape. Primero se introduce

la fase online del algoritmo y posteriormente se describe la fase offiine.

En el capitulo 5, se evalia el algoritmo propuesto en términos de eficiencia y

eficacia, en conjuntos de datos reales.

Finalmente, en el capitulo 6, se presentan las conclusiones y el trabajo a futuro

que se derivan de la presente tesis.






CAPITULO 2

CONCEPTOS PRELIMINARES

En este capitulo se introducen los conceptos béasicos necesarios para entender
los capitulos 3 y 4. Primero, se describe el concepto de flujo de datos y se discute
sobre los problemas que se tienen que considerar para su andlisis. Adicionalmente, se
mencionan algunas de las representaciones compactas cominmente utilizadas para
hacer un procesamiento rapido para el agrupamiento en flujos de datos. Posterior-
mente, se mencionan algunos de los modelos de ventaneo cominmente utilizados

para el manejo de los flujos de datos.

2.1 FLUJOS DE DATOS

En esta tesis se utilizara la definicion de flujo de datos dada en
[Giraldo et al., 2013], la cual dice que un flujo de datos es una secuencia continua,
potencialmente infinita, de objetos xy,x9,...,2,... etiquetados con tiempos
11,71, ..., T}, ..., donde cada objeto x; del flujo se describe por m caracteristicas, y

se denota por x; = (i1, Tigy vy Tim)-

Un flujo de datos comunmente contiene una gran cantidad de objetos y éstos
a su vez pueden estar descritos por una gran cantidad de atributos, sin embargo,
éstos no son los unicos problemas. También puede haber ruido en el flujo de datos y

es posible que en un instante de tiempo llegue mas de un objeto para ser analizado.

9
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Producto de las caracteristicas de los flujos de datos, resulta poco practico almacenar
todos los objetos de un flujo de datos para posteriormente hacer un andlisis de los
mismos. Algunas de las consideraciones que se deben tener en cuenta en un flujo de

datos son:

= No se tiene control sobre el orden en que llegan los objetos, por lo que el acceso

a los mismos para su procesamiento no puede ser de manera aleatoria.
= Los flujos de datos son potencialmente infinitos.

= Los objetos que han sido procesados pueden ser eliminados, o almacenados en
el mejor de los casos. Sin embargo, la recuperacion de objetos ya procesados
no es sencilla, partiendo de que, para realizarla, los objetos deben estar en

memoria y esta se considera pequena en relacion al tamano del flujo de datos.

Una de las formas en que comtiinmente se procesan los flujos de datos es utili-
zando una representacién compacta de un conjunto de objetos. Dicha representacion
hace que sea posible procesar los objetos una sola vez, es decir, una vez que se obtie-
ne un objeto del flujo de datos, éste se procesa y no es necesario volver a acceder a
¢él. En el agrupamiento, la representacion compacta ayuda a determinar a qué grupo
pertenece un nuevo objeto. Las representaciones compactas cominmente utilizadas
para representar conjuntos de objetos en el agrupamiento en flujos de datos basado
en densidad, son los micro-clusters y los grid [Amini et al., 2014b]. Sin embargo, en
la literatura se ha reportado que los grid tienen problemas para procesar objetos
con alta dimensionalidad [Tan et al., 2006], por lo cual, en el presente trabajo se
optd por utilizar los micro-clusters como representacion compacta para conjuntos

de objetos.

Un  micro-cluster [Aggarwal et al., 2003] para un conjunto de objetos

x1,To,...,T,, con etiquetas de tiempo Ti,75,...,T,, descritos por m atributos

estd definido por la tupla (CF2*, CF1*,CF2',CF1',n), donde CF2* y CF1*
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corresponden a un vector de m elementos cada uno.

= ('F'2%: contiene la suma de los cuadrados de cada uno de los atributos de los n
objetos que se encuentran en el micro-cluster, por lo que si los objetos tienen
dimension m, C'F2* también tiene dimensién m. El j-ésimo atributo de C'F'2*

eS:
n

i=1
s C'F'17: contiene la suma de cada uno de los atributos de los n objetos que se

encuentran en el micro-cluster, por lo que si los objetos tienen dimension m,

CF1* también tiene dimension m. El j-ésimo atributo de C'F'1% es:
i=1

s OF2%: es la suma de los cuadrados de las etiquetas de tiempo T}, 75, ..., T}, con

T; € N.
s OF1% es la suma de las etiquetas de tiempo Ty, 15, ..., T),.

= n: es el numero de objetos.

Los micro-clusters son utilizados para representar un conjunto de objetos y de esta
manera evitar almacenar todos los objetos del flujo de datos en memoria. Finalmente
el agrupamiento se realiza sobre el conjunto de micro-clusters resultante del flujo de

datos.

Del micro-cluster se deriva el concepto de core-micro-cluster, el cual es utilizado
en el algoritmo DenStream y todas sus variantes. El core-micro-cluster utiliza una
funcion de desvanecimiento, para dar un peso en relacion a la antigiiedad que tienen
dichos micro-clusters en el flujo de datos. La funcién de desvanecimiento utilizada

en los core-micro-clusters es f(t) = 27 donde A > 0.
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Un core-micro-cluster [Cao et al., 2006] en un tiempo ¢ para un conjunto de
objetos x1, xa, ..., T, con etiquetas de tiempo T4, T, ..., T},, descritos por m atributos

estd definido como una tupla CMC(w, ¢, r):

- w= Y0 f(t-T)

2o =Tz

» ¢c=(¢1,62,...,Cn), donde ¢; = "

.y = izt (t_g")dm(“’c), donde dist(x;,c) es la distancia Euclidiana entre el

objeto x; y el centro ¢

Se debe tener en cuenta que el peso w debe ser mayor o igual que un umbral p, el cual
determina la cantidad de objetos, ponderados por la funciéon de desvanecimiento, que
debe tener un micro-cluster para ser considerado un core-micro-cluster. Ademas, el
radio r debe ser menor o igual que un umbral e¢. Este umbral determina el tamano
maximo que puede alcanzar el radio del micro-cluster; de esta manera, se trata de

no incluir ruido en los core-micro-clusters.

Ya que en esta tesis se aborda el problema del agrupamiento se define un grupo
como un conjunto de objetos obtenido a partir de algiin algoritmo de agrupamiento.
Un agrupamiento es el conjunto de grupos obtenido una vez que todos los objetos
fueron agrupados. Una clase es un conjunto de objetos etiquetado por expertos en

el area a la que corresponde el conjunto de datos.

2.2 MODELOS DE VENTANEO

Los modelos de ventaneo constituyen uno de los métodos més ampliamente
utilizados en el procesamiento de flujos de datos. Con el objetivo de reducir el espacio
de procesamiento, los modelos de ventaneo son comiunmente empleados para las
consultas que se hacen cada determinado tiempo en los flujos de datos, ya sea para

hacer una evaluacién del agrupamiento o, en una aplicacién real, cuando el usuario
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requiere de una respuesta por parte del sistema. En lugar de analizar un flujo de
datos infinito, los modelos de ventaneo permiten analizar subconjuntos finitos del
flujo de datos. Varios modelos de ventaneo de tiempo han sido usados en la literatura,

siendo los siguientes los mas representativos.
Modelo de ventaneo de punto de referencia

En el modelo de punto de referencia [Ng and Dash, 2010], el espacio de busque-
da y/o procesamiento es un intervalo de tiempo que se extiende desde un tiempo
inicial [ hasta el momento j, siendo j el tiempo actual en el flujo de datos. Ventanas
sucesivas compartiran el mismo tiempo inicial e irdn creciendo con el progreso del
tiempo. Debido al aumento de la cantidad de objetos en el tiempo y la utilizacién de
todo el histérico del flujo de datos; este modelo es poco aplicable, ya que se mantie-
nen todos los objetos en memoria y si el flujo de datos es muy grande, es imposible

procesarlo.
Modelo de ventaneo deslizante

En el modelo de ventaneo deslizante [Ng and Dash, 2010] solo la parte del
flujo de datos que esta acotada por una ventana de dimensién fija, serd almacenada
y procesada. En este modelo, la ventana se desplazara segin fluyan los objetos en
el tiempo. Este tipo de ventanas sigue un comportamiento similar a una estructura
de datos tipo FIFO (first in, first out), donde una vez procesado e insertado en la
ventana el elemento j, otro elemento i = (j — w) es descartado de la ventana, siendo

w el ancho de la ventana deslizante.
Modelo de ventaneo de desvanecimiento

En el modelo de ventaneo de desvanecimiento [Ng and Dash, 2010] el tamafio
de ventana varia en dependencia de una funciéon de desvanecimiento definida. En
este modelo los objetos se desvanecen con el tiempo perdiendo asi relevancia hasta

llegado el punto en que son removidos de la ventana. La funciéon de desvanecimiento
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permite dar mas relevancia a los objetos méas recientes en el flujo; convirtiéndolo en
un modelo adecuado en aplicaciones donde el efecto de los datos histéricos en los
resultados del procesamiento disminuya con el transcurso del tiempo. La funcion de
desvanecimiento exponencial f(t) = 27, donde A > 0, es cominmente utilizada en
aplicaciones en donde el tiempo influye y es deseable dar menor importancia a la
informacion con mayor antigiiedad. Esta funcién es utilizada en la mayoria de los
algoritmos de agrupamiento para flujos de datos basados en densidad y que utilizan

micro-clusters.



CAPITULO 3

TRABAJO RELACIONADO

En este capitulo se describen los algoritmos de agrupamiento para flujos de
datos y los algoritmos de agrupamiento con traslape mas relevantes propuestos en la
literatura. Dentro de los algoritmos de agrupamiento para flujos de datos se describe
més detalladamente el algoritmo DenStream [Cao et al., 2006], ya que es el que ha
reportado los mejores resultados. También se describe con detalle el algoritmo de
agrupamiento con traslape incremental DClustR, [Pérez-Sudrez et al., 2013a] ya que
ha reportado muy buenos resultados en este tipo de problemas y es el algoritmo

contra el que se compara el algoritmo propuesto en esta tesis.

3.1 ALGORITMOS DE AGRUPAMIENTO PARA FLUJOS DE

DATOS

En la literatura se han propuesto varios algoritmos de agrupamiento para flujos
de datos, la mayoria de ellos son extensiones de algoritmos de agrupamiento para
conjuntos de datos estaticos. A continuacién se describen los algoritmos para flujos

de datos mas citados en la literatura:

STREAM [Guha et al., 2002] es un algoritmo que parte del hecho de que el
flujo de datos llega en subconjuntos de objetos zy, 29, ..., 2,... donde cada subconjun-

to z; se puede almacenar en memoria principal. El algoritmo funciona de la siguiente

15
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manera: se agrupa el subconjunto z; utilizando una variante del algoritmo k-medoids
llamado LKM [Zhang et al., 1999], para obtener k objetos representativos de cada
subconjunto. Posteriormente, se asigna un peso a cada objeto representativo, te-
niendo en cuenta los elementos pertenecientes a cada grupo. Luego, se eliminan los
objetos de z; y se almacenan los k objetos representativos ponderados. Por tlti-
mo, se aplica el algoritmo LKM sobre los objetos representativos obtenidos de cada
21, 29, ..., Zn..., de esta manera se obtienen los objetos representativos de todo el flu-
jo de datos. En [Babcock et al., 2003| se extiende el algoritmo STREAM para que
trabaje con ventanas deslizantes, de esta manera solo son procesados los n objetos

mas recientes del flujo de datos.

En [Aggarwal et al., 2003] se propone el algoritmo CluStream, retomando las
ideas de BIRCH [Zhang et al., 1996]. En particular se extiende el concepto de CF
(Cluster Feature) a partir del cual se propone el concepto de micro-cluster. Este
algoritmo separa el proceso de agrupamiento en dos fases, en linea (online) y fuera de
linea (offline). En un principio se crean k grupos utilizando k-means con un conjunto
de objetos del flujo de datos. A partir de estos grupos se crean k micro-clusters, es
decir, para cada grupo se calculan los vectores CF1*, CF2* C'F1t, CF2¢, utilizando
las formulas mostradas en el capitulo 2. En la fase online se toma el siguiente objeto
x; del flujo de datos y se asigna a un micro-cluster. Para hacer la asignacion se calcula
la distancia entre z; y los centroides de los micro-clusters y se asigna x; al micro-
cluster con el centroide mas cercano a €él. La asignacion se realiza si no se supera una
cierta cantidad de objetos (esta cantidad se maneja mediante un umbral) que puede
contener el micro-cluster. Si no es posible asignar x; a un micro-cluster, se debe
crear un nuevo micro-cluster. Para crear dicho micro-cluster, se utilizan los valores
de z; para calcular CF1® = z;,, CF2* = SS(z;), donde SS(x;) = (22,25, ..., 22 ),
CF1' =T, CF2' =T? y n = 1. Una vez asignados los objetos a los micro-clusters

no es necesario mantenerlos en memoria.

En la fase offline se agrupan los micro-clusters para formar el agrupamien-
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to final, para esto se utiliza el algoritmo k-means, utilizando los centroides de los
micro-clusters como los objetos a agrupar. De esta manera, los micro-clusters con
centroides que pertenecen al mismo grupo representan a todos los objetos del flujo

de datos que pertenecen a dicho grupo.

En [Aggarwal et al., 2004] se propone el algoritmo HPStream, cuyo esquema
general es similar al propuesto en el algoritmo CluStream; sin embargo, se hacen
algunas modificaciones para tratar el problema de normalizacién de los datos y para
utilizar solo un subconjunto de atributos para evaluar la distancia entre los objetos
y los centroides de los grupos. Al inicio del agrupamiento del flujo de datos y con
el fin de ponderar los diferentes atributos, se normaliza cada uno de ellos utilizando
la desviacién estandar de cada atributo. Al construir los micro-clusters iniciales
utilizando k-means, para cada micro-cluster se calcula el peso del micro-cluster.
Este peso estd determinado por una funcién de desvanecimiento y es actualizado
cada vez que se adicionan nuevos elementos al micro-cluster. Ademas, se determinan
los atributos que seran utilizados, para realizar el calculo de la distancia entre los
nuevos objetos y el centroide, es decir, para cada grupo, solo un subconjunto de

atributos es utilizado para el célculo de la distancia.

Los algoritmos STREAM, CluStream y HPStream estan basados en k-means o
en variantes de k-means y por lo tanto, forman agrupamientos con formas esféricas.
Esto hace que solo funcionen adecuadamente si se sabe a priori que el flujo de datos
tiene grupos con dicha forma. Para solucionar este problema se ha propuesto utilizar
algoritmos de agrupamiento basados en densidad, los cuales son capaces de formar

grupos con formas arbitrarias.

DStream [Jia et al., 2008] es un algoritmo basado en grids y en densidad que
retoma las ideas de CluStream; es decir, usa una fase online y una fase offline.
En la fase online mapea los objetos de entrada a un ¢rid conformado por cel-

das. Cada celda del grid tiene asociada una medida de densidad que es igual a



CAPITULO 3. TRABAJO RELACIONADO 18

la suma de los objetos mapeados en la celda. Adicionalmente, la densidad de las
celdas se desvanece continuamente de forma exponencial con un factor de desva-
necimiento, el cudl es un parametro de entrada. La fase offline forma un conjun-
to de grupos utilizando algiin algoritmo de agrupamiento basado en g¢rids, como
pueden ser: STING [Wang et al., 1997], WaveCluster [Sheikholeslami et al., 1998] o
CLIQUE [Agrawal et al., 1998]. Las celdas densas son diferenciadas de las disper-
sas mediante una funcién de umbral de densidad que depende de un parametro, el
factor de desvanecimiento y del ntimero total de celdas en el grid. Un ejemplo del

agrupamiento basado en grids se puede ver en la figura 3.1.

|
|
I

Data Stream |:I>

|
|
'%> :

; : - : " Clustering Results
Online Processing Density Grid Offline Processing

Figura 3.1: Agrupamiento basado en densidad, utilizando grids. Fuente:

[Tu and Chen, 2009a]

La fase online obtiene nuevos objetos, mapea cada ojeto en un grid y actua-
liza el vector de caracteristicas, el cual almacena un resumen de informacién del
grid. Ya que las celdas mas dispersas se desvanecen mas rapido, DStream detecta

periédicamente este tipo de celdas, y ya que las considera como ruido son eliminadas.

DenStream [Cao et al., 2006] es un algoritmo basado en densidad, que conside-
ra el problema de agrupamiento de un flujo de datos como un modelo de ventanas de
desvanecimiento. En este modelo, el peso de cada objeto decrece exponencialmente
en el tiempo ¢, utilizando una funcién de desvanecimiento. La funcién utilizada en
DenStream es: f(t) = 277 con A > 0. Mientras m4s alto sea el valor de A menor
importancia se dara a los elementos mas antiguos. DenStream utiliza el concepto
de core-micro-cluster (cmc), para determinar cuidndo un micro-cluster es cmc se

utilizan dos conceptos importantes: c-micro-cluster potencial (mcp) y micro-cluster
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aislado (mca).

Un mcp en un tiempo ¢ para un grupo de objetos cercanos xi, xs, ..., T, con

tiempos 11, Ty, ..., T, estéd definido como la tupla (CF!,CF? w).

"w= Z?:l f(t=T;), w > Bpu, es el peso
» CF' =" f(t —T;)x;, es la suma lineal ponderada de los objetos.

» CF2=5%"" f(t—T;)SS(x;), donde SS(x;) = (x3, ¥%, ..., x2,)-

m

A partir de los datos anteriores, se pueden calcular el centro y radio de un mcp,

denotados como ¢ y r, respectivamente, a través de las siguientes férmulas:

= cr 3.

w

C
. \/|CF2| _fem, 32)
w

w

Un mca en un tiempo ¢ para un grupo de objetos cercanos xi, xs, ..., T, con
tiempos Ty, T, ..., T, estd definido como la tupla (CFY, CF2,w,Tp). Donde CF?,
CF?, w, centro y radio estédn definidos como en un mcp. Ty = T} es el tiempo de
creacion del mca, que es utilizado para determinar el tiempo de vida del mca. Sin
embargo, en este caso w < fu ya que éste es el parametro que determina cuando un

mca cambia a mcp.

Los mcp y mca se pueden actualizar en dependencia de cémo llega el flujo
de datos. Por ejemplo, dado un mcp ¢, = (CF',CF? w). Si no se han agregado

nuevos objetos al ¢, por un intervalo de tiempo d¢, entonces la representacion de este

micro-cluster serfa ¢, = (27%CF!,279CF2 27 %y). Por el contrario, si un objeto p
es agregado a ¢, entonces ¢, = (CF!' 4+ p,CF? + SS(p),w + 1), donde SS(p) =

(p%,p3,...,p%). De manera similar sucede en el caso de los mca.

Cuando inicia la ejecuciéon del algoritmo DenStream, éste tiene una fase de

inicializaciéon, en la que se toman k objetos y se aplica el algoritmo DBSCAN
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[Ester et al., 1996]. Una vez que se agruparon los objetos, se calculan los mcp de
manera similar que en CluStream, pero en este caso se verifican los umbrales que
deben mantenerse para ser considerados como mcp. El algoritmo de agrupamiento
se divide en dos fases: una fase en linea (online) para el mantenimiento de los micro-
clusters, y una parte fuera de linea (offline), para generar el agrupamiento final; esta

ultima fase se lleva a cabo cuando el usuario lo solicita.

Durante la fase online se obtiene un objeto z; del flujo de datos, se calcula
la distancia entre x; y los centros de los mcp. Luego se calcula el radio r; del mcp
que fue mds cercano a x; pero incluyendo a z; en el calculo, si 7; < € entonces se
asigna x; a ese mcp. En otro caso, se calcula la distancia entre x; y los centros de
los mca y se determina si el mca al que fue asignado cumple con las caracteristicas
para convertirse en mcp; es decir, se verifica si w > fu. Si x; no se pudo agregar a
ningtin micro-cluster entonces se genera un nuevo mca a partir de x;, creando los
vectores CF! = x;, OF2 = SS(z;), donde SS(x;) = (22,25, ...,x2,) ¥ con un peso

w =1y tiempo de creacion Ty = T;.

En la fase offline, para generar el agrupamiento final, se toman los centros de
los mcp y se aplica una variante de DBSCAN que toma en cuenta el radio de los mep
y la distancia entre sus centros para determinar si son alcanzables de forma densa.
Considérese dos mcp con centros ¢, y ¢, y con sus respectivos radios r, y 4. Se dice
que ¢, y ¢, son alcanzables de forma densa si d(cp, ¢,) > 7, + 14, donde d(c,, ¢,) €s
la distancia Euclidiana entre ¢, y ¢,; todos los mep que son alcanzables de manera
densa forman un cluster. Un ejemplo de los micro-clusters resultantes a partir de un
conjunto de objetos (parte izquierda de la figura 3.2) se puede observar en la parte

derecha de la figura 3.2.

De los algoritmos analizados en esta seccién se puede observar que ninguno
contempla que los grupos puedan estar traslapados, por lo que cada algoritmo solo

pueden formar grupos disjuntos. Sin embargo, actualmente hay plataformas como
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Figura 3.2: micro-clusters obtenidos con DenStream. Fuente: [Cao et al., 2006]

Twitter que genera muchos tuits cada minuto, es decir, un flujo de datos. Si se
tiene en cuenta que una de las tareas donde es comun que los grupos se encuen-
tren traslapados es la deteccion de tépicos, ninguno de los algoritmos mencionados

anteriormente podria generar una clasificacién con traslape para esta tarea.

3.2 ALGORITMOS DE AGRUPAMIENTO CON TRASLAPE

INCREMENTALES

En la literatura se han propuesto varios algoritmos de agrupamiento
con traslape incrementales, entre los que mejores resultados han reportado, se
encuentran: SHC [Hammouda and Kamel, 2004], Star [Aslam et al., 1998], ICSD
[Pérez Sudrez et al., 2009] y DClustR [Pérez-Sudrez et al., 2013a]. Estos algoritmos

siguen diferentes estrategias para obtener un agrupamiento con traslape.

SHC [Hammouda and Kamel, 2004] es un algoritmo de agrupamiento con tras-
lape incremental que utiliza el concepto de histograma de similitud de un grupo. El
histograma de similitud de un grupo ¢, denotado como H,., es una representacion
estadistica de la distribucién de similitudes existente entre los objetos pertenecientes
a c. H, esta dividido en un nimero de celdas que representan intervalos de similitud.
En cada celda se almacena el niimero de pares de objetos con una similitud que se

encuentra en el intervalo representado por dicha celda.
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Para agrupar un conjunto de objetos, el algoritmo SHC utiliza el cociente
del histograma de similitud de un grupo, el cual es una medida de cohesion, que
determina mediante un umbral qué tan similares son los objetos de un grupo. Cada
vez que un nuevo objeto z es agregado, SHC determina en qué grupos debe ser
incluido x. SHC evalia la adicién de x a cada grupo ¢;, calculando el cociente de
H., antes (oH,.,) y después (nH,,) de incluir a x en ¢;. x es incluido en ¢; si y sélo
sinH, > oH. ooH, —nH., <~vynH, >HR,,,; HR,,, y 7 son parametros del
algoritmo. Si x no es incluido en ningin grupo, entonces se forma un nuevo grupo

conteniendo a x como 1unico objeto.

Los algoritmos Star [Aslam et al., 1998], ICSD [Pérez Sudrez et al., 2009] y
DClustR [Pérez-Sudrez et al., 2013a], que se describen a continuacién, utilizan el
concepto de sub-grafos tipo estrella. Un sub-grafo tipo estrella estd formado por un

vértice v junto con sus adyacentes (también llamados satélites).

El algoritmo Star [Aslam et al., 1998] es un algoritmo basado en grafos, algu-
nas de las tareas en las que se ha utilizados son el filtrado [Aslam et al., 2000] y
la organizacién de informacién [Aslam et al., 2004]. Star representa al conjunto de
objetos por medio de un grafo de [-similitud G . Dicho grafo es construido calcu-
lando la similitud entre todos los objetos del conjunto, los objetos son representados
por vértices y las aristas conectan a aquellos objetos que superan cierto umbral de
similitud. Para obtener los grupos Star busca sub-grafos, cada sub-grafo representa

a un grupo, en el grafo Gg.

Star construye una lista L, en la cual estdn contenidos todos los vértices del
grafo. Posteriormente, Star selecciona iterativamente de L, al vértice que forma al
sub-grafo que contiene el mayor nimero de vértices adyacentes. Una vez que se
selecciona un vértice, éste se incluye en un conjunto R y es eliminado de la lista
L, junto con sus satélites. Este proceso termina cuando la lista L queda vacia. Los

sub-grafos formados por cada vértice en R, junto con sus satélites, representan el
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agrupamiento final.

Sea C' = {851, S, ..., Sk} el conjunto de sub-grafos representando a los grupos
actuales de G'3. Cuando se incluye un nuevo objeto en el conjunto de objetos, algunos
sub-grafos en C' pueden ser eliminados o modificados, e incluso se pueden crear
nuevos. Para hacer la actualizacion, el algoritmo Star inicializa una lista L con el
vértice nuevo y con los satélites adyacentes a él. Star extrae iterativamente de L al

vértice v de mayor grado y comprueba las siguientes condiciones:

1. v no pertenece a ningun sub-grafo de C.

2. El sub-grafo determinado por v tiene mas satélites que todos los sub-grafos de

C, que contienen a v como satélite

Si v satisface al menos una de las condiciones anteriores, entonces el sub-grafo
determinado por v se adiciona al conjunto C. Si ademds v satisface (2), todos los
sub-grafos de C' que contienen a v como satélite son eliminados de C'; los satélites
de dichos sub-grafos son incluidos en L. El proceso de actualizacion termina cuando

no hay mas vértices en L.

ICSD [Pérez Suérez et al., 2009] es un algoritmo de agrupamiento con traslape
incremental que al igual que Star utiliza un grafo de S-similitud Gg para representar
al conjunto de objetos a agrupar. ICSD utiliza un criterio distinto al de Star para
ordenar y seleccionar los sub-grafos necesarios para formar los grupos. Este criterio
llamado strength tiene en cuenta el nimero de vértices adyacentes a un vértice v que

tienen un grado menor o igual a él.

ICSD inicializa una lista L con los vértices de Gg que tienen un valor de strength
mayor que cero, La cual se procesan orden descendente del valor de strength. Sea S
el conjunto de sub-grafos que forman los grupos para Gpg, inicialmente S = ). En

cada iteracion se obtiene de L al vértice v con mayor strength y se verifica si:
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1. v no pertenezca a ningin sub-grafo que esté en S.

2. Existe al menos un vértice u adyacente a v, tal que u no pertenece a ningiin

sub-grafo contenido en S.

Si v satisface alguna de las condiciones anteriores entonces el sub-grafo deter-
minado por v y sus vértices adyacentes (satélites) es incluido en S. Esto se repite
hasta que la lista L queda vacia. Una vez construido S, este conjunto de sub-grafos
se ordena ascendentemente con respecto al nimero de satélites de cada sub-grafo.
Posteriormente cada sub-grafo S; € S es visitado, y si el conjunto S\ S; contiene a
todos los vértices de Gg, entonces se elimina .S; de S. Los sub-grafos que queden en
S después de este proceso forman el agrupamiento final. Cuando nuevos objetos son
agregados, el valor de strength de los vértices puede cambiar, por lo tanto es necesa-
rio actualizar los grupos de Gg. ICSD construye el conjunto U = {C, Cs, ..., Cy} de
componentes conexas de Gg que contienen a los grupos que pueden haberse modifi-
cado y actualiza los grupos asociados a cada componente conexa C; € U a la cual
se le hayan adicionado nuevos objetos. Para actualizar una componente conexa se

aplica la estrategia descrita anteriormente.

DClustR [Pérez-Sudrez et al., 2013a] es un algoritmo de agrupamiento con
traslape incremental que al igual que Star e ICSD, utiliza un grafo de S-similitud G
para representar al conjunto de objetos a agrupar. DClustR utiliza un criterio dis-
tinto a los de Star e ICSD para ordenar y seleccionar los sub-grafos necesarios para
formar los grupos. Este algoritmo utiliza los conceptos de densidad relativa y com-
pacidad relativa. La densidad relativa toma un valor mayor en aquellos vértices que
tienen un mayor nimero de satélites y que ademas dichos satélites tengan un ntimero
menor de adyacentes. La compacidad relativa toma un valor mayor en aquellos vérti-
ces que tengan una mayor similitud con sus satélites y dichos satélites tengan una
menor similitud con sus adyacentes. A partir de los conceptos de densidad relativa

y compacidad relativa se define la relevancia de un vértice v como la combinacion
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lineal de ambas. Ademaés, una vez formados los sub-grafos, DClustR incluye una fase

de mejoramiento para reducir el nimero de grupos y eliminar sub-grafos poco ttiles.

DClustR inicializa una lista L con los vértices no aislados de Gg que tienen un
valor de relevancia mayor que cero, los vértices aislados son incluidos directamente
en un conjunto C'. Se procesa la lista L en orden descendente de acuerdo a la rele-
vancia de los vértices. Sea S el conjunto de sub-grafos que forman los grupos para
G, inicialmente S = ). En cada iteracién se obtiene de L al vértice v con mayor

relevancia y se verifica si:

1. v no esté cubierto todavia, i.e. v ¢ C' y Pc € C tal que ¢ y v son adyacentes.

2. v estd cubierto pero tiene al menos un vértice adyacente u tal que u ¢ C'y

Ac € C, tal que ¢ y u sean adyacentes.

Si v satisface alguna de las condiciones anteriores entonces el sub-grafo deter-
minado por v y sus vértices adyacentes (satélites) es incluido en C'. Esto se repite

hasta que la lista L queda vacia.

Para mejorar el agrupamiento, DClustR analiza el conjunto de sub-grafos en
C para eliminar los vértices que son poco ttiles. La utilidad de un sub-grafo se
determina en funcién del niimero total de satélites que conforman el sub-grafo y del

numero de satélites que estan contenidos solamente en dicho sub-grafo.

Cuando nuevos objetos son agregados, el valor de relevancia de los vértices
puede cambiar, por lo tanto es necesario actualizar los grupos de G 3. DClustR cons-
truye el conjunto U = {C}, Cy, ..., Cj} de componentes conexas de Gg que contienen
los grupos que pueden haberse modificado y actualiza los grupos de cada compo-
nente C; € U a la cual se le hayan adicionado nuevos objetos. Para actualizar una
componente conexa se aplica la estrategia descrita anteriormente, incluyendo la fase

de mejora, en la cual los sub-grafos poco ttiles son eliminados.
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Como se puede observar, en los algoritmos antes mencionados es necesario
utilizar los objetos previamente agrupados cada vez que se adiciona un nuevo objeto.
Ademas, es necesario verificar una serie de condiciones cuando se agrega un objeto
a un grupo, esto hace que el proceso de agregar objetos sea muy costoso. Aunado
a esto se debe tener una gran cantidad de informaciéon en memoria, ya que no solo
los objetos son almacenados sino también las similitudes o distancias entre ellos, en
varios casos representadas por un grafo. Por todo esto, este tipo de algoritmos no
son capaces de procesar un flujo de datos, ya que en este caso se parte del supuesto
de que el flujo de datos es infinito y el tiempo para procesar cada objeto nuevo es

limitado.



CAPITULO 4

ALGORITMO PROPUESTO

En este capitulo se describe el algoritmo propuesto para el agrupamiento con
traslape en flujos de datos. Primero se menciona la estrategia de paginado utilizada.
Posteriormente se describe la fase online, la cual estda basada en la que se propo-
ne en el algoritmo DenStream [Cao et al., 2006], sin embargo, se proponen algunas
modificaciones para resolver algunos problemas que se encontraron en dicha fase.
También, se describen la fase offline en la cual se proponen modificaciones al algorit-
mo OClustR [Pérez-Sudrez et al., 2013b] para poder utilizarlo en la construccién de
grupos con traslape mediante micro-clusters. El algoritmo propuesto llamado OCDS
(Overlapping Clustering over Data Streams) estd basado en las modificaciones antes

mencionadas que se hicieron a los algoritmo DenStream y OClustR.

4.1 MODELO DE VENTANEO UTILIZADO

En el capitulo 2 se hace mencion de los tres principales modelos de ventaneo
utilizados para el manejo de flujos de datos. Para seleccionar el modelo que se utilizé
en el algoritmo propuesto en esta tesis se hizo un analisis de las ventajas y desventajas
de cada modelo. Ademas, se tomo en cuenta cudal es el modelo de ventaneo que mas

se ha utilizado en la literatura para el agrupamiento en flujos de datos.

El modelo de ventaneo de punto de referencia rara vez es utilizado en el agru-

27
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pamiento en flujos de datos, ya que este modelo mantiene en memoria a todos los
objetos que llegan. Es muy poco recomendable para flujos de datos en los cuales
se tiene una gran cantidad de informacién, por lo que se optd por no utilizar este

modelo.

El modelo wventana deslizante es 1til cuando se sabe a priori el nimero de
objetos que se analizaran en cierto periodo de tiempo. Sin embargo, los algoritmo de
agrupamiento en flujos de datos que utilizan este modelo de ventaneo no aprovechan
la informacion antigua que ain sigue siendo 1til, pues cuando la ventana ha sido
analizada todos los objetos en dicha ventana son eliminados, asi como los grupos

que se formaron con esos objetos.

El modelo de ventaneo de desvanecimiento es el mas utilizado en el agrupa-
miento en flujos de datos, pues éste asigna un valor de importancia a cada objeto en
el flujo de datos de acuerdo a la antigiiedad, para ello utiliza una funcién de desva-
necimiento. La funcién de desvanecimiento exponencial mencionada en el capitulo 3
es la que se utiliza en la mayoria de los algoritmos de agrupamiento en flujos de da-
tos, esta funcion junto con representaciones compactas como micro-clusters o grids,
ayuda a retener los grupos que constantemente reciben nuevos objetos, atin cuando

en dichos grupos existan objetos muy antiguos.

DenStream es uno de los algoritmos de agrupamiento en flujos de datos que
utiliza el modelo de ventaneo de desvanecimiento, ademas de que es un algoritmo de
agrupamiento basado en densidad que ha reportado buenos resultados en la literatu-
ra. La fase online de este algoritmo se tomé como base para procesar los objetos, sin
embargo, su fase offline tuvo que ser modificada utilizando un algoritmo que tuviera

la posibilidad de crear grupos con traslape a partir de los micro-clusters resultantes.
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4.2 ADAPTACION DE ESTRATEGIAS DE AGRUPAMIENTO

Para el desarrollo del algoritmo propuesto en esta tesis, se utiliza la misma
idea de DenStream; es decir, se tiene una fase online y una fase offline, para la
fase online se proponen algunas modificaciones para tratar algunos problemas que
tiene DenStream. En la fase offline se proponen algunas modificaciones al algoritmo
OClustR, para que pueda utilizar micro-clusters en el proceso de construccion del
grafo de similitud Gg. Ademads se propone una estrategia adicional para crear mas
aristas en el grafo, pues en un principio se obtienen grafos con muy pocas aristas, lo

cual hace que se produzcan muchos grupos con poco traslape.

4.2.1 FASE Online

A pesar de que se propone utilizar la fase online de DenStream, hay ciertas
consideraciones que se deben tener en cuenta pues estas afectaran en la construccion
de grupos con traslape, en esta seccién se mencionan las modificaciones propuestas
en la fase online del algoritmo DenStream. Las modificaciones propuestas se enfocan
en facilitar la construccion de un agrupamiento con traslape en la fase final, ademas

de que facilitan la seleccién del parametro de desvanecimiento.

Existe un problema en el algoritmo DenStream original que esté relacionado
con el calculo del radio de los micro-clusters. Si bien la expresion 3.1 para calcu-
lar el radio de los micro-clusters es reportada en todas las variantes del algoritmo
DenStream, en la practica se detecté que el argumento que se obtiene dentro de la
raiz cuadrada puede ser negativo, por lo cual esa expresién no puede ser utilizada
en estos casos. El aplicar un valor absoluto del argumento no soluciona el problema
ya que el valor obtenido es muy pequeno y al final se obtienen muchos grupos, por
lo que este valor no es bueno para utilizarse como radio. En [Aggarwal et al., 2003]

se reporté la siguiente expresion (4.1) para obtener el radio:
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“(CF?, CFY,
"= Z( w ~ w >2> @b

En esta expresion se elimina el uso de la norma y tnicamente se hace la di-
ferencia de cada vector resultante después de dividirlo entre el peso, finalmente se
suman los resultados de las diferencias. Otra consideracién que se debe tener en
cuenta es que varios de los algoritmos derivados de DenStream son implementados
dentro de un Framework llamado MOA (Massive Online Analysis), el cual utiliza

una expresion distinta para el cdlculo del radio de los micro-clusters, la cual es:

N2 alnil
r = max \/CFi — (CFz )? 4.2)

1<i<m

El problema de utilizar cualquiera de las dos expresiones antes mencionadas
es el hecho de que los radios obtenidos son muy pequenos, debido a que estas me-
didas aproximan el promedio de distancias que hay entre el centro y los objetos
que se fueron agregando al micro-cluster, lo cual tiene un impacto negativo al mo-
mento construir el agrupamiento final, generando muchos grupos pues los radios
son muy pequenos y hay poca interseccion entre ellos. Algo que no se menciona en

[Cao et al., 2006] es que utilizando la expresién 3.1 los micro-clusters rara vez se

intersectan, este problema se ilustra en la figura 4.1.

08
0s

1
04
02

Figura 4.1: Resultado obtenido después de aplicar DenStream con la expresion 4.2 para

calcular el radio de los micro-clusters.
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En MOA se utiliza una constante con valor de 1.8 para aumentar el tamano
de los micro-clusters, sin embargo, no se menciona por qué se utiliza dicho valor.
Si se utiliza un valor para incrementar el tamano del radio se puede obtener un
agrupamiento similar al mostrado en la figura 3.2, sin embargo en [Cao et al., 2006]
no se menciona nada acerca de la constante utilizada para incrementar el tamano de

los radios.

Los micro-clusters con radios pequenos tienen un impacto negativo en la cons-
truccién de agrupamientos con traslape, debido a que los grupos con traslape com-
parten objetos y los micro-clusters con radios pequenos usualmente no permiten
tener objetos en comun, pues sus radios estan muy separados. Para resolver el pro-
blema antes mencionado, se propone calcular el radio de un micro-cluster como la
distancia entre el centro del micro-cluster y el objeto mas lejano a éste. De esta
forma, se puede eliminar a CF? de la representacién de los micro-clusters y en su
lugar se debe guardar al objeto mas lejano, al cual se llamard xy. Ademds de guar-
dar al objeto ¢, también se necesita guardar su etiqueta de tiempo T%, ya que con
el tiempo la relevancia del objeto también influye en el radio. Considerando esta

modificacién, la formula utilizada para calcular el radio es la siguiente:

i=1

donde 0t =t — T} es la diferencia entre el tiempo actual y el tiempo en que llegé el
objeto x¢; c es el centro del micro-cluster. En la figura 4.2 se muestra el resultado

de utilizar esta expresion en el mismo conjunto de datos que la figura 4.1.

Como se puede observar el la figura 4.2, utilizando la expresiéon propuesta se
obtienen més micro-clusters, muchos de ellos traslapados, esto ayuda a que en la
fase final se obtenga un mejor agrupamiento y facilita la detecciéon del traslape entre

los grupos. El uso de esta expresion anade un costo extra en los calculos, ya que
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Figura 4.2: Resultado obtenido después de aplicar DenStream con la expresion 4.3 para

calcular el radio de los micro-clusters.

cada vez que un nuevo objeto es anadido a un micro-cluster, se debe verificar si el
nuevo objeto es mas lejano que el objeto x4 actual. Sin embargo, en la practica la

diferencia en costo es muy poca con respecto a la expresion original.

Figura 4.3: Conjunto de datos con evolucion en la distribuciéon de objetos, cada imagen

representa una ventana de 20,000 objetos distribuidos en 3 grupos.

Otra modificacién que se hizo a DenStream estd relacionada con la evolucion
en el flujo de datos; es decir, cuando la forma y el nimero de grupos cambian
con el paso del tiempo. El problema que tiene DenStream en este caso es que,
en algunas ocasiones, tarda demasiado en eliminar los mcp que no han recibido
elementos (dependiendo del valor del pardmetro \). Si se da un valor muy alto
para A se puede solucionar el problema mencionado pero surge otro: el radio de
los mep decrece demasiado rapido y, por lo tanto, en la fase Offline, al solicitar
un agrupamiento final, se generan mas grupos. La figura 4.3 muestra un conjunto
de datos con evolucién en la distribucién de los objetos, que esta dividido en tres

ventanas de 20,000 objetos, con tres grupos en cada ventana.
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Tabla 4.1: Resultados obtenidos con DenStream utilizando un valor de A = 0.25

Clusters y mcp

Grupos obtenidos
obtenidos mep P

Ventana 1 -
Grupos = 3,
mcp = 86

Ventana 2 -
Grupos = 4,
mcp = 180

Ventana 3 -
Grupos = 1,
mcep =251

Al aplicar DenStream con A = 0.25 sobre el conjunto mostrado en la figura
4.3 el algoritmo no es capaz de eliminar los mcp de las ventanas anteriores, esto
hace que dichos mcp sean considerados aun como grupos, lo cual afecta el resultado
del agrupamiento final. En la segunda columna de la tabla 4.1 se puede notar que
tanto en la segunda como en la tercera ventana se retienen micro-clusters que ya
no son ttiles para dichas ventanas, esto hace que se incremente el costo en calculos
al momento de asignar objetos nuevos a un micro-cluster, pues para hacer dicha
asignacion se debe calcular la distancia entre el objeto nuevo y los centros de los
micro-clusters. Ademas, como aun se retienen algunos micro-clusters de las ventanas

anteriores, estos hacen que se genere un agrupamiento muy distinto al que se espera.

Por otra parte, al aplicar DenStream con valor de A = 0.5 sobre el mismo
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conjunto de datos, los mcp de la ventana actual se ven afectados en su peso y
radio, ya que estos valores decrecen muy rapido y esto afecta en la calidad del
agrupamiento final; en la tabla 4.2 se puede apreciar que los micro-clusters de la
ventana 1 decrecieron méas rapido, por lo que se encontré un grupo extra. Ademas,
atn no es capaz de eliminar todos los micro-clusters que no son ttiles en las siguientes
ventanas. Es por este problema que se debe proponer alguna otra forma de eliminar
aquellos micro-clusters que ya no son utiles, pues el usuario debe estar probando
distintos parametros para poder determinar cuando estos micro-clusters deberian

ser eliminados. Lo cual es poco practico.

Tabla 4.2: Resultados obtenidos con DenStream utilizando un valor de A = 0.5

Clusters y mcp

Grupos obtenidos
obtenidos nep P

Ventana 1 -
Grupos = 4,
mcp = 82

Ventana 2 -
Grupos = 5, S
mep =172 T

Ventana 3 -
Grupos = 1,
mcp =236

Para resolver este problema se propuso modificar la etapa intermedia en la que

DenStream elimina a los micro-clusters antiguos. Ademds, se propuso considerar a
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aquellos micro-clusters que han recibido pocos objetos en las tltimas actualizacio-
nes como poco importantes, y en tal sentido se les trata como ruido, es decir, se
convierten en mca. Para determinar cuando un micro-cluster recibe pocos objetos
se calcula la media de las asignaciones realizadas en cada mcp en un intervalo de
tiempo, ademas se calcula la media de los pesos de los mcp. Aquellos mep que tengan
un numero de asignaciones y un peso por debajo de ambas medias son convertidos

€1 meca.

Algoritmo 1 Asignar
Entrada:

1: Intentar incluir a z dentro de su mcp mds cercano c,

2: si x puede ser incluido en ¢, entonces

3:  counter, = counter, + 1

4: sino
5 Intentar incluir a x dentro de su mca mas cercano ¢,
6:  six puede ser incluido en ¢, entonces
7
8

counter, = counter, + 1
si w (el nuevo peso de c,)> [u entonces

9: Convertir a ¢, en un nuevo mcp
10: fin si
11: sino
12: Crear un nuevo mca para x
13: counter, =1
14:  finsi
15: fin si

Otra modificacién propuesta a DenStream consiste en fusionar un meca con su
mcp mas cercano antes de intentar eliminarlos. De esta manera se permite retener
cierta informacion que aun puede ser util. Para fusionar dos micro-clusters la dis-
tancia entre sus centros debe ser menor que el radio del mep; es decir, el centro del
mca debe estar contenido en el mep. Ademas, se debe cumplir que el nuevo radio
no debe ser mayor que €, que es el parametro utilizado para limitar el tamano del

radio.

La ultima modificacién propuesta en DenStream consiste en no eliminar los

mcp, pues en algin momento fueron relevantes y podrian estar en un periodo de
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Algoritmo 2 DenStream mejorado

Entrada: Flujo de datos D.S, radio maximo e, tolerancia al ruido , nimero minimo de
objetos para un mcp u, pardmetro para la funcién de desvanecimiento A

Salida: Agrupamiento C'

1T, = [% log %] (Valor utilizado para iniciar la fase de eliminacién de micro-
clusters)
2: repetir
3:  Obtener el siguiente objeto x en el tiempo actual ¢ del flujo de datos DS
4 Asignar(z)
5: si((t méd T,) = 0) {Inicia la fase de eliminacion de micro-clusters} entonces
6: n = nuimero de mcp
7 Ty = % >, counter;
8 Ty = % Z?zl wW;
9 para todo ¢, en los mca hacer
27)\(t7ta+Tp)71
10: &= 53T,
11: si w, (el peso de c,)< £ entonces
12: Intentar fusionar a ¢, con su mcp mds cercano c,
13: si ¢, no se pudo fusionar con ¢, entonces
14: Eliminar a ¢,
15: fin si
16: fin si
17: fin para
18: para todo c, en los mcp hacer
19: si w,, (el peso de ¢,)< 1, y counter, < T, entonces
20: Convierte a ¢, en un mca
21: fin si
22: counter, =0
23: fin para
24: para todo c, en los mcp hacer
25: si w,, (el peso de c,)< [ entonces
26: Convierte a ¢, en un mca
27: fin si
28: fin para
29:  fin si
30:  si Llega una peticién para formar los grupos entonces
31: Generar el agrupamiento con DBSCAN
32:  finsi

33: fin repetir
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inactividad. En lugar de eliminarlos se convierten en mca para asi darles la oportu-

nidad de volver a recibir objetos.

El algoritmo con las modificaciones propuestas se muestra en el Algoritmo 2,
éste a su vez utiliza al Algoritmo 1 para hacer la asignacién de los nuevos objetos
en los micro-clusters.

Tabla 4.3: Resultados obtenidos con la estrategia de eliminacién de micro-clusters pro-
puesta utilizando un valor de A = 0.25

Clusters y mcp

Grupos obtenidos
obtenidos nep P

Ventana 1 - "
Grupos = 3, d
mcp = 104 d

Ventana 2 -

Grupos = 7,

mcp = 144 ) Sews )
Ventana 3 -

Grupos = 20, EEENER

mcp =230 h

En la tabla 4.3 se muestra el resultado obtenido utilizando la nueva estrategia
de eliminacién de micro-clusters, en este caso se utilizé un valor de A = 0.25. A
diferencia de la tabla 4.1, en este caso si se eliminaron los micro-clusters que ya no
eran utiles en las diferentes ventanas. Ademas, debido a que no se utilizé un valor

grande para A los radios de los micro-clusters no decrecieron demasiado répido.
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Aunque en este ejemplo aun quedaron algunos micro-clusters que son considerados
como grupos separados, éstos no tardaran en ser removidos pues ya no son utiles

para dicha ventana.

De las modificaciones propuestas en la fase online de DenStream, la nueva ex-
presion para el calculo del radio se utiliza para poder facilitar la forma de construir
grupos con traslape, pues con las expresiones antes utilizadas es muy dificil deter-
minar cuando dos grupos estan lo suficientemente cercanos para decir que existe
traslape, ya que éstos nunca se intersectan en sus radios. A pesar de las modificacio-
nes propuestas en la fase online si se usa la fase offline de DenStream, en el resultado
final se obtendrian grupos disjuntos, debido a que, en la fase final se utiliza DBSCAN
para agrupar los micro-clusters y DBSCAN es un algoritmo de agrupamiento que

no considera la existencia de traslape entre los grupos.

4.2.2 FASE Offline

Como se menciond en un principio, el objetivo de este trabajo es proponer un
algoritmo de agrupamiento con traslape para flujos de datos. Para esto, a partir
de las mejoras propuestas en la fase online del algoritmo DenStream, se hizo un
analisis de cudles algoritmos pudieran adaptarse para construir un agrupamiento
con traslape en la fase offline. En tal sentido, se analizaron distintos algoritmos de
agrupamiento con traslape que no necesitan como parametro el niimero de grupos y
que pudieran aprovechar los mcp que produce la fase online sin requerir parametros
adicionales, entre los algoritmos analizados se encuentran Star [Aslam et al., 1998],
ICSD  [Pérez Sudrez et al., 2009], EStar [Gil-Garcia et al., 2003], OClustR
[Pérez-Suarez et al., 2013b]. Teniendo en cuenta los resultados reportados en la
literatura, se opté por el algoritmo OclustR [Pérez-Sudrez et al., 2013a], ya que
ha reportado muy buenos resultados, comparado contra los otros algoritmos de

agrupamiento con traslape, ademas no necesita a priori el nimero de grupos a
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formar.

Para generar grupos con traslape en la fase offline se propone seguir la misma
estrategia de agrupamiento que utiliza OClustR, pero haciendo algunas adaptacio-

nes.

Debido a que OClustR parte de un grafo donde los vértices del mismo re-
presentan a los objetos a agrupar, en nuestro caso los vértices del grafo seran los
centros de los micro-clusters. Mientras que para determinar las aristas se utiliza el
radio de los micro-clusters, para esto, aquellos centros de mep (vértices) cuyos ra-
dios se intersectan se conectan con una arista, cuyo peso es igual a 1 —d(¢;, ¢;), con
d(ci, ;) € [0, 1], siendo d(c;, ¢;) la distancia entre los centros de los micro-clusters ¢;
y ¢;. En el agrupamiento resultante, aquellos mcp que pertenecen a més de un grupo
representan el conjunto de objetos que estan en grupos traslapados, permitiendo asi

el traslape entre los grupos de un flujo de datos.

En la tabla 4.4 se muestra el resultado de utilizar la fase online propuesta de
DenStream (descrita en la seccién 4.2.1) y OClustR en la fase offiine. En la imagen
del primer renglén de la tabla, la region en color rojo representa el traslape entre los
grupos. En la imagen del segundo renglon de la tabla, aunque no se tiene etiquetado
el conjunto original, por la separacion que existe entre los grupos, intuitivamente se
puede determinar que el resultado no es malo. Finalmente, en la imagen del tercer
renglon de la tabla, se tienen cuatro grupos, de los cuales dos estan muy juntos, en

este conjunto OClustR pudo determinar que existen cuatro grupos.

A pesar de que en la tabla 4.4 se puede apreciar que el resultado obtenido
utilizando OClustR es similar al original, existe un problema cuando el conjunto de
objetos es muy grande. En este caso, OClustR encontrard mas grupos de los que

realmente hay, debido a que los micro-clusters generan pocas aristas en el grafo de

OClustR.

Como solucién al problema antes mencionado, se deben generar mas aristas
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Tabla 4.4: Traslape obtenido utilizando OClustR como algoritmo para la fase Offline.

Resultado obtenido de

Conjunto original DenStream mejorado +
OClustR

entre los micro-clusters (vértices), de esta manera se puede hacer un mejor aprove-

chamiento de la fase en la que el algoritmo OClustR elimina sub-grafos poco ttiles.

La idea que se propuso para generar mas aristas en el grafo de OClustR es
primero buscar los vértices mas importantes, en términos del peso del micro-cluster al
que representa un vértice y los satélites de dicho vértice. El peso refleja la antigiedad
y el nimero de objetos del micro-cluster representado por un vértice, mientras que
los satélites determinan la cercania del micro-cluster con los demés micro-clusters.
Finalmente, aquellos vértices mas importantes son conectados por medio de una
arista con los adyacentes de sus satélites menos importantes, pues es muy probable

que los vértices mas importantes se conviertan en representativos de los grupos
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que posteriormente se construiran y al tener como adyacentes a los vértices de sus

satélites menos importantes, estos tltimos seran considerados como poco ttiles.
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(a) Conjunto de datos sintético

(c) Representacion en un grafo de similitud utili- (d) Grafo después de afiadir aristas

zando los centros de los micro-clusters

Figura 4.4: Proceso de adicion de nuevas aristas en el grafo.

Para ejemplificar la situacion antes mencionada consideremos la figura 4.4.a
donde se tiene un conjunto de datos sintético en dos dimensiones. Después de re-
presentar el conjunto de datos utilizando micro-clusters se obtiene lo mostrado en
la figura 4.4.b. Posteriormente, al representar los micro-clusters por un grafo, se
obtiene lo que se puede ver en la figura 4.4.c, como se mencioné anteriormente los
vértices solo estan conectados con sus vecinos directos, pues estas aristas se crean

solo entre los micro-clusters que se intersectan. El problema en este caso es que
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al tener vértices adyacentes sin compartir, el algoritmo OClustR considerara como
semillas o representativos a los vértices B y D, formando un total de dos grupos. Si
agregamos mas aristas segun la idea propuesta se obtendra lo que se muestra en la
figura 4.4.d. En este caso, los vértices B y D comparten todos sus vértices y por lo
tanto, seran considerados como poco ttiles por el algoritmo OClustR y finalmente,

se formarda un solo grupo.

Para crear aristas entre micro-clusters que no son vecinos directos, se propuso
una fase posterior a la creacién del grafo utilizado en OClustR. En esta fase se crea
una lista S, que almacenan los vértices en orden descendente con respecto al valor de
importancia, aquellos vértices con mayor peso y numero de satélites son considerados
como mas importantes. Una vez creada y ordenada la lista S, se procesa cada vértice
v de S en el orden establecido. Si v conectado a los vértices adyacentes del satélite
u tiene un valor de importancia mayor que el de u conectado los adyacentes de v,
entonces se le considera mas importante que u, y en tal caso los adyacentes a u pasan
a convertirse en satélites de v, pero no se eliminan las aristas que ya existian entre

u 'y sus adyacentes.

Finalmente el Algoritmo 3, llamado OClustRmc, es utilizado para hacer el agru-
pamiento con traslape sobre los micro-clusters en la fase offline. Las modificaciones
propuestas son apreciables en los pasos del 1 al 9, éstas se enfocan principalmente
en crear mas aristas para aprovechar mejor la fase en la que los sub-grafos ttiles
toman objetos adyacentes de los sub-grafos poco 1tiles, con el objetivo de reducir el

nimero de grupos.

De esta forma, el algoritmo propuesto para el agrupamiento con traslape en flu-
jos de datos denominado OCDS (Quverlapping Clustering over Data Streams) trabaja
de la siguiente forma. Durante la fase online de OCDS se aplica el algoritmo DenS-
tream mejorado, mientras que en la fase offline se aplica el algoritmo OClustRmc

para agrupar los micro-clusters resultantes.
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El algoritmo OCDS mantiene las caracteristicas de la fase online de DenStream,
como son, la tolerancia al ruido, el mantenimiento incremental de los micro-clusters
y el desvanecimiento de los objetos para su eliminacién cuando ya no sean utiles.
Ademas, este algoritmo no requiere el niimero de grupos como parametro y genera

un agrupamiento con traslape.
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Algoritmo 3 OClustR para micro-clusters (OClustRmc)
Entrada: conjunto de micro-clusters mc
Salida: Agrupamiento con traslape SC'

1: Construir grafo G4 utilizando el radio de los micro-clusters
: Calular importancia de todos los vértices en G'g
S = {’U S Gﬂ}
: Ordenar S en orden descendente de acuerdo a la importancia
: para todo vértice v € S hacer
si v conectado por aristas con los adyacentes de sus satélites es mds importante que
sus satélites conectados a los adyacentes de v entonces

Crear aristas de v con los adyacentes de los satélites menos importantes que €l

fin si
: fin para
10: Calcular la relevancia de cada vértice en G'g
11: SC =10
12: C'= {v € Gg|v tenga al menos un satélite }
13: L = {v € Gg|Larelevancia de v sea mayor que 0}
14: Ordenar L en orden descendente de acuerdo a la relevancia
15: para todo vértice v € L hacer
16:  si vy sus adyacentes no estdn en C' o v estd en C pero alguno de sus satélites no

kW N

0 o X

entonces
17: C=CuU{v}
18:  finsi
19: fin para

20: Ordenar C' en orden descendente de acuerdo al grado
21: Marcar a cada vértices en C' como no-analizado

22: para todo vértice c en C' hacer

23:  c.Linked =)

24:  para todo vértice v € satélites de c hacer

25: siv € C'y v estd marcado como no-analizado entonces
26: si v es util entonces

27: c.Linked = c.LinkedU satélites no compartidos de v
28: C=0C\{v}

29: si no

30: Marcar v como analizado

31: fin si

32: fin si

33:  fin para

34:  Marcar c como centro

35: fin para

36: para todo vértice v € Gg hacer

37:  siwv estd marcado como centro entonces

38: SC = SC U {{c} U {satélites de c} U {c.Linked}}
39:  finsi

40: fin para




CAPITULO 4. ALGORITMO PROPUESTO 45

Algoritmo 4 OCDS

Entrada: Flujo de datos D.S, radio mdximo e, tolerancia al ruido 3, nimero minimo de

objetos para un mcp u, parametro para la funcion de desvanecimiento A

Salida: Agrupamiento C'

10:

11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22:
23:
24:
25:
26:
27:
28:
29:
30:
31:
32:

33

= [Llog 5—ﬁ] (Valor utilizado para iniciar la fase de eliminacién de micro-
A Bu—1

clusters)

repetir
Obtener el siguiente objeto x en el tiempo actual ¢ del flujo de datos D.S;
Asignar(z) {Algoritmo 1}
si ((t mdd T},) = 0) {Inicia la fase de eliminacién de micro-clusters} entonces

n = ndmero de mcp
1

?a = 752%1 counter;
T =5 D ey Wi
para todo ¢, en los mca hacer
2—)\(t—ta+Tp)—1
$=—9om1
si w, (el peso de c,)< £ entonces
Intentar fusionar a ¢, con su mcp mds cercano c,
si ¢, no se pudo fusionar con c, entonces
Eliminar a ¢,
fin si
fin si
fin para
para todo c, en los mcp hacer
si wy, (el peso de ¢,)< T, y counter, < I, entonces
Convierte a ¢, en un mca
fin si
counter, =0
fin para
para todo c, en los mcp hacer
si wy, (el peso de c,)< B entonces
Convierte a ¢, en un mca
fin si
fin para

fin si
si Llega una peticién para formar los grupos entonces

Generar el agrupamiento con OClustRmc (Algoritmo 3)

fin si
: fin repetir







CAPITULO 5

ANALISIS EXPERIMENTAL

En este capitulo se presenta una comparacién experimental entre el algoritmo
DClustR y el algoritmo OCDS, propuesto en esta tesis. Primero, se explica la me-
dida de evaluacion utilizada en los experimentos para determinar la calidad de los
agrupamientos obtenidos. Después, se da una breve descripcion de la seleccion de
los parametros de los algoritmos, ademas se describen los conjuntos de datos utili-
zados para la evaluacion experimental. Posteriormente, se hace una comparacion en
términos de calidad entre ambos algoritmos. Finalmente, se compara el tiempo de
ejecucion sobre los conjuntos de datos completos. Todos los experimentos se realiza-
ron en una computadora con procesador Core i7 de cuatro nicleos a una velocidad

de 2.90 GHz, 16 GB de memoria RAM y sistema operativo GNU/Linux.

5.1 MEDIDA DE EVALUACION

Para determinar qué tan bueno es un algoritmo de agrupamiento se debe hacer
uso de alguna métrica que evalie su calidad. En la literatura han sido reportadas

dos tipos de medidas de calidad: externas e internas [Pfitzner et al., 2009].

Las medidas externas utilizan un conjunto de datos, previamente etiquetado.
Mientras mayor sea la similitud entre las clases originales del conjunto de datos y

los grupos generados por el algoritmo de agrupamiento, mejor sera el algoritmo con

47
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el que se construyeron dichos grupos. Algunos ejemplos de este tipo de medidas
son Purity [Zhao and Karypis, 2001], Jaccard coefficient [Halkidi et al., 2001] y F1-

measure [Larsen and Aone, 1999].

Las medidas internas evalian un algoritmo de agrupamiento utilizando la in-
formacion contenida en los grupos a evaluar, como por ejemplo: la compacidad y
separacién de los grupos, la conectividad de los mismos, etc. Algunos ejemplos de
este tipo de medidas son los indices David-Bouldin y Silhouette [Halkidi et al., 2001]
y la medida A [zu Eissen and WiBbrock, 2003].

De los dos tipos de medidas mencionadas, las mas utilizadas en la literatura pa-
ra evaluar algoritmos de agrupamiento son las medidas externas [Amigé et al., 2009].
Para el caso del agrupamiento con traslape no se han reportado medidas internas,

por lo que en el presente trabajo se utiliz6 una medida externa.

Para evaluar agrupamientos con traslape, existen trabajos en los que se
han utilizado medidas basadas en conteo de pares de objetos, como Fmeasure y
Jaccard coefficient [Banerjee et al., 2005, Pérez Sudrez et al., 2009, Cleuziou, 2008,
Cleuziou, 2009, Gago Alonso et al., 2007], este tipo de medidas toma pares de
objetos y verifica si pertenecen al mismo grupo y clase. Otros trabajos, en los
cuales se aborda el problema del agrupamiento con traslape, para evaluar los
resultados han utilizado medidas basadas en cotejo de conjuntos como F1l-measure
[Gil-Garcia et al., 2003, Gil-Garcia and Pons-Porrata, 2010]. Sin embargo, estas
medidas tienen el problema de no considerar que, en un agrupamiento con traslape,
los objetos que comparten n clases en el conjunto de datos etiquetado deberian
compartir n agrupamientos en el resultado de un algoritmo de agrupamiento con

traslape.

Para comparar los resultados de los algoritmos de agrupamiento en nuestros
experimentos, se opté por utilizar FBcubed [Amigé et al., 2009] que explicitamente

contempla el caso en que los grupos estan traslapados. A continuacion se describe la
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métrica FBcubed:

FBcubed se calcula utilizando variaciones de las medidas Bcubed precision y
Bceubed recall, propuestas en [Bagga and Baldwin, 1998]. Para calcular la FBcubed
precision y FBcubed Recall se utilizan las medidas de Multiplicity Precision y Mul-
tiplicity Recall, respectivamente. A continuacion se describen estas medidas:

Min(|m(x;) Nw(z;)|, |C(z;) N C(xy)]

(@) N a(zy) e-D

Multiplicity Precision(z;, x;) =

Min(|7(z;) Nw(x;)|, |C(z;) N C(x;)]
|C (i) N C(a;)]

Multiplicity Recall (z;, x;) = (5.2)
donde: z; y z; son dos objetos, C(z;) son las clases asociadas a x; y m(z;) son los
grupos en los que se encuentra z;. Estas expresiones solo estan definidas cuando x; y
x; comparten al menos un grupo (expresién 5.1) y cuando comparten al menos una
clase (expresién 5.2). Estas funciones buscan penalizar el hecho de que dos objetos
pertenezcan a un numero distinto de grupos con respecto a las clases con las que

originalmente fueron etiquetados, finalmente los valores son normalizados entre [0, 1].

Sea D(z;) el conjunto de objetos que comparten al menos un grupo con ;. La
medida Bcubed Precision de x; se calcula a partir de la siguiente expresion:

> en(ey Multiplicity Precision(x;, ;)
| D ()]

BCUbedprecz’sion(mi) = (53)
Sea H (z;) el conjunto de objetos que comparten al menos una clase con x;. La
medida Bcubed Recall de z; se calcula a partir de la siguiente expresion:
ijeH(xi) Multiplicity Recall(x;, x;)

Beubed,ecqu(xi) = |H (;)] Y

Finalmente, la medida FBcubed se define como:

2 ﬁ erX BCUbedprecision (l‘))(‘yﬂ ZzEX Bcubedreca”(x))

(
FBcubed(X) =
(ﬁ Z{EEX BCUbedprecision (x)) + (ﬁ erX BCUbedrecall(x))

(5.5)
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Esta medida satisface una serie de restricciones que fueron propuestas en
[Amigé et al., 2009], las cuales ayudan a determinar qué tan buena es una medida
de evaluacion para algoritmos de agrupamiento. En FBcubed un valor mayor supone
una mejor evaluacion para el agrupamiento y por lo tanto, mejor es el algoritmo con

el que fue generado dicho agrupamiento.

Una consideracion a tener en cuenta, al evaluar los resultados de los algoritmos
de agrupamiento para flujos de datos es el hecho de que la mayoria de estos algorit-
mos remueven objetos en distintos periodos de tiempo, por lo que la evaluacién de

resultados se hace en distintos intervalos de tiempo.

5.2 CONJUNTOS DE DATOS DE PRUEBA Y PARAMETROS

Dado que el algoritmo propuesto en esta tesis de maestria esta ideado para
construir grupos con traslape, éste debe ser evaluado sobre conjuntos de datos en
los que existe traslape. Por otra parte, ya que el algoritmo propuesto también esta
ideado para trabajar en flujos de datos, debe ser evaluado en conjuntos de gran
tamano que permiten simular un flujo de datos. Por lo anterior, se obtuvieron con-
juntos de prueba previamente etiquetados con tamanos que van desde los 40,000
hasta los 200,000 objetos; los cuales han sido utilizados para evaluar algoritmos de
agrupamiento con traslape reportados en la literatura y se pueden encontrar en el
repositorio de la pdgina http://mulan.sourceforge.net/datasets-mlc.html. Los con-
juntos de datos utilizados se encuentran descritos en la tabla 5.1. En esta tabla,
la columna “Traslape” reporta el niimero promedio de clases a las cuales pertenece

cada objeto en el conjunto de datos.

Un problema al utilizar DClustR, en conjuntos con gran cantidad de objetos,
es que tiene un alto costo en espacio y tiempo de ejecucion. Debido a este problema
se opté por dividir los tres conjuntos de datos mostrados en la tabla 5.1 en cinco

subconjuntos cada uno. Ademas, sélo se hizo la evaluaciéon en cada subconjunto
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Tabla 5.1: Conjuntos de datos utilizados para la evaluacion de los algoritmos

Nombre Objetos | Atributos | Traslape
Mediamill [Snoek et al., 2006] 43,907 120 4.376
NUSWIDE-cVLAD+ [Xioufis et al., 2014] | 200,000 128 1.869
NUSWIDE-BoW [Chua et al., 2009] 200,000 500 1.869

hasta el punto en que DClustR era capaz de procesarlo. Por iltimo, las evaluaciones
se hicieron cada vez que se agrupaban 2000 objetos, esto iltimo para determinar qué

tanto variaba el comportamiento de los algoritmos DClustR y OCDS.

Para los experimentos, los atributos fueron normalizados al intervalo [0, 1] uti-
lizando la expresién 5.6. Normalizar es importante para evitar que variables que

toman valores muy grandes sesguen la evaluacién de la distancia entre objetos.

IL‘Z‘]‘ — mm(x”)

(5.6)

g lizado =
xmnorma 1z2aao max(l‘ij) — mzn(:[‘z])

Parametros

En el caso de DClustR se tiene como tnico pardmetro la similitud minima
que deben tener dos objetos para que exista una arista que los conecte en el grafo
de similitud Gg. En este caso se determiné el mejor valor para este pardmetro de
manera experimental haciendo una evaluacién en el rango de valores [0.5,0.9] con
incrementos de 0.1, dicha evaluacion se hizo sobre los primeros dos intervalos de
2000 objetos para cada conjunto de datos; es decir, se evalud el resultado después
de agrupar 2000 objetos, después se hizo lo mismo con los siguientes 2000 objetos y
posteriormente, se promediaron las evaluaciones obtenidas. Para este parametro se
eligié el valor con el que mejor evaluacion se obtuvo. La funcién de similitud utilizada

fue la distancia FEuclidiana.

El algoritmo propuesto OCDS tiene distintos parametros, todos ellos se heredan
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del algoritmo DenStream. El pardametro € sirve para delimitar el maximo tamano
que puede tener un micro-cluster, esto es para evitar que se incluyan objetos que se
encuentran muy lejos del centro del micro-cluster. Este parametro también afecta en
el nimero de micro-clusters creados, ya que a menores valores para este parametro
son necesarios mas micro-clusters para cubrir el conjunto de objetos. El parametro
¢ estd fuertemente ligado al parametro p. A mayor valor de p mayor debe ser el
valor de €, pues p determina el nimero minimo de objetos que debe contener un
mep vy si el valor de € es pequeno, puede que nunca existan suficientes objetos en un
micro-cluster para que se convierta en mcp, por lo que se consideraria a la mayoria

de micro-clusters como meca.

En [Cao et al., 2006] se menciona una heuristica para asignar valores a los
parametros € y p. Sin embargo, también se menciona que es dificil elegir valores

apropiados, ya que se necesitaria mucha informacién a priori.

Para seleccionar el valor del parametro € se probaron diferentes valores en el
rango de [0.2,4] con incrementos de 0.2 y se evalué OCDS en los primeros 6000
objetos, en algunos casos no fue necesario seguir probando mas valores pues a partir
de cierto valor solo se creaba un micro-cluster con todos los objetos. Finalmente, se

seleccionaron los valores para este parametro que mejores resultados obtuvieron.

Para el pardmetro p se probaron los valores (20, 30, 40, 50 y 60) en los primeros
6000 objetos de cada conjunto de datos. Finalmente se seleccion¢ el valor que mejor

resultados obtuvo en cada conjunto.

El parametro A se elige de acuerdo a la exigencia de la aplicacién real. Si se
tiene un flujo de datos en el que llegan muchos objetos por unidad de tiempo y que
ademas cambia constantemente la forma y nimero de sus grupos, se debe elegir un
valor de A alto. En [Cao et al., 2006] se prueba un rango de valores para el pardmetro
Ay se muestra que el rango en el que se obtienen los mejores resultados es [0.125, 1].

En nuestros experimentos, se utilizé el valor 0.25, pues dicho valor es el que se
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recomienda en la literatura, ya que permite no eliminar micro-clusters demasiado

rapido ni mantenerlos demasiado tiempo.

El ultimo pardmetro utilizado es [, el cual determina la tolerancia al
ruido en los micro-clusters, y la frecuencia con que son removidos los mca. En
[Cao et al., 2006] se prueban distintos valores y finalmente, se sugiere utilizar
valores en el rango [0.2,0.6]. En los experimentos se probaron los valores (0.2, 0.3,
0.4, 0.5, 0.6), al final se opt6 por el valor 0.2 que fue el que mejores resultados
obtuvo, sin embargo, cabe aclarar que no hay mucha diferencia en los resultados

obtenidos con los deméas valores.

5.3 COMPARACION EN CALIDAD

En esta seccién se presenta una comparacion en términos de la calidad de los
grupos construidos por los algoritmos OCDS y DClustR. Como se menciond anterior-
mente, cada conjunto de prueba fue dividido en subconjuntos. Estos subconjuntos
son evaluados en distintas ventanas de tiempo. Una ventana en este caso representa
un subconjunto de 2000 objetos. Cabe aclarar que en todas las particiones DClustR
solo llegd a agrupar un maximo de 10,000, pues al llegar a esa cantidad la memoria

se agoto.

5.3.1 MEDIAMILL

A partir del conjunto Mediamill [Snoek et al., 2006] se obtuvieron 5 subcon-
juntos de casi 9000 objetos. Las figuras 5.1, 5.2 y 5.3 muestran los resultados obte-
nidos por los algoritmos DClustR y OCDS sobre las particiones creadas a partir del
conjunto Mediamill. Una ventana en este caso representa un subconjunto de 2000
objetos de una particién. Para DClustR se utilizé un valor de 0.75 como similitud

minima para conectar dos objetos por una arista. En el caso de OCDS se utilizaron
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Figura 5.1: Resultados obtenidos en la particién 1 y 2 del conjunto Mediamill utilizando

FBcubed, DClustR (cuadros) y OCDS (lineas).

los parametros € = 1.43, § = 0.2, p = 30, A = 0.25.
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Figura 5.2: Resultados obtenidos en la particion 3 y 4 del conjunto Mediamill utilizando

FBcubed, DClustR (cuadros) y OCDS (lineas).

En la grafica de la figura 5.1.a se puede apreciar que el algoritmo OCDS obtuvo
una mejor evaluacion en todas las ventanas. En la grafica de la figura 5.1.b DClustR
solo obtuvo una mejor evaluacion en la ventana 1, en las ventanas 2, 3, 4 y 5 OCDS
logré una mejor evaluacion; sin embargo, en las ventanas 2 y 3 el resultado en ambos

algoritmos fue muy cercano.

En la grafica de la figura 5.2.a DClustR obtuvo una mejor evaluacién en las
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ventanas 1 y 2, en las demas ventanas OCDS obtuvo un mejor resultado. En la
grafica de la figura 5.2.b, DClustR y OCDS obtuvieron el mismo resultado en la
ventana 1, en la ventana 3 DClustR obtuvo un mejor resultado y en las ventanas 2,

3y 5 OCDS logré una mejor evaluacion.
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Figura 5.3: Resultados obtenidos en la particion 5 del conjunto Mediamill utilizando FB-

cubed, DClustR (cuadros) y OCDS (lineas).

Por ultimo, en la gréafica de la figura 5.3 se puede apreciar que el algoritmo
DClustR obtuvo un mejor resultado en la ventana 4. En las demas ventanas OCDS

logro una mejor evaluacion.

5.3.2 NUSWIDE-cVLAD+

Con el conjunto NUSWIDE-cVLAD+ [Xioufis et al., 2014] se construyeron 5
subconjuntos de alrededor de 40,000 objetos. Las figuras 5.4, 5.5 y 5.6 muestran
los resultados obtenidos por los algoritmos DClustR y OCDS sobre las particiones
creadas a partir del conjunto NUSWIDE-cVLAD+. Para DClustR se utilizé un valor
de 0.82 como similitud minima para conectar dos objetos por una arista. En el caso

de OCDS se utilizaron los parametros € = 1.45, § = 0.2, up = 50, A = 0.25.

En la grafica de la figura 5.4.a se puede apreciar que ambos algoritmos obtuvie-
ron resultados muy similares; sin embargo, a pesar de que no es facilmente apreciable
en la grafica, DClustR obtuvo mejores resultados en todas las ventanas. En la gréfica

de la figura 5.4.b OCDS logré un mejor resultado en todas las ventanas.
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Figura 5.4: Resultados obtenidos en la particion 1 y 2 del conjunto NUSWIDE-cVLAD+
utilizando FBcubed, DClustR (cuadros) y OCDS (lineas).
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Figura 5.5: Resultados obtenidos en la particion 3 y 4 del conjunto NUSWIDE-cVLAD+
utilizando FBcubed, DClustR (cuadros) y OCDS (lineas).
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En la gréafica de la figura 5.5.a OCDS obtuvo un mejor resultado en las ventanas
1y 2, en las demas ventanas DClustR logré una mejor evaluacién. En la grafica de la
figura 5.5.b OCDS solo logré obtener una mejor evaluacién en la ventana 1, DClustR

obtuvo mejores resultados en las deméds ventanas.
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Figura 5.6: Resultados obtenidos en la particion 5 del conjunto NUSWIDE-cVLAD+ uti-
lizando FBcubed, DClustR (cuadros) y OCDS (lineas).

Por ultimo, en la gréfica de la figura 5.6 se puede apreciar que el algoritmo
DClustR obtuvo un mejor resultado en las ventanas 1 y 2. En las deméas ventanas
OCDS logré una mejor evaluacion. El comportamiento de los algoritmos en todas

las particiones de este conjunto de objetos fue muy parecido.

5.3.3 NUSWIDE-BoW

A partir del conjunto NUSWIDE-BoW [Chua et al., 2009] se generaron 5 sub-
conjuntos de alrededor de 40,000 objetos, las figuras 5.7, 5.8 y 5.9 muestran los
resultados obtenidos por los algoritmos DClustR y OCDS sobre las particiones crea-
das a partir del conjunto NUSWIDE-BoW. Para DClustR se utilizé un valor de
0.85 como similitud minima para conectar dos objetos por una arista. En el caso de

OCDS se utilizaron los parametros e = 2.75, § = 0.2, u = 40, A = 0.25.

En la grafica de la figura 5.7.a se puede ver que el algoritmo OCDS logré
obtener una mejor evaluacion en todas las ventanas de la particion 1. En la grafica

de la figura 5.7.b fue DClustR el que obtuvo mejores resultados en todas las ventanas.
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Figura 5.7: Resultados obtenidos en la particion 1 y 2 del conjunto NUSWIDE-BoW
utilizando FBcubed, DClustR (cuadros) y OCDS (lineas).
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Figura 5.8: Resultados obtenidos en la particion 3 y 4 del conjunto NUSWIDE-BoW
utilizando FBcubed, DClustR (cuadros) y OCDS (lineas).
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Algo que es importante recalcar aqui es que en algunas ventanas DClustR obtuvo

un valor de evaluacién de mas del doble con respecto a OCDS.

En la grafica de la figura 5.8.a se puede ver que ambos algoritmos lograron
resultados muy similares; sin embargo, OCDS solo obtuvo un mejor resultado en la
ventana 1, en las demés ventanas DClustR logré una mejor evaluacion. En la gréafica
de la figura 5.8.b no se aprecia mucha diferencia en los resultados obtenidos en las
distintas ventanas, en este caso OCDS solo logré obtener una mejor evaluacién en

la ventana 5, DClustR obtuvo mejores resultados en las ventanas restantes.

nus-wide-BoW Particion 5
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4000 6000 8000 10000

FEcubed

Namero de objetos

= DClustR = 0CDS

Figura 5.9: Resultados obtenidos en la particién 5 del conjunto NUSWIDE-BoW utilizan-
do FBcubed, DClustR (cuadros) y OCDS (lineas).

Por tltimo, en la grafica de la figura 5.9 se puede apreciar que el algoritmo
DClustR obtuvo un mejor resultado en las ventanas 1 y 2. En las demas ventanas

OCDS logré una mejor evaluacion.

5.3.4 PRUEBA DE SIGNIFICANCIA ESTADISTICA

Finalmente, la tabla 5.2 presenta el promedio de calidad por cada particion, el
valor mayor para cada particion aparece resaltado en negritas, esta tabla se utilizo
para hacer la prueba de significancia estadistica y asi poder determinar si existe

diferencia significativa entre los resultados obtenidos por ambos algoritmos.

En la tabla 5.2 se puede apreciar que en promedio OCDS obtuvo mejores
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Tabla 5.2: Promedio de calidad obtenido en cada particién con DClustR y OCDS

Nombre DClustR OCDS

Mediamill Particién 1 0.6409943003 | 0.6916577579
Mediamill Particién 2 0.6364532403 | 0.6694717998
Mediamill Particién 3 0.6462861157 | 0.6495283958
Mediamill Particién 4 0.6264687796 | 0.686319537
Mediamill Particién 5 0.6528311958 | 0.6659672895
NUSWIDE-cVLAD+ Particiéon 1 | 0.3398539604 | 0.3376907886
NUSWIDE-cVLAD+ Particién 2 | 0.2539534884 | 0.2860894096
NUSWIDE-cVLAD+ Particién 3 | 0.306411321 | 0.3139214327
NUSWIDE-cVLAD+ Particién 4 | 0.3116148869 | 0.3131141093
NUSWIDE-cVLAD+ Particién 5 | 0.3375263836 | 0.3611718649
NUSWIDE-BoW+ Particién 1 | 0.3625413921 | 0.3862541321
NUSWIDE-BoW Particién 2 0.8646041282 | 0.3295582635
NUSWIDE-BoW Particién 3 0.3804120332 | 0.378752102
NUSWIDE-BoW Particién 4 0.2730701437 | 0.2724828174
NUSWIDE-BoW Particién 5 0.3128840581 | 0.2895166403

resultados en el conjunto Mediamill, pues en todas las particiones logré una mejor
evaluacion de FBcubed. En el caso de NUSWIDE-cVLAD+ DClustR obtuvo una
mejor evaluacién para la primera particién y en las demas OCDS logré mejores
resultados. Finalmente en NUSWIDE-BoW OCDS solo obtuvo un mejor resultado
en la primera particién, mientras que en las demas particiones DClustR fue el que

mejores resultados obtuvo.

Para determinar la significancia estadistica entre los valores de la tabla
5.2, se utilizo6 el test de Mann-Whitney, el cual también fue utilizado en
[Pérez-Sudrez et al., 2013a], en este caso se utilizé un 95 % de certeza. A partir de

los resultados obtenidos por el test, se concluye que no hay diferencia significativa
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entre los resultados obtenidos por DClustR y OCDS. Una informacién detallada
acerca de este test, asi como una implementacién del test pueden encontrarse en el

sitio http://vassarstats.net /utest.html.

De los resultados obtenidos en términos de calidad se puede concluir que OCDS
tiene un comportamiento similar al de DClustR, esto puede deberse a que en la
fase offline de OCDS utiliza el algoritmo OClustR, el cual es la version estéatica de
DClustR, pero en este caso OClustR es ajustado para trabajar con la representacion

de objetos que utiliza OCDS.

5.4 COMPARACION EN TIEMPO DE EJECUCION

Para la comparacion de tiempo de ejecucion se utilizaron los conjuntos origi-
nales; es decir, los mostrados en la tabla 5.1 y se ejecutaron ambos algoritmos sobre
dichos conjuntos. En el caso de OCDS se le hizo una solicitud para ejecutar la fase
offline cada que llegaban 2000 objetos y se reporta el tiempo acumulado, mientras
que en DClustR los objetos se agruparon de 2000 en 2000 y se reporta el tiempo
de agrupar el conjunto ampliado. En las figuras 5.10, 5.11 y 5.12 se muestran los
resultados que obtuvieron ambos algoritmos en intervalos de 2000 objetos, para cada

conjunto de datos.

En la figura 5.10 se puede observar que el algoritmo OCDS tiene un menor
tiempo de ejecucién que DClustR, pues para procesar todo el conjunto de datos le
toma casi el mismo tiempo que a DClustR le tomé procesar tan solo 4000 objetos

del conjunto.

En la figura 5.11 se puede ver que para este conjunto sucede lo mismo que en
Mediamill pues para cuando OCDS termina de procesar todo el conjunto, DClustR

apenas ha procesado poco mas de 4000 objetos.

En los resultados de la figura 5.12 sucede lo mismo que en los resultados an-
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Figura 5.10: Tiempo de ejecucion en el conjunto de datos Mediamill, DClustR (cuadros)

y OCDS (tridngulos).
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Figura 5.11: Tiempo de ejecucion en el conjunto de datos NUSWIDEcVLAD+, DClustR
(cuadros) y OCDS (tridngulos).
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Figura 5.12: Tiempo de ejecucion en el conjunto de datos NUSWIDEBoW, DClustR (cua-
dros) y OCDS (tridngulos).

teiores. En este caso DClustR fue capaz de procesar 16,000 objetos, posiblemente
debido que no se crearon muchas aristas en el grafo y esto ayudd a que se consumiera
menos memoria del sistema. Sin embargo, en términos de tiempo OCDS sigue siendo
muy superior pues al igual que en los otros casos, este fue capaz de procesar todo el

conjunto en un tiempo mucho menor.

Tabla 5.3: Velocidad de OCDS comparado con DClustR.

# de objetos
2000 | 4000 | 6000 | 8000 | 10,000 | Promedio
Conjunto de datos
Mediamill 1.84 | 791 |22.02 | 48.76 | 93.19 34.75
NUSWIDE-cVLAD+ 3.21 | 13.52 | 33.63 | 70.87 | 128.12 49.87
NUSWIDE-BoW 091 | 3.39 | 8.62 | 16.26 | 30.43 11.92

En la tabla 5.3 se muestra la velocidad de OCDS comparado con DClustR
(tiempo de DClustR/tiempo de OCD.S), de lo obtenido se puede observar que el
algoritmo OCDS es més rapido mientras se tengan mas objetos a procesar, en este
caso solo se muestra cuan mas rapido fue para los primeros 10,000 objetos ya que a

DClustR le tomaba demasiado tiempo procesar mas de esa cantidad de objetos. En
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promedio el algoritmo OCDS fue 32 veces mas rapido que DClustR; sin embargo, si
se tomaran mas objetos el algoritmo OCDS serfa aiin méas rapido, ya que los tiempos
del algoritmo DClustR se disparan cuando se anaden mas objetos como se mostrd

en las graficas de comparacion de tiempo.

La razén por la cual el algoritmo propuesto (OCDS) es mucho maés rapido
que DClustR es por el hecho de que OCDS utiliza una fase online en la cual
los objetos son representados por micro-clusters y cada objeto solo es procesado
una vez. El agrupamiento final es construido en la fase offline utilizando el algo-
ritmo OClustRme, el cual agrupa los micro-clusters obtenidos de la fase online.
En [Cao et al., 2006] se demuestra que el crecimiento del nimero de micro-clusters
con respecto a un nimero n de objetos es de logn; entonces si tomamos el niime-
ro de objetos a procesar, DClustR es de orden O(n?), mientras que el algoritmo
OClustRmc es de orden O(m?), siendo m el niimero de micro-clusters de entrada
para OClustRmc, ademés m << n. Cabe mencionar que el algoritmo propuesto solo
hace la llamada a OClustRmc cuando se hace una solicitud para hacer el agrupa-
miento de los micro-clusters que en el caso de los experimentos aqui mostrados, fue

cada 2000 objetos.

Finalmente, a partir de los resultados obtenidos se puede concluir que OCDS
es capaz de procesar flujos de datos, ademéas de conjuntos de datos de gran tamano,
pues DenStream solo necesita procesar los objetos cuando éstos llegan al flujo de
datos. Ademas, se cumplié con el objetivo planteado pues el algoritmo propuesto en
esta tesis es més rapido y mantiene una calidad similar que DClustR que es uno de
los mejores algoritmos incrementales que se han desarrollado para el agrupamiento

con traslape.



CAPITULO 6

CONCLUSIONES Y TRABAJO FUTURO

En este capitulo se expone un breve sumario del trabajo realizado en esta tesis.
Posteriormente se dan las conclusiones y aportaciones que se obtuvieron. Finalmente,

se menciona el trabajo futuro derivado de la investigacién.

6.1 SUMARIO

El desarrollo de algoritmos de agrupamiento para flujos de datos es una linea
de investigacién activa debido a su gran potencial para el analisis de datos en una
amplia variedad de aplicaciones, principalmente en aquellas en las que la informa-
cion es generada continuamente y se requiere un andlisis en distintos periodos de
tiempo. Existen varios tipos de aplicaciones como analisis de flujos de noticias, de-
teccion de intrusos en redes, deteccién de fraudes telefénicos, entre otras, donde es
comun que los objetos puedan pertenecer a varios grupos; no obstante, hasta la fecha
no han sido reportados en la literatura algoritmos de agrupamiento para flujos de
datos que permita la construccién de grupos con traslape, solo se han desarrollado
algoritmos de agrupamiento para flujos de datos que construyen grupos disjuntos.
Debido a lo mencionado anteriormente, en este trabajo se desarrollé un algoritmo

de agrupamiento con traslape para flujos de datos.

Se realizaron distintos experimentos utilizando conjuntos de datos previamente

65
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etiquetados, en los cuales existe traslape entre sus clases. Los experimentos se enfo-
caron en comparar la calidad y el tiempo de ejecucion entre el algoritmo propuesto
y DClustR, el cual es un algoritmo incremental para el agrupamiento con traslape,

que ha reportado los mejores resultados en la literatura.

6.2 CONCLUSIONES

Se realizaron distintos experimentos con conjuntos de datos estandar utilizan-
do la métrica FBcubed para determinar qué tan bueno es el algoritmo propuesto,
comparandolo con el algoritmo de agrupamiento incremental DClustR que es el al-
goritmo incremental que mejores resultados ha reportado en la literatura. A partir
de los resultados obtenidos se puede concluir que el algoritmo propuesto construye
agrupamientos con una calidad similar a los construidos por DClustR, pero con la
ventaja de que el algoritmo propuesto puede trabajar en flujos de datos mientras

que DClustR no.

Con los mismos conjuntos de datos de hizo una comparacion del tiempo de
ejecucion del algoritmo propuesto y con lo obtenido se concluye que el algoritmo

propuesto es mucho més rapido que el algoritmo incremental DClustR.

Finalmente, se puede concluir que se cumplié con el objetivo de esta inves-
tigacion y en tal sentido, el algoritmo propuesto es una alternativa adecuada para
procesar flujos de datos en aplicaciones donde es comin que los objetos pertenezcan
a mas de un grupo. Sin embargo, el ajuste de parametros es algo que se debe mejorar,
pues en particular para los pardmetros € y p no hay un criterio definido para guiar

la seleccion de sus valores.
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6.3 APORTACIONES

Las aportaciones de esta investigacion son las siguientes:

= Un algoritmo de agrupamiento para flujos de datos, que permite obtener un
agrupamiento con traslape, con una calidad de agrupamiento similar a la de
los algoritmos incrementales de agrupamiento con traslape, pero en un tiempo

mucho menor.

» Otra aportacion es la fase online del algoritmo propuesto ya que permite ob-
tener mejores resultados que el algoritmo DenStream, utilizando la misma fase
offline de DenStream. Esta variante permite remover micro-clusters poco utiles

independientemente del valor del pardmetro de desvanecimiento.

6.4 TRABAJO FUTURO

Se estudiara el problema de la seleccion de los parametros € y p para proponer
alguna heuristica (sin tener que ejecutar el algoritmo) que ayude a seleccionar valores

para estos parametros.

El algoritmo OCDS fue disenado para trabajar con conjuntos de datos descritos
por atributos numéricos, por lo tanto, como trabajo futuro se propone la extensién
del mismo para poder trabajar con atributos mezclados (numéricos y no numéricos).
Otro trabajo futuro es el desarrollo de algoritmos de agrupamiento con traslape para
flujos de datos haciendo uso de GPUs o arquitecturas en las cuales se pueda hacer
procesamiento paralelo, ésta es una linea de investigacion muy importante, pues esto

permitiria hacer un procesamiento atiin mas rapido de los flujos de datos.
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6.5 PUBLICACIONES

Como producto de esta investigacion se tiene la siguiente publicacién en con-

greso internacional arbitrado:

1. Aroche-Villarruel, A. A., et al. (2015). A Different Approach for Pruning Micro-
clusters in Data Stream Clustering. In Pattern Recognition, LNCS 9116, pp.
33-43, 2015, Springer.
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