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Resumen

En el campo de la medicina es deseable contar con métodos cada vez mas
precisos que permitan identificar enfermedades de manera adecuada. Esta iden-
tificacion, desde el punto de vista computacional, involucra varias etapas, entre
las que podemos destacar la clasificaciéon. La clasificaciéon ha sido usada en el
reconocimiento de diferentes enfermedades, siendo la leucemia aguda una de és-
tas. Por otro lado, en varios problemas de clasificacion existen tipos y sub-tipos,
donde estos tltimos tienen caracteristicas morfologicas similares entre ellos, lo que
dificulta su reconocimiento. En el presente trabajo se propone la determinaciéon
automatica de un ensamble de modelos de clasificacion difusos adecuados al pro-
blema representado en los datos de entrenamiento. El modelo esta basado en un
pre-procesamiento difuso de las caracteristicas para reducir el grado de traslape
en el conjunto de datos. Esto permite proveer a las caracteristicas una descripcion
lingiifstica, las cuales son usadas en la clasificacion. El sistema autométicamente
determina el conjunto de modelos de clasificaciéon difusos “6ptimos” para los difer-
entes conjuntos de datos, que presentan traslape entre sus clases. Para conjuntos
de datos con tipos y subtipos, como en la base de datos de leucemia aguda,
un segundo paso es ejecutado, el cual consiste en la construccion de un camino
jerarquico para la clasificacion. De esta manera, la informaciéon de las clases de

tipos de leucemia aguda es usada para clasificar los subtipos de ésta.
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Para obtener un modelo “6ptimo”, usamos algoritmos genéticos para encontrar
la combinacién correcta de método de seleccion de caracteristicas, tipo de proce-
samiento difuso y clasificador difuso. Este algoritmo genético permite minimizar
el error a través del esquema de validacion cruzada, y determinar el conjunto
de clasificadores difusos més diversos, dado el conjunto de entrenamiento. Estos
clasificadores son parte de un ensamble.

El método propuesto es probado con varios conjuntos de datos de leucemia
aguda y conjuntos de datos disponibles en el repositorio UCI. Entre los resultados
mas importantes destacan 95.58 % en clasificacion correcta de tipos de leucemia
aguda; 90.72% en clasificacion correcta de subtipos de leucemia linfoide aguda,
hasta un 94.94% en subtipos de leucemia mieolide aguda. En la clasificacion
usando la jerarquia se reporta un 93.02% en sub-tipos de leucemia aguda. Con
respecto a la clasificacion de cinco conjuntos de datos del repositorio UCI, nuestro

método propuesto alcanzo un 98.19 % en el mejor caso.



Abstract

In the field of medicine it is desirable to have accurate methods to identify
diseases properly. From a computational point of view, this identification involves
several steps, among which we highlight classification. Classification has been used
in the recognition of different diseases, acute leukemia being one of these. In the
other hand, several classification problems contains types and subtypes, where the
subtypes are morphologically similar among them, making difficult their differen-
tiation. This thesis proposes an automatic selection of adequate ensemble of fuzzy
classification models, adjusted to a specific problem represented by a training da-
ta set. Our model is based on a fuzzy processing of the features to reduce the
degree of overlapping in the data set. This also provides a linguistic description of
features, which are used in the building of the classifier. The system automatically
determines the set of fuzzy “optimal” classification models for different data sets,
showing overlap among classes. For data sets with types and subtypes, as in a
leukemia data set, a second step is executed, which consists of building a hierar-
chical classification path. In this way, information of class types of acute leukemia
is used to classify subtypes of it.

To get an optimal classification model, we use genetic algorithms to find a right
combination of feature selection methods, type of fuzzy processing and fuzzy clas-

sifiers. This genetic algorithm allows to minimize the error over a cross validation
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scheme, and it determines the set of the most diverse fuzzy classifiers for the
training data. These classifiers are part of an ensemble.

The proposed method is tested in several data sets of acute leukemia and data
sets from the UCI repository. Among the most important results obtained with
our method are a 95.58 % in correct classification of lymphoblastic and mieolyd
types of acute leukemia; a 90.72 % in correct classification of subtypes of acute
lymphoblastic leukemia, up to 94.94 % in mieolyd acute leukemia subtypes. Classi-
fication using a hierarchical path reported a 93.02 % in subtypes of acute leukemia.
With respect to classification of five data bases taken from UCI repository our

proposed method got a 98.19 % in the best case.
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Capitulo 1

Introduccion

1.1. Descripcién de problema

La tarea de clasificacion se refiere a mapear un ejemplo, descrito por sus carac-
teristicas, a una etiqueta de clase [39]. La clasificacion ha sido ampliamente usada
en diversas aplicaciones tales como el reconocimiento de caracteres manuscritos
[32, B35], diagnostico de enfermedades [2], reconocimiento de objetos en imagenes
[5], entre otros. Sin embargo, muchas de estas aplicaciones tienden a compartir
caracteristicas entre sus diferentes clases, lo que hace dificil la asignaciéon a una
clase especifica. Por ejemplo, la leucemia aguda es una enfermedad dificil de diag-
nosticar ya que sus subtipos conocidos como “L1” y “L2” tienden a compartir
caracteristicas que los hacen pertenecer a un grupo mas general conocido como
“LLA” (Leucemia Linfoide Aguda), pero tienen también caracteristicas propias
que los describen como pertenecientes a alguno de los subtipos. A ejemplos de
este tipo, donde diferentes clases comparten caracteristicas comunes, se les conoce
como clases traslapadas.

El problema de clases traslapadas se refiere a que instancias de diferentes clases
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tienen caracteristicas similares. Si dichas instancias son representadas como puntos
en el espacio de caracteristicas, estos puntos estarian cercanos, dificultando asi su

separacion de forma lineal.

Actualmente, para la clasificacion de problemas con clases traslapadas, exis-
ten dos enfoques principales [35]: el primero consiste en unir las clases que se
traslapen en una meta-clase; el segundo consiste en la separacion de las clases
mediante estrategias como la extracciéon de caracteristicas mas descriptivas o en
el refinamiento de la clasificacion. Cada una de estas estrategias tiene ventajas y
desventajas. Por ejemplo, con la combinacion de clases en una meta-clase se reduce
el nimero de clases y, en la clasificacion, se asume que la sustitucion de las clases
(dentro de la meta-clase) es correcta. Sin embargo, los limites entre las regiones
de decision son ignorados [35]. Por otro lado, el refinamiento de la clasificacion
puede ser tratado mediante la construccion de clasificadores no lineales, los cuales
tienden a producir limites complejos entre las regiones de decision de las clases,
lo que puede afectar la generalidad del clasificador (sobreajustar el clasificador
al conjunto de entrenamiento). Otra opcion es la combinacion de clasificadores;
esto dltimo pretende conjuntar la decision individual de diferentes clasificadores
y con ello hacer minimo el error de clasificacion, mas surge otro problema: la se-
leccion de los clasificadores y la manera de combinarlos, conocido como problema

de seleccion [22].

Un caso particularmente interesante se presenta en la base de datos de leucemia
aguda construida por el IMSS en cooperacion con el INAOE [37], 1a cual presenta
traslape entre sus clases. La base de datos de leucemia aguda se caracteriza por
contar con una jerarquia de clases; en el nivel superior de la jerarquia se encuentran
las clases “LLA” (Leucemia Linfoide Aguda) y “LMA” (Leucemia Mieloide Aguda).

La clase “LLA” se divide en las clases “L.1” y “L.2”, mientras que la clase “LMA” se
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divide en las clases “M2”, “M3” y “M5”". La base de datos cuenta con 633 ejemplos
—descritos por caracteristicas extraidas del niicleo, citoplasma y la célula— y cinco
clases. Debido a las caracteristicas que comparten algunos subtipos de leucemia,
una instancia puede parecer un ejemplo valido para mas de una clase; siendo
necesaria su asignacion a una de las clases, se requiere clasificarla con el menor
error posible. En la figura se muestra la representacion de instancias para dos
caracteristicas tomadas de la base de datos de leucemia aguda del INAOE-IMSS
[37] que presenta traslape entre las clases. De la figura es visible que las cinco

clases no son linealmente separables si s6lo se consideran estas dos caracteristicas.
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Figura 1.1: Representaciéon de instancias usando dos caracteristicas y cinco clases en

el conjunto de datos de leucemia aguda INAOE-IMSS

Algunos trabajos que han realizado clasificacion de leucemia aguda proponen

el uso de algoritmos de aprendizaje, como redes neuronales, para la clasificacion
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de los tipos de leucemia [37, 2]. Sin embargo, el problema central se encuentra
en la clasificacion satisfactoria de los subtipos. En el presente trabajo se abor-
da el problema de clases traslapadas a través de ensambles, lo cual ha probado
tener éxito en otros trabajos como en [19, 45|, y anadiendo un componente de
pre-procesamiento difuso de caracteristicas, lo cual no ha sido abordado con ante-
rioridad en los trabajos de clasificacion de leucemia aguda basados en la morfologia
de la célula. El reto principal en el uso de ensambles esta en la definicion de qué
clasificadores combinar y cémo hacerlo, lo cual se ataca en esta investigaciéon con

el uso de algoritmos genéticos.

1.1.1. Objetivos
Objetivo general

Desarrollar un modelo para la clasificacién de clases traslapadas basado en
procesamiento difuso de caracteristicas y sustentado en ensambles, apropiado para

el caso de leucemia aguda.

Objetivos especificos

= Definir un método automatico de seleccion de caracteristicas para una base

de datos determinada.

= Definir un método automatico para determinar el tratamiento difuso, basado

en grados de traslape, aplicable a un conjunto de caracteristicas.

= Definir un método para la construccion automatica de ensambles basado en

un repositorio de clasificadores.
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= Definir un algoritmo genético para la seleccién automética de un modelo de

clasificacion.

1.2. Metodologia

En esta seccion se describe la metodologia que se sigui6 para el desarrollo

exitoso del presente trabajo de investigacion.

1. Analizar los métodos existentes para detecciéon de traslapes y para manejo

de subclases; evaluar sus ventajas y desventajas.

2. Analizar los métodos existentes para la construccion de ensambles, evaluar

sus ventajas y desventajas.
3. Disenar e implementar un modelo automatico de difusion de caracteristicas.
4. Disenar e implementar un modelo de seleccion de clasificadores y ensambles.

5. Probar el modelo con el caso de leucemia aguda y otras bases de datos.

1.3. Solucién Propuesta

En la figura se muestra la arquitectura del sistema propuesto. Cada bloque

se describe a continuacion:

1. Seleccién automaética de atributos.

La seleccion de atributos permite seleccionar un conjunto de atributos re-
levantes para la base de datos; las estrategias utilizadas son filtrado y en-

voltura.
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Figura 1.2: Modelo para clasificacién de datos traslapados

2. Difusion de los datos.

Para este trabajo se usa légica difusa para asignar a una instancia, grados de
pertenencia a las diferentes clases. Para lograr lo anterior es necesario dar un
tratamiento difuso a las caracteristicas del conjunto de datos. Los conjuntos
difusos son, inicialmente, uniformemente distribuidos y se determina el tipo

de funcion de pertenencia adecuada para el problema.

3. Determinaciéon del grado de traslape.

Este modulo determina el grado de traslape del conjunto de datos difusos y
los parametros de las funciones de pertenencia adecuados para el conjunto

de datos.

4. Determinacion del modelo de ensamble a la medida.



1.4. Contribucién

A partir de un repositorio de clasificadores se escogeran aquellos que sean
mas adecuados al problema, asi como la manera en como combinar los mis-

mos.

Algoritmo de optimizacion

Para determinar la combinacion adecuada de algoritmo de seleccion de atribu-
tos, tipo de funcion de pertenencia, clasificador difuso y método de combinaciéon
se propone usar algoritmos evolutivos, en particular algoritmos genéticos.

El sistema se evalia con la base de datos de leucemia aguda descrita en el
apéndice y con bases de datos del repositorio UCI [51]. Sin embargo, la solucion

propuesta permite su aplicacion en bases de datos de dominios diferentes.

1.4. Contribucién

La principal contribuciéon de esta tesis es un método novedoso que permite
seleccionar, de forma automatica, un modelo de clasificaciéon para un problema
dado. Ademas, el sistema permite determinar el tratamiento difuso adecuado al
problema para la asignaciéon de grados de pertenencia de cada ejemplo a cada una
de las clases. También, el método propuesto permite determinar el conjunto de
clasificadores difusos que se conjuntan en un ensamble y la forma en la que sus

decisiones individuales son combinadas.

1.5. Organizaciéon del documento

En el capitulo [2| se describe el fundamento tedrico relacionado con la presente
tesis, en particular sobre la seleccion de atributos, conjuntos difusos, clasificadores,

métodos de ensamble y algoritmos de optimizacion. Seguidamente, en el capitulo
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los trabajos més relevantes relacionados al tema de investigacion son descritos.
En el capitulo 4] se presenta el método propuesto; posteriormente, en el capitulo
los experimentos y resultados obtenidos son descritos a detalle. En el capitulo
0] se presentan las conclusiones de la tesis y posibles lineas a seguir en futuros
trabajos; en el apéndice [A] se describe la base de datos usada en los experimentos
y, finalmente, en el apéndice |Bflos resultados obtenidos son comparados con otros
trabajos y se presentan las pruebas de significacién estadistica relacionadas a

dichos resultados.



Capitulo 2

Fundamento tedrico

En este capitulo se describen los aspectos teoéricos relacionados a este trabajo
de investigaciéon. Primeramente, en la seccién se aborda el tema de seleccién
de atributos, describiendo los enfoques existentes y algunos algoritmos. En la sec-
cion se describen los conceptos relacionados a la teoria de conjuntos difusos
y los tipos de funciones de pertenencia, especificamente las funciones usadas en
el desarrollo del trabajo. Posteriormente, en la seccion se presenta la teoria
relacionada a clasificadores hibridos, los cuales hacen uso de la teoria de los con-
juntos difusos. En la seccién se aborda el tema de ensamble de clasificadores.
En la seccion se detallan aspectos relacionados a la teoria de los algoritmos
evolutivos utilizados en el trabajo de investigacion. Finalmente, en la secciéon
se describen las métricas de evaluacion utilizadas para determinar el desempeno

de los modelos de clasificacion generados.
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Capitulo 2. Fundamento teorico

2.1. Introducciéon

En general, dentro del reconocimiento de patrones existen dos enfoques de
aprendizaje: supervisado y no supervisado. En el supervisado, el aprendizaje es
realizado a través de un conjunto de entrenamiento etiquetado, es decir un con-
junto de ejemplos cuya salida es conocida. En el aprendizaje no supervisado, las
salidas de los ejemplos no son conocidas [24].

La clasificaciéon con aprendizaje supervisado asigna una etiqueta de clase a
un ejemplo de entrada. La clasificacion involucra dos pasos: el aprendizaje y la
deduccion. En el paso de aprendizaje, se presenta un conjunto de entrenamiento
con sus correspondientes salidas y un algoritmo de aprendizaje; el objetivo del
algoritmo de aprendizaje es producir una funciéon hipétesis h, también conocido
como clasificador, que mapee cada entrada a su salida correspondiente. En el paso
de deduccion, un ejemplo es presentado al clasificador y una etiqueta de clase es
obtenida como salida [55]. Ademas del clasificador, otros aspectos involucrados
en la construccion de un modelo de aprendizaje son la selecciéon de atributos, asi
como algin procesamiento de los mismos. En la siguiente seccion se describen

algunas de éstas técnicas

2.2. Seleccion de atributos

La clasificacion consiste en predecir a que clase pertenece un ejemplo que
es descrito por sus caracteristicas, también llamadas atributos. El conjunto de
atributos usados para describir al ejemplo tiene un efecto sobre el desempeno
del algoritmo de clasificacion. Algunos de los atributos pueden ser irrelevantes, es

decir, que no afectan de ninguna manera al atributo clase, o redundantes, aquellos
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que no anaden algo nuevo para diferenciar las clases. Ademés, estos atributos
pueden tener un efecto negativo sobre la precision del clasificador, velocidad de
aprendizaje o en la complejidad del modelo generado. Reduciendo el niimero de
atributos irrelevantes o redundantes es posible mejorar el tiempo de aprendizaje,

asi como mejorar el entendimiento de los modelos generados y la precision [8) 36].

La seleccion de atributos pretende determinar un subconjunto de M atributos
de los N atributos originales, para M < N, tal que los atributos seleccionados
sean relevantes al concepto meta, esto es, la etiqueta de clase. Existen dos enfoques
basicos para la seleccion de atributos: los métodos de filtrado y los de envoltura.
Los métodos de filtrado son independientes del algoritmo de aprendizaje y se
basan en las caracteristicas generales de los atributos, tales como la separacion de
las clases o atributos que tengan una alta correlacion con la clase; este enfoque
tiende a ser rapido. Por otro lado, los métodos de envoltura son dependientes
del algoritmo de aprendizaje y, en general, tienden a dar buenos resultados; sin
embargo, son més lentos que los de filtrado [53]. Enseguida se describen algunos
métodos de filtrado para seleccion de atributos, los cuales estan contenidos dentro
del repositorio de algoritmos de seleccion de atributos construido en el modelo
propuesto (véase ﬁgura, y el método de envoltura considerados en este trabajo

de investigacion.

2.2.1. Meétodos de filtrado

Los métodos de filtrado usan heuristicas que se basan en las caracteristicas
generales de los datos, independientemente del algoritmo de aprendizaje, para
evaluar un subconjunto de atributos. Estos métodos son mas aptos para datos

con alta dimensién que los métodos de envoltura.
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Seleccion de atributos basada en teoria de informacion

La seleccion de atributos basada en teoria de la informacion evalia la ganancia
de informaciéon de cada atributo individualmente, ordenandolos en forma descen-
dente de acuerdo con el mérito obtenido [24]. La informacion proporcionada por

el atributo puede ser calculada como:

k

I(A4) = =) P(v;)lg, P(vy) (2.1)

j=1
donde A; es el i-ésimo atributo del conjunto de datos, k es el nimero de valores
del atributo, P(v;) es la probabilidad del j-ésimo valor del atributo.

La entropia de un atributo mide el grado de desorden o dispersién de los datos

con respecto a la clase, y se expresa como:

k

E(A;) =) P(u)I(C|A; = v)) (2.2)

j=1
donde A; es el i-ésimo atributo del conjunto de datos, k es el niimero de valores del
atributo, P(v;) es la probabilidad del j-ésimo valor del atributo y I(C|A; = v;)
es la informacion proporcionada por el atributo clase dado el j-ésimo valor del
1-ésimo atributo.

La ganancia de informacién se define como la cantidad de informaciéon ganada
al usar un determinado atributo, es decir, que tan bien se pueden discriminar las

clases a partir de un atributo dado. La ganancia de informacién se calcula como:

G(A;) = I(C) — B(A) (2.3)

donde I(C) representa la informacion obtenida por el atributo clase y E(A;) la

entropia del i-ésimo atributo.
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Los atributos son ordenados en forma descendente y se seleccionan los M
mejores atributos (lo cudles, en esta tesis, son determinados por un algoritmo
genético). Cabe hacer notar que cuando los atributos son valores continuos, éstos

primero deben de ser discretizados.

Seleccién de atributos por y?

Agunas medidas estadisticas también son usadas para evaluar individualmente
los atributos. La seleccién de atributos por x? es una medida usada para deter-
minar la dependencia de un atributo con la clase. Cada atributo es evaluado con

la expresion de la ecuacion siguiente:

ClA) =303 L ) (2.4)

donde k es el numero de valores tinicos para el atributo A;, r es el nimero de
clases, 0,4 es la frecuencia conjunta observada entre el atributo y la clase y e, es

el valor esperado de frecuencia, que puede ser calculado como:

o — |A; = UPHC = Cq|
pq — N

(2.5)

donde N es el nimero total de ejemplos, |A; = v,| es el nimero de ejemplos con

el valor v, en el atributo A; y |C' = ¢,| es el ntmero de ejemplos de la clase c,.

Los atributos del conjunto de datos son evaluados y ordenados en forma des-
cendente, se seleccionan los M mejores atributos (lo cuéles, en esta tesis, son
determinados por el algoritmo genético). Los atributos numéricos primeramente

son discretizados.
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Seleccion de atributos basado en correlacion

Hall [23] propone seleccionar atributos basados en correlacion F_:] La idea prin-
cipal de este enfoque es seleccionar un subconjunto de atributos que tengan una
alta correlacion con la clase y baja correlacion entre ellos. Bajo este enfoque, se

selecciona un subconjunto de atributos y se evalia usando la expresion siguiente:

KTey
S =
Vk+k(k— 1775

donde Ms es el mérito del subconjunto de atributos, k es el nimero de atributos

(2.6)

seleccionados, 775 es el promedio del grado de correlacién entre los atributos y 7c¢
es el promedio del grado de correlaciéon de los atributos con la clase.
Para la seleccion del subconjunto se requiere de una estrategia de biisqueda y

se selecciona el subconjunto de atributos con el mérito mas alto.

Relief y ReliefF

Relief es un algoritmo basado en el peso de los atributos y esta inspirado en
algoritmos de aprendizaje basados en instancias [§]. Se genera un vector de pesos
para cada atributo, el cual es inicializado en cero. Del conjunto de entrenamiento,
Relief selecciona un subconjunto del mismo. Posteriormente, una instancia es
seleccionada aleatoriamente y se busca su vecino mas cercano de la misma clase
(conocido como nearHit) y el vecino mas cercano de la otra clase (conocido como
nearMiss); esto es realizado con una medida de distancia. El vector de pesos es

actualizado de la siguiente manera:

W; = W; — dif f(zj,near Hit)*> + dif f (z;, near Miss)? (2.7)

'La correlacién es una medida del grado de dependencia de las variables [23]
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donde W; y x; son, respectivamente, el peso y valor del j-ésimo atributo; dif f

representa la diferencia existente entre los dos valores.

El proceso es repetido tantas veces como instancias se tengan en el subconjun-
to. Intuitivamente, Relief se basa en la idea de que los atributos més relevantes
son aquellos que pueden ser distinguidos mejor y, por tanto, pueden ser distin-
guibles entre elementos de la otra clase. El subconjunto de atributos seleccionados
es aquel cuyo peso sea mayor que un umbral, el cual es definido por el usuario vy,

en esta tesis, se seleccionan los atributos que tengan un peso mayor que cero.

Uno de los principales problemas de Relief es que solo trabaja en problemas
con dos clases y es sensible a datos con ruido. Con la finalidad de evitar estos
problemas se ha propuesto ReliefF' [48], el cual sigue la idea de Relief. ReliefF
selecciona aleatoriamente una instancia y se buscan los k£ vecinos més cercanos
de la misma clase, llamados nearest hit (nHp), y los k vecinos méas cercanos para
cada una de las otras clases, llamados nearest miss (nMy). Posteriormente, se

actualiza el vector de pesos usando la ecuacion (2.8) y el proceso es repetido.

B 1 (& Ple) <~ .
Wj = Wj - m (; def(f,Ej, th) + T(C}%’L); dsz(xj, th)> (28)

donde W; y x; son, respectivamente, el peso y valor del j-ésimo atributo, P(C))
es la probabilidad a priori de la clase [ 'y P(cg,) es la probabilidad a priori de
la clase a la que pertenece la instancia R;; dif f representa la diferencia existente
entre los dos valores. El algoritmo 2.1 describe el proceso de seleccion de atributos

por ReliefF
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Algoritmo 2.1 ReliefF' [48]

Entrada: Conjunto de datos de entrenamiento etiquetado
Salida: Vector de pesos W
Establecer el vector de pesos W a ceros
Para i = 1 hasta m hacer
Seleccionar aleatoriamente una instancia R;
Encontrar los k& vecinos méas cercanos de la misma clase de R;
Para cada clase C # clase (R;) hacer
Encontrar los k vecinos méas cercanos de R; de la clase ¢
Fin Para
Para cada atributo en el conjunto de datos hacer
Actualizar vector de pesos usando la ecuacion ([2.8])
Fin Para
Fin Para

2.2.2. Método de envoltura

La seleccion de atributos por estrategia de envoltura usa un algoritmo de clasi-
ficacion para evaluar al subconjunto de atributos. El desempeno de un algoritmo
de clasificacion puede ser afectado por las caracteristicas del conjunto de datos.
A diferencia del método de filtrado, este método intenta considerar el clasificador
final para evaluar el subconjunto de atributos, y seleccionar el subconjunto de
atributos que obtenga la mayor precision, dado el algoritmo de clasificacion. En
general, los atributos seleccionados por este método tienden a brindar mejores
resultados que los métodos de filtrado; sin embargo, su costo computacional es

mayor.

2.3. Conjuntos difusos

La teoria de los conjuntos difusos fue propuesta por Zadeh en 1965 [56]. Los
conjuntos difusos son una extension de los conjuntos duros para tratar con el

concepto de verdad parcial, lo cual permite modelar la incertidumbre del lenguaje.
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En la teoria de los conjuntos difusos, a diferencia de los conjuntos clasicos, un
elemento pertenece a un conjunto en un determinado grado, indicando el grado
de certeza con el que pertenece a ese conjunto. Formalmente un conjunto difuso
se define de la siguiente manera:

Sea X el universo de discurso, y x € X un elemento del dominio X. El conjunto
difuso A es caracterizado por una funcién que mapea el grado de pertenencia del
elemento z al conjunto A:

fa X = [0,1] (2.9)

La funcién p se encarga de mapear el grado de pertenencia de un elemento
al conjunto difuso, y cominmente se le conoce como funcién de pertenencia o
funcion caracteristica del conjunto difuso. La funcién de pertenencia puede tener
varias formas, entre las que destacan la tipo triangular, trapezoidal, campana y
gaussiana, entre otras. Enseguida se describen las funciones de pertenencia més

comunes, usadas en este trabajo para la difusion de caracteristicas:

2.3.1. Funciones de pertenencia
Funcién de pertenencia triangular

La funcién triangular se define como:

0 r<a
e a<w<bh
f(x;a,b,c) = (2.10)
—~ b<z<c
0 c<zx

\
Los pardmetros a, b y ¢ representan, respectivamente, los puntos izquierdo,

centro y derecho del triangulo. Un ejemplo se muestra en la figura [2.1a
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Figura 2.1: Ejemplos de funciones de pertenencia. @funcién tipo triangular con a =

20, b = 50 y ¢ = 80; @ funcion tipo trapezoidal con a = 20, b = 45,

c =55y d=80; funcic’)n tipo campana con a = 20, b = 30 y ¢ = 50;

@ funcién tipo gaussiana con a = 50, o = 17
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Funcién de pertenencia trapezoidal

La funcion trapezoidal esta definida por los puntos a, b, ¢ y d que representan,
respectivamente, el punto donde la funcién comienza a crecer, el punto donde la
funcioén comienza a valer uno, el punto donde la funcidén empieza a decrecer y el
punto en donde la funcién regresa a cero. La ecuacion describe este tipo de

funcion y en la figura [2.1b| se muestra un ejemplo de esta funcion.

o
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f(z;a,b,c,d) =< 1 (2.11)
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Funcién de pertenencia campana

La ecuacion (2.12)) define la funcion campana mostrada en la figura 2.1d En
la ecuacion (2.12) a, b, ¢ representan, respectivamente, el ancho, la pendiente y el

centro.

f(z;a,b,¢) = ——— (2.12)

Funcién de pertenencia gaussiana

La funcion gaussiana esté definida por la ecuacion (2.13)) y su forma se presenta
en la figura [2.1d
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—(z—c)?

f(x;0,¢) =exp™ 202 (2.13)

donde ¢ es la media y o la desviacion estandar de la funcion.

2.4. Clasificadores difusos

De acuerdo con Kuncheva [33] un clasificador difuso es aquel que usa la logica
difusa en cualquier parte de su proceso, va sea que trabaje con datos difusos,
durante el proceso de entrenamiento o durante su operacion.

Los clasificadores descritos a continuacion forman parte del repositorio de clasi-

ficadores mostrado en la figura [1.2

2.4.1. Red neuronal relacional difusa

La red neuronal relacional difusa (FRNN, por sus siglas en inglés) [47], basada
en la estructura propuesta por Pedrycz [40)], esta formada por dos capas: la capa
de entrada y la capa de salida. En la capa de entrada se tienen N X n neuronas,
donde n es el nimero de caracteristicas que describen al patrén de entrada y N
es el nimero de propiedades lingiiisticas asociadas a cada caracteristica. La capa
de salida esta formada por k neuronas, cada una de ellas esta asociada con cada
una de las k clases. Ademés, al incluir la teoria de los conjuntos difusos, la FRNN
permite tener regiones de decision no lineales y traslapadas.

En el modelo de la FRNN cada neurona de la capa de entrada esta conectada
con cada neurona de la capa de salida. Las conexiones son descritas por medio
de pesos, o relaciones difusas, R : X x Y — [0, 1] de las neuronas de la capa de

entrada a las neuronas de la capa de salida.
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El proceso completo del modelo de la FRNN esta dividido en dos partes, una
para el aprendizaje y la otra para el procesamiento. La fase de aprendizaje se
encarga de colectar los ejemplos de entrada y determinar las relaciones difusas
con las clases. La fase de procesamiento utiliza las relaciones difusas, obtenidas en
la fase de aprendizaje, para clasificar ejemplos desconocidos. Enseguida se describe

a cada una de ellas.

Fase de aprendizaje

La fase de aprendizaje estd compuesta por tres modulos: el extractor de ca-
racteristicas lingiiisticas, el estimador de salida deseada y el entrenamiento de la
red neuronal.

El proceso de aprendizaje comienza con la entrada de los ejemplos de entre-
namiento, los cuales estan descritos por n caracteristicas. El extractor de caracte-
risticas lingiifsticas transforma las n caracteristicas en N X n caracteristicas, tal
que cada una de las n caracteristicas esta asociada con N propiedades lingiiisticas,
es decir, cada caracteristica es representada por su valor de pertenencia a cada
una de las propiedades lingiiisticas. Los valores de pertenencia son obtenidos de
las funciones de pertenencia descritas en la seccién

El segundo modulo, el estimador de salida deseada, se encarga de calcular el
grado de pertenencia de cada ejemplo —del conjunto de entrenamiento— para cada
una de las k clases. Para definir el valor de pertenencia, primeramente, se calcula
la distancia pesada del j-ésimo ejemplo a la [-ésima clase, de las k clases, como

se muestra en la siguiente ecuacion:

" S Fo— 0\ 2
2 = Z(JT’”> | 1=1...k (2.14)

=1
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donde Fj; es la i-ésima caracteristica del j-ésimo ejemplo, py; y oy representan,
respectivamente, la media y desviacion estandar de la i-ésima caracteristica de la
[-ésima clase.

Una vez que la distancia pesada es calculada, el valor de pertenencia del j-

ésimo ejemplo a la [-ésima clase es definido por:

pu(Fy) = ———— (2.15)

14 (zjl>fe

donde fe es el generador exponencial difuso y fd es el generador denominacional
difuso que controlan la cantidad de difusién, en este caso el valor de pertenencia.

De la ecuacion se observa que una mayor distancia de una instancia a
la clase es representada por un valor de pertenencia menor a esa clase. Lo que
significa que como los limites de las regiones de decision son difusos, una instancia
puede pertenecer con diferentes grados a mas de una clase.

El entrenamiento de la FRNN tiene como objetivo modificar los pesos (rela-
ciones difusas) de las conexiones de la capa de entrada con la capa de salida. Para
ello, la salida de la red es obtenida y se calcula el error en la capa de salida. El
error es representado como la diferencia entre la salida real y la salida deseada.
Finalmente, la salida de la red neuronal es una matriz que contiene las relaciones
difusas para poder mapear futuros ejemplos a las correspondientes clases.

La modificaciéon de los pesos es realizada iterativamente, dado un numero de

épocas de entrenamiento, como sigue [47]:

1. Se calcula la salida de la FRNN usando la composicion mdz-min (producto

relacional circlet), como se muestra en la ecuacion siguiente:

Y, = [\n/ (X (x;:) A Roayg ] \/ V(w) (2.16)



2.4. Clasificadores difusos 23

donde X = {z1,%2,...,2,} ¥Y = {1, 92, ..., Yy} son, respectivamente, el
conjunto de neuronas en la capa de entrada y en la capa de salida; R repre-
senta la matriz de pesos o relaciones difusas de X a Y y V = {vy,va, ..., 04}

representa el bz’asﬂ para cada clase.

2. Se calcula el incremento de los valores de las relaciones difusas:

_0Q _ _ of (xj; arvy) Of (x5 avy)
Aq; = e > e T > e (2.17)

Jy; >t Iy <t;
tal que:
(

1 si(a) Vi (aa Azji) > v

Of (xj; ayvy) (b) V?:l,j;«és (an Axji) < (ast A xjs)

da ()as < x4

0 en otro caso
\

donde V representa la operacion difusa de unién (maximo) y A la operacion
difusa de interseccion (minimo). De esta forma la diferencial vale 1 si se

cumplen las tres reglas, de lo contrario, vale 0.

3. Se calcula el incremento para el vector de bias de acuerdo con la ecuacion

(P-18).

_ @ _ of (z4; apvy) Of(xj; avy)
AU[ N 81}1 N Z 81}1 * Z (%l (218)

Jyi >t Ty <tj
tal que:

Of (xj; avy) 1 si(a) Vil (aa Awji) < v
8vl B

0 en otro caso

2Es el valor minimo con el cual una instancia pertenence a una clase
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En las ecuaciones (2.17) y (2.18)) t; y y; representan, respectivamente, el

valor de la salida real y la salida deseada.

4. Los valores de las relaciones difusas y de bias son actualizados conforme a

las ecuaciones (2.19)) y (2.20)).

a(m+1) =a(m) + ¥, (m) [Aa “”*?V: naa (m)] (2.19)
v(m+1) = v (m) + Uy (m) [A” (m + i)v: nav (m)} (2.20)

donde Nn es el numero de carateristicas difusas, m es la época actual, ¥,
y Uy (tal que ¥i(m) = Uy(m) = 1/ (/m + 1)) son funciones no crecientes
que controlan la influencia en el incremento de Aa; v A, 1 es la tasa
de aprendizaje que especifica el nivel de modificacion de los parametros a

aprender.

Una vez que el entrenamiento ha terminado, la salida es una matriz R que
contiene los valores de las relaciones difusas que serviran para mapear nuevos

ejemplos a las correspondientes clases.

Fase de procesamiento

Una vez que la fase de aprendizaje se ha completado, la informacién que se
obtuvo es utilizada para clasificar patrones desconocidos; la fase de procesamiento
es la que se encarga de esta tarea. LLos moédulos que forman la fase de procesamiento
son: extractor de propiedades lingiiisticas, clasificador difuso y modulo de toma
de decisiones.

El primer médulo, el extractor de propiedades lingiiisticas, es similar al descrito

en la fase de aprendizaje; sin embargo, en la fase de procesamiento no se calculan
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los parametros de las funciones de pertenencia. Los valores de pertenencia son
calculados usando las funciones de pertenencia correspondientes en la fase de
entrenamiento.

El clasificador difuso usa los valores de pertenencia calculados por el extractor
de propiedades lingiiisticas, de la fase de procesamiento, y la matriz de relaciones
R para clasificar nuevas instancias a sus correspondientes clases. La clasificacion

puede ser llevada en tres formas diferentes [47]:

= Mediante la composicion mdz-min, como se expresa en la siguiente ecuacion:
Y (1) =\ X () AR (ay)] = méx [min (X (z;;) , R (a2))]  (2.21)

= Al reemplazar el operador min por la media geométrica, se obtiene la salida

maz-media geométrica, que es definida por la ecuacion siguiente:
Y (y;) = méx [(X (2:) * R (ay))"? (2.22)

s A través del producto relacional cuadrado, definido por:
Y (y;) = min (X (zj;) <> R (ay)) (2.23)

donde < es el operador de bi-implicacion y, por la bi-implicaciéon de Lukasiewicz

[4], se tiene que:

Y (y;) = min (1 — X (2;:) — R (au)])

En los tres casos la salida es un vector que contiene los grados de pertenencia de
la instancia a las diferentes clases. El tipo de salida es determinado por el algoritmo
genético. Finalmente, el moédulo de toma de decisiones asigna la instancia a la
clase con el valor de pertenencia mas alto y, si la clase asignada es igual a la clase

deseada, se cuenta como una clasificacion correcta.
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2.4.2. K vecinos mas cercanos difusos

El clasificador de los K vecinos mas cercanos (KNN, por sus singlas en inglés)
[7, 13] es un método de clasificacion supervisada. Consiste en almacenar, tnica-
mente, los datos de entrenamiento sin crear algin tipo de abstraccion en forma
de reglas u otro tipo. Para clasificar una nueva instancia se calcula su distancia
con los ejemplos previamente almacenados, esto es realizado usando una medida
de similitud. Seguidamente, la instancia es clasificada por la mayoria de votos de
sus k vecinos mas cercanos. El algoritmo describe el método de los vecinos

mMAas cercanos.

Uno de los problemas encontrados en el uso del clasificador KNN es que,
normalmente, cada vector de ejemplo es considerado con igual importancia en
la asignacién de la clase, causando dificultad en conjuntos de datos donde los
ejemplos se traslapen, es decir ejemplos de diferentes clases con caracteristicas
similares. Ademés, una vez que una instancia es asignada a una clase, no es posible
saber el grado de pertenencia a dicha clase. Estos problemas llevan a la inclusién
de la teoria de los conjuntos difusos al clasificador KNN, obteniendo el clasificador

de los K-vecinos mas cercanos difuso [31].

El clasificador difuso de los K vecinos mas cercanos es similar a la version dura
en el sentido de que el conjunto de entrenamiento debe ser etiquetado, el cual s6lo
es almacenado para posteriormente encontrar los K vecinos més cercanos. Sin

embargo, una vez encontrados los vecinos, el proceso de clasificacion difiere.

El objetivo de la version difusa es asignar a la instancia a ser clasificada grados
de pertenencia a las diferentes clases. El valor de pertenencia asignado esta en
funcion de la distancia de los K vecinos més cercanos y el grado de pertenencia

de esos vecinos a las posibles clases. El algoritmo describe la versiéon difusa.
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Algoritmo 2.2 K vecinos mas cercanos [31]

Sea X = {x1,x9,...,Tn} un conjunto de ejemplos etiquetados.
Entrada: y, instancia a ser clasificada
Salida: Una etiqueta de clase para la instancia.
Establecer K, tal que 1 < K < m.
Para ¢ = 1 hasta m hacer
Calcular la distancia de y a z;
Si i < K entonces
Incluir z; al conjunto de los K vecinos mas cercanos.
de lo contrario Si z; es més cercano a y que los vecinos almacenados entonces
Borrar el mas lejano en el conjunto de los k mas cercanos.
Incluir z; al conjunto de los K vecinos mas cercanos.
Fin Si
Fin Para
Determinar la clase representada por la mayoria en el conjunto de los K vecinos méas
cercanos.
Si existen un empate entonces
Calcular la suma de la distancia de los vecinos de las clases que empaten.
Si no existe empate entonces
Clasificar y con la clase que tenga la menor suma
de lo contrario
Clasificar y en alguna de las clases con la menor suma
Fin Si
de lo contrario
Clasificar y en la clase representada por la mayoria
Fin Si
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Algoritmo 2.3 K vecinos méas cercanos difusos [31]

Sea X = {x1,22,...,Zy,} un conjunto de ejemplos etiquetados de un problema de I
clases.
Sea u; (z) la pertenencia del vector x y u;; la pertenencia en la i-ésima clase del
j-ésimo ejemplo etiquetado (véase ecuacion ([2.24))).
Entrada: y, instancia a ser clasificada
Salida: Vector con los grados de pertenencia a las diferentes clases.
Establecer K, tal que 1 < K < m.
Para i = 1 hasta m hacer
Calcular la distancia de y a x;
Si ¢ < K entonces
Incluir z; al conjunto de los K vecinos mas cercanos.
de lo contrario Si z; es més cercano a y que los vecinos almacenados entonces
Borrar el mas lejano en el conjunto de los k£ mas cercanos.
Incluir z; al conjunto de los K vecinos mas cercanos.
Fin Si
Fin Para
Para i = 1 hasta [ hacer

Calcula u; (z) usando

Fin Para

by (1= a,070)
k 2/(p—1
S (1 o= ay070)

De la ecuacion (2.24]) se observa que el valor de pertenencia de z esta influen-

u; () = (2.24)

ciado por el inverso de la distancia de sus vecinos méas cercanos y sus valores de
pertenencia a las clases. La distancia permite pesar la asignacion del valor de
pertenencia, es decir, el valor de pertenencia es mayor para los ejemplos mas cer-
canos. La variable p permite controlar el peso que tendra la distancia (de acuerdo
con Keller [31], valores de p diferentes de dos no varian significativamente la tasa
de error y por tanto, en esta tesis, se usa un valor de dos) . La asignacion del valor
de pertenencia de los ejemplos a las etiquetas de clases puede ser realizado de

diferentes maneras. Primero, se puede asignar la pertenencia total a su etiqueta
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de clase conocida. Otra alternativa es asignar el grado de pertenencia con base en
la distancia de la media geométrica a cada clase.

De los algoritmos se observa que se debe calcular la distancia del ejemplo
a ser clasificado con la de los ejemplos del conjunto de entrenamiento, existen

diversas medidas de distancia, entre éstas, y consideradas en la presente tesis, se

encuentran:
= Euclideana,
distancia = (2.25)
» Manhatan
distancia = Z |z; — il (2.26)
i=1
= Chord
distancia = Z VT — /il (2.27)
i=1
» Correlacion
1
distancia = (2.28)

1 + correlacion

donde z es la instancia a ser clasificada, y la instancia en el conjunto de entre-

namiento y n es el nimero de atributos.

2.4.3. Arbol de decision difuso

Los arboles de decision difusos son una generalizacion de los arboles de de-
cision [28] [42] [44]. En esencia, un arbol de decision es un grafo aciclico dirigido
cuyos nodos estan representados por los atributos (variables de entrada) y los

enlaces estdn asociados con valores discretos de los atributos asociados con los
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correspondientes nodos. El nodo hoja, o nodo terminal, corresponde a los valores
de salida. En los arboles de decision sélo es tomado un camino del nodo raiz hasta
alcanzar un nodo hoja (véase figura [41].

El arbol de decision difuso incorpora la nociéon de logica difusa que le permite
tratar con la incertidumbre e imprecision, asi como la expresion en lenguaje na-
tural [52]. El arbol de decision difuso, a diferencia del arbol de decision, permite
tomar mas de un camino y alcanzar mas de un nodo hoja (véase figura [41].

El arbol de decision difuso permite una representacion de forma mas entendible
usando variables lingiiisticas. El conocimiento puede ser representado como un
conjunto de reglas “si - entonces”. La construcciéon del arbol comienza con la
seleccion del atributo que genere la menor ambigiiedad posible, el cual se convierte
en el nodo raiz, y crece en forma descendente.

La medida de ambigiiedad E,(Y") es definida por:

E,(Y)=g(m) = Z (7} — wfyy) logi (2.29)
i=1
donde 7* = {mf,m5,...,m} es la distribucién de posibilidad?] normalizada, tal

que ;7 > 7w,y mhq =0,y 7 es el grado de pertenencia normalizado en que el
atributo es subconjunto de la clase.
La ambigiiedad de un atributo esta expresada por:

By (A) = — > By (A(u) (2.30)

donde E (A (u;)) = g (prs (ui) / méxi<j<s (pry (us))). Th, ..., Ty son los términos

lingiifsticos de un atributo con m objetos y ur; es el grado de pertenencia del atri-

3La distribucién de posibilidad se define como el grado de facilidad con el cual un evento

puede ocurrir
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Temperatura

/. \5

| Humedad |A" | Presion |
60 > N\ 60 800 > > 800
OO ®) ™
(a)
Temperatura
lto
Presion
Bajg Medio\Alto
N P N
1.00 0.75 0.94

Figura 2.2: Fjemplo de arbol de decision, donde N y P representan las clases del pro-
blema. m representa un arbol de decisién clasico, donde el arbol toma
un sélo camino. [@] muestra un arbol de decisién difuso tomando mas de
un Gnico camino. Las lineas punteadas representan el camino que el arbol

toma para un caso.
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buto al 7} término lingiifstico. Cuando existe traslape entre los términos lingiifs-
ticos de un atributo, entonces existe ambigiiedad. El subconjunto difuso S(A, B)

mide el grado al cual A es un subconjunto de B, y esta dado por:

Y wey in (pa (w) , pp (v))
ZueU HA (U)

Dada una evidencia difusa E, la posibilidad de clasificar un objeto en la clase

C; es definida como: 7 (C;|E) = S(E,C;)/max (S (E,C;)), tal que S (E,C})

S(A B) = (2.31)

representa el grado de verdad para la regla de clasificacion (“Si E entonces C;”).
Con una sola evidencia la ambigiiedad en la clasificacion es definida por la ecuacion
, por el contrario, cuando existe mas de una evidencia la ambigiiedad en la
clasificacion con una particion P{E\,..., E,} dada la evidencia F' es expresada
por la ecuacion (2.33).

G(E)=g(rm(ClE)) (2.32)

donde 7 (C|E) = {n (CL|E), ..., 7 (Cy|E)}.

G (P|F) = zp:w(EAF)G(EZ- AF) (2.33)

donde G (E; A F) es la ambigiiedad con la evidencia difusa F; A F' = min (F;, F')
v w (BIF) = Y, e min (e, () og (1)) / S0, (5,0 min (e, (u) o (u))
Los atributos son asignados a los nodos con base en el menor grado de am-
bigiiedad en la clasificacion. Un atributo se convierte en nodo hoja si el nivel del
subconjunto es mayor que un valor de verdad [ preestablecido. El nivel de verdad
B es un umbral que controla el crecimiento del arbol; un valor de 8 bajo puede
llevar a un arbol pequeno — el cual puede tener menor precision en la clasificacion,
ya que se produce un menor nimero de reglas y éstas pueden ser muy generales—,

un valor de § alto produce un arbol méas grande [52].
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Ejemplo de construcciéon de un arbol difuso

En esta subseccion se describe un ejemplo de construccion de un arbol difuso,
considerando un ejemplo pequeno, el cual es tomado de [52]. La base de datos
consta de dos atributos, Al y A2, descritos por dos propiedades lingiiisticas (bajo
y alto) y dos clases, positiva (P) y negativa (N). La tabla 2.1| muestra 2 patrones,
A y B, donde se asume que los atributos han sido previamente transformados a

valores difusos y se conoce el grado de pertenencia a cada clase.

Tabla 2.1: Conjunto de datos para el ejemplo de construccion de un drbol difuso

Alg Aly A25 A2, P N
0.65 0.35 0.40 0.60 0.90 0.10
0.55 045 0.30 0.70 0.15 0.85

El proceso de construccion del arbol comienza estableciendo el valor del umbral
B, que sera el valor a partir del cual una regla se puede considerar como verdadera,
y el cual en este ejemplo es fijado a 0.65. Posteriormente, es necesario determinar
la ambigiiedad en la clasificacion de cada atributo en el conjunto de datos, lo cual
es realizado de la siguiente manera:

Primeramente, se calcula la ambigiiedad del atributo Alpg; usando la ecuacion

(2.31), se tiene que:

min (0.65,0.90) + min (0.55,0.15) _ 0.65+0.15 _ 0.80

5 (AL, P) = 0.65 + 0.15 12 1g 0067
y
S (Alp, N) = min (0.65,0.10) + min (0.55,0.85) _ 0104055 065 0.542

0.10 + 0.55 1.2 1.2
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La distribucion de posibilidad es 7 = {0.667,0.542} y en su forma normalizada
es m = {1.000,0.813}.

Por la ecuacion (2.29) y (2.32), se tiene que la ambigiiedad es:

Mw

G (Alp) = g (7 (C|Alp)) 1) logi = (1.000 — 0.813) log 14

=1

(0.813 — 0.000) log 2 = 0.563

Siguiendo un proceso similar al anterior, se calcula la ambigiiedad del atributo
Aly, teniendo que G (Al4) = 0.630. Por tanto, la ambigiiedad total del atributo
Al es determinada por la ecuacion (2.30), como sigue:

m

E, (A1) = — 3" G (Al (u)) =

m £
=1

0.563 + 0.630

5 = 0.597

De forma similar se calcula la ambigiiedad para el atributo A2, por tanto
E,(A2) = 0.577. Comparando los dos atributos, se tiene que A2 tiene menos
ambigiiedad que Al, por tanto A2 es elegido como la raiz del arbol. Ahora se
calcula el subconjunto de valores para el atributo A2 dada la clase, usando la

ecuacion (2.31)).

min (0.40,0.90) + min (0.30,0.15) _ 040 +0.15 _ 0.5

A2 P) = _0

5425, P) 0.40 + 0.30 070 o070 T80
min (0.40,0.10) 4+ min (0.30,0.85)  0.10+0.30  0.40

A25. N) = — — — 0571

5(A25, N) 0.40 + 0.30 0.70 om0 = 007
min (0.60,0.90) + min (0.70,0.15) _ 0.60+0.15 _ 0.75

S(A24.P) = — 0.577
(424, P) 0.60 + 0.70 130 1.30

5 (A20, N) = min (0.60,0.10) + min (0.70,0.85) _ 0.10+0.70 _ 0.80 _ 061

A 0.60 + 0.70 130 130
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Como el valor de S (A2p, P) es mayor que el valor de verdad (5 = 0.65), por
tanto A2p se convierte en un nodo hoja. Ahora, se prosigue el crecimiento del
arbol usando A24, y se calcula la ambigiiedad conjunta con Al usando la ecuaciéon

(2.33), como se muestra a continuacion:

2
G (A24 y A1|C) =) w(A1;]A2,) G (A24 A Al)
=1

donde:

> wey N (par, (w) 5 paz, (u))
?:1 (ZueU min (/“LAls (U) y A2 4 (U)))
min (0.65,0.60) + min (0.55, 0.70)
(min (0.65,0.60) 4+ min (0.55,0.70)) + (min (0.35,0.60) + min (0.45,0.70))
B 0.60 + 0.55 115
"~ 0.60+0.55+0.35+045 1.95

De manera similar se calcula el peso para Al 4, w (Al4|A24) = 0.410, entonces:

= 0.590

G (A2, y A1]C) = 0.590 x 0.601 + 0.410 x 0.630 = 0.354 4 0.259 = 0.613

Al ser este tltimo valor obtenido menor que G (A2,4) = 0.650, entonces anadir
la particion Al disminuye la ambigiiedad. Usando la ecuacion se calcula
los valores de los subconjuntos, los cuales son los siguientes: S (A24 A Alp, P) =
0.652, S (A24 AN Alg, N) = 0.565, S (A24 A Al 4, P) = 0.625y S (A24 A Aly, N) =
0.686. Con base en los resultados de los subconjuntos se seleccionan aquellos que
sean mayores al valor de verdad pre-establecido (0.65). El arbol construido se
muestra en la figura y las reglas obtenidas del arbol son las siguientes:

Si A2 es bajo entonces Clase es P con un valor de verdad de 0.786.

Si A2 es alto y Al es bajo entonces Clase es P con un valor de verdad de 0.652.

Si A2 es alto y Al es alto entonces Clase es N con un valor de verdad de 0.686.
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A2

Bajo lto

0.786 Al

Bajg Alto

P N
0.652 0.686

Figura 2.3: Estructura final del arbol de decisién difuso del ejemplo

2.4.4. Bosque de decision difuso

El bosque de decision difuso esta inspirado en el algoritmo clasico del bosque
aleatorio de Breiman [6]. Breiman considera el bosque como un conjunto de arboles
de decision, cuyas decisiones individuales son combinadas. La metodologia del

bosque de decision difuso sigue el procedimiento mostrado en el algoritmo [2.4

Algoritmo 2.4 Bosque de decision difuso

Escoger aleatoriamente N ejemplos con reemplazo del conjunto de datos completo
Para cada sub-conjunto de datos construir un arbol de decision difuso

Repetir los pasos anteriores hasta haber construido todos los arboles

Promediar las salidas de todos los arboles

El algoritmo requiere que se especifique el niimero de arboles. Se crean
diferentes arboles difusos usando diferentes sub-conjuntos de entrenamiento y la

salida del bosque es obtenida mediante la combinacion de las salidas de cada &rbol.
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2.5. Ensamble de clasificadores

El ensamble de clasificadores consiste en conjuntar un grupo de clasificadores
tal que sus predicciones individuales sean combinadas de alguna manera (voto
mayoritario, pesado, etc.) para clasificar nuevos ejemplos. En general, con el en-
samble se logra una mejor predicciéon final y més robusta.

De acuerdo con Dietterich [I0], para que un ensamble pueda funcionar se debe
cumplir que los clasificadores sean precisos y diversos. Un clasificador preciso es
aquel que tiene una tasa de error menor que una seleccion al azar de una etiqueta
de clase. Por clasificadores diversos se entiende que los errores cometidos por los
diferentes clasificadores sean distintos.

De acuerdo con Kuncheva [34] existen cuatro maneras de construir ensambles;

éstas son:

= Nivel de combinaciéon. Define la manera en la que se combinaran las deci-

siones individuales de los diferentes clasificadores.

= Nivel del clasificador. El ensamble esta formado por diferentes clasificadores

bases.

= Nivel de caracteristicas. Diferentes subconjuntos de caracteristicas son usa-

dos para entrenar los clasificadores.

= Nivel de datos. Diferentes subconjuntos de datos son usados para entrenar

los clasificadores.

Aunque en estos cuatro niveles estan agrupados muchos de los métodos de
ensamble, existen otros temas de interés en el campo, como es la diversidad en
clasificadores. A continuacion se describen el nivel de combinacion y la diversidad

de clasificadores.
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2.5.1. Nivel de combinacién

El nivel de combinacion especifica la manera en que las decisiones individuales
de los multiples clasificadores son combinadas. Las salidas pueden ser combinadas
de diversas maneras, tales como la votacién o el apilado, entre otros.

Uno de los métodos més populares para combinar las salidas es el concepto
de votacion [39]. La votacion es la técnica de ensamble més sencilla y puede ser
aplicada a cualquier tipo de clasificador que produzca una tnica etiqueta de clase.
En el voto mayoritario, cada clasificador asigna una etiqueta de clase al ejemplo
de entrada, y la clase que obtenga la mayor cantidad de votos entre los miembros
del ensamble es elegida [34] 139, [49] [53].

Ademas de la votacién, otras estrategias para combinar la salida de multiples
clasificadores son el promedio simple, promedio pesado y apilado, los cuales son

usados en esta tesis y descritos a continuacion.

Promedio simple

El promedio simple es una de las formas méas populares de combinar las salidas
de maltiples clasificadores. La combinaciéon por promedio simple es calculada de

la siguiente forma:

A (1) = = S B () (2.34)

donde M es el namero de clasificadores a conjuntar en el ensamble y A" (z) es el
valor de salida del m-ésimo clasificador para la i-ésima clase.

El promedio simple reduce la varianza de los valores de salida para las clases.
Debido a su simplicidad es uno de los méas usados y se ha demostrado que es un

método de ensamble efectivo, particularmente en conjuntos de datos complejos
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I39].

Promedio pesado

El promedio pesado también ha sido propuesto como método de ensamble.
A diferencia del promedio simple, el cual considera a todos los clasificadores de
igual importancia; el promedio pesado asigna a cada clasificador un peso, el cual
es determinado con base en la precision de éste. El promedio pesado es calculado

como sigue:

1 M

D it W mzl

donde M es el nimero de clasificadores a conjuntar en el ensamble, w,, es el

RY™ (x) = Wb () (2.35)

peso asignado al m-ésimo clasificador y A" (z) es el valor de salida del m-ésimo
clasificador para la i-ésima clase.

El promedio pesado es matematicamente similar al promedio simple, pero
anadiéndole grados de libertad, lo cual, en ocasiones, puede proveer mejores re-
sultados que el promedio simple.

Este tipo de método de combinacién requiere determinar el peso de cada cla-
sificador. Diferentes estrategias para determinar dicho peso han sido propuestas
[34]. Una forma sencilla de determinar el peso al clasificador es con base en su

precision. El peso es calculado de la manera siguiente:

P,
Ww; = loglo (ﬁ) (236)

donde w; y P; representan, respectivamente, el peso asignado al i-ésimo clasificador

y la precision del mismo.
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Apilado

Otra forma de conjuntar las decisiones de los clasificadores individuales es
por apilado. La idea del apilado es construir un clasificador, denominado meta-
clasificador, que corrija los errores de los clasificadores individuales.

En resumen, en el apilado, se crean [ clasificadores base con un conjunto de
datos reservado para el entrenamiento y, posteriormente, un conjunto de datos
de prueba es usado sobre los [ clasificadores. Las salidas de los [ clasificadores,
obtenidas con el conjunto de prueba, son usadas como atributos del meta-cla-
sificador, el cual es entrenado con las salidas de los [ clasificadores, esto es las

clasificaciones del conjunto de prueba.

2.5.2. Diversidad en clasificadores

La diversidad de los clasificadores es un requerimiento vital para un ensamble
exitoso. Se desea que los clasificadores, miembros del ensamble, sean los més
precisos posibles, y en caso de cometer un error, que estos errores sean diferentes
entre los diversos miembros.

En la practica, se han definido medidas de diversidad en clasificadores. La
entropia se ha usado como medida en diversidad de clasificadores, y la cual es
usada en este trabajo. La medida de diversidad por entropia para L clasificadores

sobre un conjunto de datos con N muestras esta definida por la expresion siguiente:

N I I

) 1 Z 1
t — _ n jis L E j i 2.37
" N =1 L LL/ZJ 1 1 {;yL p y]7 } ( )

donde y;; vale 1 si el i-ésimo clasificador predice correctamente el j-ésimo ejemplo,

de lo contrario vale 0.
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2.6. Algoritmo evolutivo

La evolucion es un proceso de optimizacion donde el objetivo es mejorar la
habilidad de un organismo (sistema) para sobrevivir en ambientes competitivos y
cambiantes. La computacion evolutiva se refiere a los sistemas para resolver proble-
mas basados en computo que usen modelos computacionales de proceso evolutivo,
tales como la seleccion natural, supervivencia del mas apto y reproduccion, como
componentes fundamentales [14].

La evolucién a través de la seleccidon natural de una poblacién de cromosomas
elegidos aleatoriamente puede ser vista como una blsqueda a través del espacio de
los posibles valores del cromosoma. Debido a lo anterior, los algoritmos evolutivos
son un tipo de busqueda estocéstica para tratar de hallar una solucién 6ptima a
un problema en particular. En general, el proceso evolutivo tiene los siguientes

componentes:
= un cromosoma que codifica las posibles soluciones al problema;
= una funcién que evalta la aptitud, o fuerza, de un individuo;
= una poblacién inicial;
= operaciones para la selecciéon de individuos, y
= operaciones para la reproduccion de los individuos.

En el algoritmo [2.5| se muestra el algoritmo evolutivo genérico con los compo-

nentes previamente mencionados.
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Algoritmo 2.5 Algoritmo evolutivo genérico [14]

Sea t = 0 el contador de generaciones.

Crear una poblacion inicial, P (0), de n individuos.

Mientras condicién de paro no se cumpla hacer
Evaluar la aptitud, f (z; (¢)), de cada individuo z; (t)
Realizar la reproduccién para crear a los hijos.
Seleccionar la nueva poblacion, P (¢ + 1)
hacer t =t + 1.

Fin Mientras

Cromosoma

Un individuo representa una soluciéon candidata al problema de optimizacion.
Las caracteristicas del individuo son representadas por un cromosoma; dichas
caracteristicas se refieren a las variables de optimizacion. Cada variable a ser
optimizada se le conoce como gen y el valor asociado a dicha variable es conocido
como alelo.

Los cromosomas requieren de un tipo de representacion, siendo la representacion
binaria el esquema clasico. Holland [26] da una justificacién para la representacion
binaria argumentando que dicha representacion, binaria, permite tener mas esque-
mas que una representacion decimal. Un esquema es una plantilla que describe a
un subgrupo de cadenas que comparten ciertas similitudes en algunas posiciones

a lo largo de su longitud.

Poblacién inicial

Los algoritmos evolutivos son estrategias de buisqueda estocastica; su busqueda
la basan en una poblacioén, entonces, los algoritmos evolutivos mantienen una

poblacion de posibles soluciones candidatas.

El primer paso para resolver un problema de optimizaciéon por algoritmos
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evolutivos es crear una poblacién inicial de posibles soluciones. Generalmente,
la poblacién inicial es creada asignando un valor aleatorio, dentro del conjunto
de valores permitidos, a cada gen del cromosoma. El objetivo de asignar valores
aleatorios es garantizar que la poblacién inicial es una representaciéon uniforme
de todo el espacio de biisqueda. Si las regiones no son cubiertas por la poblacién
inicial, es posible que dichas regiones no sean visitadas en el proceso de bisqueda.

El tamano de la poblacién inicial tiene consecuencias en términos de com-
plejidad computacional y habilidad de exploracion. Una poblaciéon muy grande
generara una diversidad de soluciones al problema —mejorando la capacidad de
exploracion—, sin embargo, requerirda mas tiempo por generaciéon para evaluar
la poblacion, incrementando la complejidad computacional. Por otro lado, una
poblaciéon pequena soélo representard una pequena parte del espacio de busqueda
—afectando la capacidad de exploracién—, pero el tiempo requerido por generacion

es menor, mejorando la complejidad computacional.

Funcién de aptitud

Para poder determinar la habilidad de supervivencia de un individuo en el
algoritmo evolutivo, se usa una funciéon matematica para saber que tan bien el
cromosoma representa la solucion. Esta funcién, denominada funcién de aptitud,

mapea la representacion de un cromosoma a un valor escalar:
f:I'=R (2.38)

donde I representa el cromosoma.
La funcién de aptitud representa la funciéon objetivo, la cual describe el proble-
ma de optimizacion. Usualmente, la funcién de aptitud proporciona una medida

absoluta de la aptitud del cromosoma, es decir, evalia que tan bien el cromosoma
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representa la solucion.

Seleccién

El principal objetivo de los operadores de selecciéon es hacer resaltar las mejores

soluciones. Esto es alcanzado en dos principales pasos:

= Selecciéon de la nueva poblacidn. Se selecciona una nueva poblacion
de soluciones candidatas al finalizar cada generacién y que servird como
la poblacién para la nueva generacion. La nueva poblacion puede ser se-
leccionada tnicamente de los descendientes o de ambos, padres e hijos. El
operador de seleccion debe garantizar que los mejores individuos sobrevivan

en las siguientes generaciones.

= Reproducciéon. Los hijos son creados a través de la aplicacion de opera-
ciones de cruza, mutacion y elitismo. Para la cruza, los individuos con mejor
aptitud deben tener mas oportunidad de reproducirse para garantizar que
los hijos contienen el material genético de los mejores individuos. Para la
mutacién, los mecanismos de selecciéon deben enfocarse en los individuos
mas débiles, o menos aptos, con la finalidad de incrementar su oportunidad
de supervivencia. Finalmente, con el elitismo se asegura que los mejores in-
dividuos sobrevivan en las siguientes generaciones; esto se logra copiando
los mejores individuos en la generacion siguiente sin sufrir el proceso de

mutacion.

Criterios de paro

Los operadores de evolucion se aplican mientras no se cumpla una condicion

de paro. La condicién de paro mas simple es limitar el algoritmo a un niamero de
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generaciones o hasta que un valor de aptitud haya sido alcanzado (que en nuestro
caso se busco que fuese igual a un error de cero por ciento). Alternativamente,
otros criterios de paro incluyen que no exista mejora en el valor de aptitud durante

un determinado niimero de generaciones o que no existan cambios en la poblacion.

2.7. Meétodos de evaluacion

Es importante determinar el desempeno de un clasificador, ya que esto nos
permite comparar entre dos modelos distintos. Generalmente, los algoritmos de
clasificacién son evaluados mediante la comparacion de la clasificacion predicha
por el clasificador y la clasificacion real, la cual debe ser conocida. Existen diversas
maneras de evaluar el clasificador, la mas comin es la validacion cruzada. De igual
manera, la matriz de confusion resulta util para saber cudles clases son las que
presentan mayor confusion; asimismo, algunas métricas pueden ser definidas a
partir de la matriz de confusion. Finalmente, otra métrica usada es el area bajo
la curva ROC, por las siglas en inglés de Reciver Operating Characteristic. A
continuacion se detallan algunas técnicas de evaluacion que permiten determinar

el desempeno de un clasificador, utilizadas en esta tesis.

2.7.1. Validacién cruzada con k particiones

El método de validacién cruzada con k particiones consiste en dividir el con-
junto de datos en k subconjuntos, aproximadamente iguales, tal que los conjuntos
sean mutuamente excluyentes. Las fases de entrenamiento y pruebas son realiza-
das k veces. En la iteracion ¢ se selecciona el subconjunto S; como un conjunto de
prueba y los subconjuntos restantes como conjunto de entrenamiento. Se entrena

el clasificador usando el conjunto de entrenamiento y, con el conjunto de prueba,
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se evalia el desempenio del clasificador. Al finalizar las £ iteraciones, se obtiene el

promedio de todas las evaluaciones.

2.7.2. Matriz de confusiéon

La matriz de confusion contiene informacion acerca de las clasificaciones reales
y las predichas por un clasificador. El desempeno del clasificador es cominmente
evaluado con los datos contenidos en la matriz. En la figura se muestra una

matriz de confusion binaria.

Predicha
P N
VP FN
Real
FP VN

Figura 2.4: Matriz de confusién binaria

En la matriz de confusion, tanto los verdaderos positivos (VP) como los ver-
daderos negativos (VN) representan las instancias correctamente clasificadas. Por
el contrario, los falsos positivos (FP) y los falsos negativos (FN) representan las
instancias incorrectamente clasificadas.

Algunas métricas que pueden ser definidas en términos de una matriz binaria

son:

= la exactitud, que es la porcion de instancias correctamente clasificadas:

VP+VN
Eractitud — 9.
ractitud = G N T FP T FN (2.39)
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» ]a tasa de verdaderos positivos, también llamada sensibilidad, que es la

porcion de ejemplos positivos que fueron clasificados correctamente:

VP

VP = ——
VP =T FN

(2.40)

= la tasa de verdaderos negativos, o especificidad, que es la porcién de

ejemplos negativos clasificados correctamente:

VN

TVN = ——
YN =N FP

(2.41)

2.7.3. Curvas ROC

El analisis de curvas ROC (Receiver Operating Characteristic) permite evaluar
el desempeno de los clasificadores binarios [24]. Este andlisis considera que un
clasificador es mejor que otro si tiene una mayor area bajo la curva ROC que lo
describe.

La curva ROC es una grafica de la tasa de falsos positivos (1-especificidad),
sobre el eje X, contra la tasa de verdaderos positivos (sensibilidad), sobre el eje
Y. La grafica es construida conectando el punto (0,0) con el punto (T"FP, TV P)
del clasificador y, este @ltimo con el punto (1, 1), formandose asi la curva ROC.

El punto (0,1) representa el clasificador perfecto, es decir, clasifica correcta-
mente todos los casos positivos y negativos, representado por la curva en color
verde de la figura [2.5a] Por el contrario, los puntos (0,0) y (1, 1) representan a ma-
los clasificadores; el punto (0,0) representa un clasificador que predice que todos
los casos son negativos; el punto (1, 1) representa un clasificador que predice todos
los casos como positivos, ambos cosas son representados por la curva naranja de
la figura Finalmente, el punto (1,0) representa al peor clasificador que tiene
todas sus clasificaciones incorrectas, representado por la curva roja de la figura

2.5al
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Figura 2.5: Dos ejemplos de curvas ROC para clasificadores binarios. En @ se mues-

tran los casos de cruva ROC para el mejor (grafica verde), malo (grafica
naranja) y peor clasificador (grafica roja); @ es un ejemplo de la cruva

ROC empirica para un clasificador con salida continua
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Existen clasificadores cuya salida no es una etiqueta de clase sino un valor
continuo; dichas salidas pueden ser consideradas una estimaciéon de la pertenencia
de un ejemplo a la clase. Si para ese tipo de clasificadores se varia el umbral
en el cual un ejemplo pertenece a una clase, se producen varios pares de puntos
(TFP,TVP), los cuales, al ser conectados en conjunto con los puntos (0,0) y (1, 1),
producen la curva ROC empirica para el clasificador, como se muestra en la figura
2,50l

Para problemas con mas de dos clases, Dreiseitl [L1] ha propuesto determinar
el area bajo la curva ROC como el promedio de las areas bajo la curva ROC de

los diferentes clasificadores binarios, siguiendo un enfoque una contra todos.

2.8. Curvas de costo

Las curvas de costo fueron introducidas por Drummond y Holte [12]. El costo
esperado normalizado (entre cero y uno, tal que el mejor desemperio es cero y el
peor es uno) es graficado sobre el eje y y los puntos de operaci()nﬁ sobre el eje x,
normalizados entre 0 y 1. El punto de operacién es la funciéon de probabilidad de

costos (PC'F, por sus siglas en inglés), y es calculada como sigue:

p(H)C(=[+)
p(H)C (=) +p(=)C(+]-)

donde C'(—|+) es el costo de clasificar errébneamente un ejemplo positivo como

PCF (+) = (2.42)

negativo, C' (+|—) es el costo de clasificar erroneamente un ejemplo negativo como
positivo, p (+) es la probabilidad de un ejemplo positivo y p (=) =1 —p (+).

Existen dos simplificaciones para el PC'F(+). La primera es cuando los costos

4El término punto de operacién se refiere a la combinacién especifica de costo de clasificacién

incorrecta y las distribuciones de clase.
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de las clasificaciones erroneas son iguales; en este caso PC'F(+) = p(+). La segun-
da, cuando p(+) = p(—), talque PCF(+) = C (—|+) / (C(=|+) +p (=) C (+]-)).
Por tanto, los costo de clasificacion errénea son normalizado tal que su suma sea
uno.

Existe una dualidad entre las curvas ROC y las curvas de costo. Esto implica
que un punto en el espacio ROC equivale a una linea en el espacio de costos y
un linea en el espacio ROC es representado por un punto en el espacio de costos.
El conjunto de puntos que definen la curva ROC, son un conjunto de lineas en el
espacio de costo.

En la figura se muestra un ejemplo de la curva de costo. La linea punteada
horizontal representa el peor clasificador, con todas sus clasificaciones incorrectas.
El eje x representa al mejor clasificador con todas las predicciones correctas, y las
lineas punteadas diagonales representan a clasificadores que todas sus predicciones

son de una clase.

2.9. Resumen

El diseno de un modelo de clasificacion puede involucrar diferentes etapas, tales
como la seleccion de atributos, pre-procesamiento de los mismos y la construccion
del clasificador, procesos que son abordados en el presente trabajo.

Generalmente, un clasificador asigna una etiqueta de clase a un ejemplo de
entrada, el cual es descrito por sus caracteristicas o atributos. Sin embargo, no
siempre todos los atributos son relevantes para predecir la clase. La seleccion
de atributos pretende determinar aquellos atributos relevantes a la clase. Dos
enfoques para la seleccion de atributos, y usados en esta tesis, son de filtrado y

de envoltura. Por lo general, los métodos de filtrado son mas rapidos que los de
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Figura 2.6: Curvas de costo para el mejor, malo y peor clasificador. Imagen tomada de

[24]

envoltura, pero éstos tltimos, usualmente, brindan mejores resultados.

El procesamiento de los atributos puede ser realizado con logica difusa. La
logica difusa permite tratar con pertenencias o verdades parciales, esto implica
que, a diferencia de la légica clasica, un elemento puede pertenecer al mismo
tiempo a méas de un conjunto. Para procesar los atributos es necesario definir una
funcion de pertenencia difusa, la cual se encarga de mapear el valor del atributo a
su correspondiente valor difuso. Las funciones de pertenencia méas comunes, mas
no las tnicas, son: triangular, trapezoidal, gaussiana y campana.

Los clasificadores difusos son aquellos que incluyen la idea de la légica di-
fusa, ya sea durante su proceso de aprendizaje o induccion. Existen diferentes
clasificadores difusos, entre los cuales destacan la red neuronal relacional difusa,
K-vecinos mas cercanos difusos, drbol de decision difuso y el bosque de decision di-

fuso. Ademas, es posible combinar la predicciéon individual de cada clasificador en
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un ensamble; dichas combinaciones puede ser por un promedio simple, promedio
pesado o apilado.

Conocer el desempeno de un clasificador es importante, ya que permite saber
qué modelo es mejor para un conjunto de datos dado, lo cual es importante en el
trabajo desarrollado para seleccionar el modelo de clasificacion méas adecuado al
conjunto de datos. Existen diversas maneras de evaluar el clasificador, las méas co-
munes son: validacion cruzada y el rea bajo la curva ROC. La validacion cruzada
parte el conjunto de entrenamiento en k partes, tal que k£ — 1 partes son usadas
para entrenar el clasificador y 1 es usada para probar el mismo; este proceso es
realizado iterativamente hasta que todas las partes han sido usadas como prueba.
El area bajo la curva ROC es una grafica de la tasa de falsos positivos contra la
tasa de verdaderos positivos y es aplicada a clasificadores binarios; extensiones del
area bajo la curva ROC para problemas multiclase proponen promediar el area
bajo la curva ROC para los diferentes clasificadores binarios, siguiendo un enfoque

uno contra todos.
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Trabajo relacionado

En este capitulo se describen algunos trabajos relevantes relacionados al tra-
bajo de tesis, tales como la clasificacion de clases traslapadas, asi como algunos
algoritmos de seleccion de modelo y de clasificacion de leucemia aguda realizados

recientemente.

3.1. Clases traslapadas

De acuerdo con Kuncheva [34] una clase traslapada se define de la siguiente

manera:

“Si en una regién de decision R;, con clase w; como verdadera, se
encuentra un ejemplo del conjunto de etiquetas Z con clase w; como
verdadera, tal que j # 4, entonces las clases w; y w; se llaman clases

traslapadas.”

Existen dos enfoques para la clasificacion de problemas con clases traslapadas:

el primero consiste en la unién de las clases traslapadas en una nueva clase denomi-

23
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nada meta-clase; un segundo enfoque propone la separacion de las clases mediante
la extraccion de caracteristicas con mayor poder discriminatorio —obtener nuevas
caracteristicas que permitan diferenciar mejor la clase o transformacion de las
caracteristicas existentes en otras— o en la combinacion de multiples clasificadores
[35].

A continuacién se describen algunos trabajos relacionados a la clasificacion de

problemas con clases traslapadas.

Koerich [32] propone una metodologia para la clasificacion de problemas con
clases traslapadas de N clases. Ademas, la metodologia propuesta asume que la
informacion contextual del problema esta disponible. Esta metodologia esta com-
puesta por cuatro pasos: el primero consiste en la obtencién del conocimiento,
donde un clasificador es disenado usando las N clases y su desempernio es evalua-
do obteniéndose su matriz de confusiéon, a partir de la cual se determina cuéles
son las clases que mas se confunden. En el segundo paso, la informacién contex-
tual en conjunto con los datos obtenidos de la matriz de confusion son usados
para determinar qué clases se unen en una nueva clase denominada meta-clase.
Seguidamente, en el tercer paso, el clasificador es disenado nuevamente con las
meta-clases y, finalmente, en el cuarto paso, el clasificador es validado. Los ex-
perimentos fueron realizados sobre una base de datos de caracteres manuscritos,

NIST, alcanzando un 87.79 % sobre el conjunto de pruebas.

Liu [35] propone un esquema de entrenamiento parcial discriminatorio para
la clasificacion de clases traslapadas en el analisis de documentos. El esquema
de entrenamiento parcial discriminatorio es aplicado a problemas con N clases.
En este trabajo, primeramente, tratan de distinguir las clases usando informaciéon
contextual y, si esto no es posible, aplicar el entrenamiento parcial. La idea de este

entrenamiento consiste en crear N clasificadores binarios, un clasificador para ca-
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da posible clase, donde cada clasificador es entrenado con un conjunto de datos,
tal que los ejemplos de la clase que se desea identificar son considerados como
positivos. Los ejemplos de las clases con las que se presente traslape no son con-
siderados como positivos ni como negativos, y los ejemplos del resto de las clases
son considerados como ejemplos negativos; de esta manera cada clasificador es
entrenado con los ejemplos de la clase a reconocer y los ejemplos de las clases con
las que no existe traslape. La decision final es realizada mediante la combinaciéon

de los N clasificadores binarios.

Podolak [43], por su parte, propone una arquitectura tipo jerarquica para la
clasificacion de clases traslapadas. Esta arquitectura se basa en una jerarquia
tipo arbol, donde cada nodo del arbol corresponde a una red neuronal, la cual es
entrenada como un clasificador débilll En la raiz del arbol se tiene una red neuronal
para las posibles clases del problema. Una vez que la red neuronal es entrenada,
los resultados de sus clasificaciones incorrectas son analizados a través de una
matriz de confusion y se determina cudles son las clases que méas se confunden. Se
asume que las clases que presentan la mayor confusion tienen informaciéon similar
y, por tanto, estan traslapadas. Estas clases constituyen un subproblema para el
cual una red neuronal es entrenada, creiAndose un subnivel en el arbol. De esa
forma, cada nodo del arbol es una red neuronal entrenada para las clases que mas
se confunden. Durante la clasificacion, un ejemplo puede tomar més de un camino
del 4rbol; la decision final es tomada mediante la conjuncion de las probabilidades

a posteriort.

1Un clasificador débil es aquel cuya precisién es ligeramente mejor que una seleccion al azar

[43).
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Szmidt y Kukier[50] abarcan el problema de clasificacion con clases desbalan-
ceadad?] y traslapadas. Se realiza un tratamiento de las caracteristicas usando los
conjuntos difusos intuicionistas de Atanassov [3], asignandole un grado de perte-
nencia, un grado de no pertenencia y un margen de indecision a cada clase. Los
conjuntos difusos son determinados por una distribucion de frecuencia relativa de
los datos de las clases. La decision final es realizada por la clase a la que tenga una
mayor pertenencia; se obtiene un porcentaje promedio de 98.8 % sobre la base de

datos de vinos del UCI [51].

3.2. Seleccion de modelo

La seleccion de modelo es la tarea de escoger el mejor modelo que describa a
un conjunto de datos; esto implica la seleccion de parametros con base en un con-
junto de entrenamiento 25| [18]. De acuerdo con Guyon [21] la seleccion de modelo
involucra numerosos problemas, entre los que destacan: seleccién del mejor sub-
conjunto de caracteristicas o atributos, seleccion del método de pre-procesamiento,
seleccion del mejor algoritmo de aprendizaje de maquina y la seleccion de los hiper-
parametros. Algunos trabajos que han realizado seleccion de modelo son descritos
enseguida.

Acevedo [I] usa optimizacion por colonia de hormigas para ajustar los parame-
tros de una méaquina de vectores de soporte. La maquina de vectores de soporte
emplea un kernel de funcion de base radial, siendo sus parametros ajustados. Se
define cada hormiga como un vector soluciéon de los parametros para el kernel.

Ademas, como funciéon de aptitud se usa el error usando validaciéon cruzada con

2Las clases desbalanceadas se refiere a que una clase es representada con una gran cantidad

de ejemplos mientras que la otra con una cantidad pequeia de ejemplos [29].
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k particiones; el valor de k£ es establecido igual al nimero de ejemplos de en-
trenamiento. Este algoritmo se probo sobre algunas bases de datos para nariz

electronica, reportandose, en promedio, 80.33 % de clasificacion correcta.

Gorissen et al. [20] usa algoritmos genéticos para la seleccion de un meta-
modelo. El sistema es aplicado a tareas de regresion. Mediante el uso de algo-
ritmos genéticos se seleccionan tanto el modelo como los parametros asociados a
los mismos, conocidos como hiper-parametros. Se consideran siete modelos; in-
cluyendo maquinas de vectores de soporte, redes neuronales artificiales, funciones
de base radial, entre otros métodos de kernel. Ademas, se definen operadores para
creacion, seleccion, cruza y mutacion. También, se considerd el uso de miultiples
subpoblaciones y el ensamble de diferentes modelos mediante un promedio sim-
ple. Finalmente, la funcién de aptitud se define como la raiz cuadrada del error

relativo.

Escalante et al. [16] utilizan optimizacion por enjambre de particulas para la
seleccion de un modelo de clasificacion (PSMS, por sus siglas en inglés), llama-
do seleccion de modelo completo. Dado un conjunto de algoritmos de seleccion de
atributos, métodos de pre-procesamiento y algoritmos de aprendizaje de maquina,
la seleccion completa se define como la tarea de escoger la mejor combinacion de
éstos que minimice el error de clasificacion. El proceso de busqueda es realizado
por enjambre de particulas, donde cada particula representa un modelo completo
y es codificado en un vector. La funcion de aptitud es la tasa de error balanceado,
es decir, el error medio en las clases positivas y negativas. Una extension a este
trabajo es propuesta por Escalante et al. [I7], quienes siguen la idea de usar op-
timizacion por enjambre de particulas para la seleccién de un modelo completo.
Sin embargo, a diferencia de [16], un ensamble de clasificadores es considerado.

Este método usa PSMS para buscar modelos de clasificacion adecuados a un con-
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junto de datos que luego son ensamblados. Se consideran tres maneras distintas
de realizar el ensamble: en el primer caso, las mejores soluciones obtenidas cada
k iteraciones son consideradas en el ensamble; en el segundo, los modelos con
mejor aptitud en cada iteracion son considerados; en el tercer caso, las mejores
soluciones, una vez finalizado el proceso de busqueda, son consideradas en el en-
samble. En todos los casos, las salidas de los diferentes modelos son combinadas

por promedio simple.

3.3. Clasificacion de leucemia aguda

Morales [37| realiza la clasificacion de leucemia aguda a nivel de tipos, esto
es, se identifican entre los tipos linfoide y mieloide. Los datos de las células de
leucemia aguda son obtenidos a partir de imagenes de frotis de médula ésea. Las
imégenes son pre-procesadas y sus caracteristicas son extraidas. Por otro lado,
la clasificacion es realizada usando los algoritmos de logistic y una red neuronal
artificial multicapa, con dos capas ocultas y seis neuronas por capa. Los resultados
de la clasificacion son de: 89.90 % para logistic y 91.79 % para la red neuronal
artificial.

Jarratwisaru [30] propone un método de clasificacién de leucemia aguda, dife-
renciando entre los tipos linfoide y mieloide. Asimismo, los subtipos asociados a
cada tipo también son considerados. Primeramente, imigenes de frotis de médu-
la 6sea son segmentadas usando un modelo de contorno y color. Posteriormente,
la parte de clasificacion es realizada con caracteristicas extraidas del niicleo. Se
reporta un 90 % de clasificacion correcta.

El trabajo de Galindo [19] presenta un método de obtenciéon de caracteristicas

para la clasificacion de subtipos de leucemia aguda. Las caracteristicas obtenidas
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a partir de las imégenes son de textura, morfolégicas, estadisticas y geométricas y
de componentes principales. Ademas, en la clasificacién de subtipos se consideran
los subtipos L1 y L2 para la tipo linfoide, de la cual se obtiene un 85 % de clasifi-
cacion correcta; M2, M3 y M5 para la mieloide, se reporta un 91 % de clasificacion
correcta.

Reta et al. [46] proponen un algoritmo de segmentacion de células con leucemia
a partir de informacién contextual en imagenes. El nicleo y citoplasma, asi como
la célula completa, son segmentados. De éstos se extraen caracteristicas morfologi-
cas, estadisticas y de textura; asimismo, caracteristicas de componente principales
también son extraidas. En la clasificacion, se reportan resultados de las diferentes
clasificaciones binarias para tipos linfoide y mieloide y los subtipos L1, L2, M2,
M3 y M5. Por su parte, Reta [45] propone un algoritmo de diagnoéstico, el cual
combina la informacion de la clasificacion de tipos y subtipos para determinar el
tipo de leucemia. Posteriormente, esa informacion es usada para la determinaciéon
del subtipo. Con el algoritmo de diagnostico se reporta un 95 % de clasificacion
en tipos y un 90 %, en promedio, en la clasificacion de subtipos.

Nasir et al. [38] desarrollan la clasificacion de leucemia, diferenciando entre
células normales y anormales. La base de datos que ellos usan cuenta con 800
muestras, 300 de las cuales pertenecen a células normales y 500 a anormales.
Primeramente, proponen la extraccion de caracteristicas de forma, tamano y color.
Los autores usan un perceptréon multicapa para la clasificacion de las muestras.
Reportan un 94.51 % de clasificacion correcta con las caracteristicas usadas.

Adjouadi et al. 2] proponen un método de clasificacion basado en redes neu-
ronales para la clasificacién de leucemia aguda. Los datos son obtenidos a partir

de parametros extraidos con un citometrd®l En la clasificacion, una red neuronal

3El citémetro es un analizador de las caracteristicas de la células.
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artificial es usada para diferenciar entre casos normales y con leucemia aguda; de
igual manera, en el caso de leucemia aguda, se usa una red neuronal diferenciar
entre los tipos linfoide y mieloide. La red neuronal disenada para la clasificacion
consta de dos capas ocultas con 13 neuronas en la primera capa oculta y 6 en la
segunda. La red es entrenada con una conjunto de 220 ejemplos de las cuales 60
corresponden a ejemplos de células con leucemia y 160 a células normales. Con

este método se alcanza un resultado del 93.33 % de precision en la clasificacion.

3.4. Resumen

En la tabla se describen los trabajos relacionados presentados en este capi-
tulo. En esta tabla puede observarse que la mayoria de los trabajos no se han
enfocado a todas las tareas planteadas en esta investigacion y que, por tanto, se

aborda en este trabajo.

3.5. Conclusiones

De la seccion se observa que la mayorfa de los trabajos asumen que se
cuenta con informaciéon contextual para distinguir entre las diferentes clases; no
obstante, la informacién contextual no siempre esta disponible. Por otro lado, estos
trabajos asumen que el traslape solo existe entre algunas clases y no consideran el
caso cuando todas las clases estan traslapadas, lo cual dificulta ain més la tarea
de clasificacion.

Por otra parte, algunos trabajos que se han enfocado a la seleccion de mo-
delo, descritos en la seccidon han realizado, inicamente, la selecciéon de los

parametros para un modelo en particular. Por otro lado, otros trabajos intentan
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Tabla 3.1: Tabla comparativa del trabajo relacionado

Ref

Clases

traslapadas

Loégica

difusa

Seleccion

de modelo

Clasificacion de

leucemia

Observaciones

B EH

Propuesta

X

Se asume que la informacion
contextual esta disponible
Se asume que el traslape no
es entre todas las clases

El método s6lo ha sido
definido para un modelo de
clasificacion

Unicamente ha sido proba-
do con bases de datos de ba-
jo traslape

Se considera un modelo

Ha sido usado en tareas de
regresion

El promedio simple es el
dnico método de ensamble
considerado

Solo se clasifican a nivel de
tipos de leucemia

Se enfocan en la tarea
de segmentacion y su base
de datos cuenta con pocas
muestras

Se enfoca en la tarea de ex-
traccion de caracteristicas
Se enfoca en la tarea de seg-
mentacion

Los datos son obtenidos a

partir de un citémetro
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seleccionar el modelo con sus pardmetros relacionados y, en algunos casos, usando
otros métodos, tales como seleccion de atributos o de pre-procesamiento. Aunque
algunos trabajos han considerado la opcién de realizar ensambles, éstos son rea-
lizados de una sola manera, por promedio simple. Los trabajos que consideran el
ensamble aiin no consideran la busqueda de un método de ensamble adecuado.
Finalmente, con respecto a los trabajos que realizan clasificacion de leucemia
aguda, en algunos casos ésta es realizada a nivel de tipos: linfoide y mieloide. En
otros casos, la clasificacién es realizada a nivel de subtipos, mas no se explora
la alternativa de seleccionar un modelo de clasificaciéon adecuado para cada caso.
Asimismo, el traslape no es considerado. En el trabajo que se propone aqui, se
realiza la seleccion del modelo de clasificacion, describiendo en qué grado pertenece
una célula de leucemia aguda a cada uno de los tipos y subtipos, mediante el uso

de logica difusa.



Capitulo 4

Meétodo propuesto

En este capitulo se describe el trabajo desarrollado para abordar el proble-
ma planteado en la presente tesis. Se incluye una descripcion detallada de la
arquitectura del método, asi como el algoritmo genético usado para la seleccion
del modelo. Asimismo, se describe la jerarquia propuesta para la clasificacién de

leucemia aguda.

4.1. Arquitectura general

Este método escoge, a partir de un repositorio, una combinacién de compo-
nentes que minimicen el error en clasificacion. Estos componentes incluyen méto-
dos de seleccion de atributos, clasificadores hibridos, métodos de ensamble y tipo
de difusion de los datos. Esto tltimo permite reducir el grado de traslape en las
clases. Este proceso es realizado a través de un algoritmo genético. En la figura
[4.1] se muestra la arquitectura de la propuesta.

El diseno del algoritmo genético y de cada mddulo es explicado en detalle a

continuacion.
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Algoritmo_genético de optimizacion

: Seleccion — Determinacion
. ! L Difusion
Conjunto ! automatica [~ de datos —| del grado
de datos 1 | de atributos de traslape
1 : : . /\
! Reposw'orlo Caracteristicas
: : . N ]
. de algorlt_mos difusas —
1| de seleccion Repositorio de
' | de atributos clasificadores
R ECCECErEE  EET T LR P |  hibridos
Modolo do : eterminacion de
. . T modelo de ensam- T
clasificacion 1 .
' ble a la medida \v
! Repositorio
: de métodos
: de ensamble

Figura 4.1: Arquitectura del método propuesto

4.1.1. Codificacion del cromosoma

El cromosoma representa una posible solucién al problema, que se desea op-
timizar a través de un algoritmo genético, y es codificado en una cadena binaria.
El método propuesto construye un modelo que minimiza el error de validacién
cruzada en clasificaciéon, sobre un conjunto de datos. La figura muestra un
diagrama general del método. El modelo generado estd compuesto por una etapa
de seleccion de atributos, seguido de un pre-procesamiento difuso de los datos y
la construccion de un ensamble de clasificadores. En este proceso se determinan
los algoritmos de clasificacion difusos, asi como sus parametros relacionados y la
manera en la que éstos seran combinados. A continuaciéon se explica a detalle la

codificaciéon del cromosoma en cada moédulo del sistema propuesto.
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Seleccién automatica de atributos

Al conjunto de datos de entrada se le aplica una seleccién de atributos, esto
con el fin de reducir la dimension del conjunto de datos y mejorar la precision en
la clasificacion, al trabajar con los atributos relevantes al problema.

Los atributos relevantes son obtenidos a partir de la aplicacién de un método
de filtrado y de envoltura. En el enfoque de filtrado, un método de seleccion de
atributos disponible en el “repositorio de algoritmos de selecciéon de atributos”
es seleccionado y aplicado sobre el conjunto de datos; posteriormente, el método
de envoltura es aplicado para refinar la tarea de seleccion de atributos. De esta
forma, primeramente se reduce la dimension del conjunto de datos con el enfoque
de filtrado y, por consecuencia, se reduce la complejidad en el proceso de busqueda
del método de envoltura.

En el enfoque de filtrado, los métodos de seleccion de atributos disponibles en
el repositorio, descritos en la seccion [2.2] son escogidos por el algoritmo genético;

se utilizan dos bits con la codificacion, mostrada en la tabla

Tabla 4.1: Codificaciéon de bits para determinar el método de selecciéon de atributos

basado en correlaciéon

Codificacion Método de seleccion
0,0] ganancia de informacion
[0, 1] X2
[1,0] reliefF'
[1,1]

Los métodos de seleccion disponibles requieren de la definicién de parametros.
Por ejemplo, ganancia de informacion, x? y reliefF son métodos que asignan a

cada atributo una calificaciéon con base en las propiedades de éstos, Esto hace
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necesario especificar con cuantos atributos se trabajara. Por otro lado, el méto-
do basado en correlacion requiere de una estrategia de bisqueda, que en nuestro
caso es abordada con un algoritmo genético. Con la finalidad de determinar los
parametros para cada método de seleccion de atributos, cuatro bits en la cadena
del cromosoma son usados. La tabla muestra la codificacion de los bits para
los métodos de reliefF y el basado en correlacion. Para el método de reliefF se
especifica el nimero de vecinos cercanos y el porcentaje del conjunto de datos
a usar, se seleccionan los atributos cuyo peso es mayor a cero; en el método de
correlacion se especifican los parametros del algoritmo genético para la biisqueda.
La tablamuestra la codificacion para ganancia de informacién y x?; en la tabla
se muestra los posibles valores de la cadena binaria codifican valores porcentuales,
donde cada valor porcentual representa el porcentaje de atributos mejor califica-
dos, ya sea por ganancia de informacién o x2, que son escogidos del conjunto de

atributos originales.

Tabla 4.2: Codificaciéon de bits de pardmetros para relief y correlaciéon

Bits del gen (Alelos)
Parametro 00 01 10 11
No. muestras 80% 85% 90% 95%
Vecinos 1 3 5 7

ReliefF

Generaciones 20 25 50 100
Correlacion
Poblacién 5 10 15 20

Posteriormente, con los atributos seleccionados por filtrado se aplica envoltura.
El enfoque de envoltura (seccion [2.2.2) usa un clasificador para evaluar el subcon-

junto de atributos. Para asegurar que el subconjunto de atributos sea adecuado
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Tabla 4.3: Codificacién de bits para determinar método de seleccién de atributos

Porcentaje de Porcentajes de
Codificacion atributos Codificacion atributos

seleccionados seleccionados
0,0,0,0] 50 % [1,0,0,0] 7%
0,0,0,1] 53 % [1,0,0,1] 80 %
0,0,1,0] 57 % [1,0,1,0] 83%
0,0,1,1] 60 % [1,0,1,1] 87%
0,1,0,0] 63 % [1,1,0,0] 90 %
[0,1,0,1] 67 % [1,1,0,1] 93 %
[0,1,1,0] 70 % [1,1,1,0] 97 %
[0,1,1,1] 73 % 1,1,1,1] 100 %

al modelo, se usa el clasificador determinado por el cromosoma del genético, ex-

plicado en la pagina

Difusion de datos

El objetivo de aplicar una difusion a los datos es dar a los mismos una descrip-
cion lingiiistica, mediante la transformacion de los valores de los datos de entrada
a valores difusos. Esta transformaciéon es realizada con la ayuda de una funciéon
de pertenencia difusa.

En la codificacion del cromosoma propuesto se asigna un gen de dos bits para
determinar el tipo de funcion de pertenencia (véase seccion para mas detalle
de las funciones de pertenencia) de acuerdo con la codificacion mostrada en la

tabla [4.4. Por otro lado, el grado de detalle en la descripcion lingiiistica esta
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determinado por el numero de propiedades lingiiisticas. Se ha considerado el uso
de tres propiedades lingiiisticas (bajo, medio y alto), de cinco (muy bajo, bajo,
medio, alto y muy alto) y de siete (muy bajo, bajo, mas o menos bajo, medio,
mas o menos alto, alto y muy alto). De forma andloga a la determinacion del
tipo de funcién de pertenencia, un gen de dos bits es concatenado al cromosoma
para determinar el nimero de propiedades lingiiisticas usadas para describir el

conjunto de datos; la codificacion de los bits es resumida en la tabla [4.5]

Tabla 4.4: Codificacién de bits para determinar el tipo de funcién de pertenencia

Codificacion Funciéon de pertenencia
[0, 0] Triangular
0,1] Trapezoidal
[1,0] Gaussiana
[1,1] Campana

Tabla 4.5: Codificacién de bits para determinar el nimero de propiedades lingiiisticas

Codificacion Nimero de propiedades lingiifsticas
0,0] 3
[0,1] 5
[1,0] 7

Determinacién del grado de traslape

Las funciones de pertenencia son representadas por cuatro parametros (a, b, ¢, d)

y, en este paso, esos parametros son ajustados. Este médulo se encarga de deter-
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minar en qué grado se traslapan los conjuntos difusos tal que el grado de traslape

del conjunto de datos de valores difusos sea minimo.

Los parametros de las funciones son ajustados y se evalia su utilidad de la

siguiente manera:

> i 0 (i, N1 (7))
> i 0 (i, Ny (7))

donde Ni(x;) y Na(x;) son, respectivamente, los vecinos mas cercanos intra-clase e

traslape = (4.1)

inter-clase de x;; 6 es una funcion de distancia que en nuestro caso es la Euclideana.

El ajuste de los parametros requiere de una estrategia de busqueda, la cual
es realizada a través de un algoritmo genético. Se codifica un cromosoma con
16 x n x m bits, donde n es el nimero de atributos relevantes seleccionados y m
es el namero de propiedades lingiiisticas; ademas, cada parametro es representado
por un gen de cuatro bits. Cada posible valor de los cuatro bits representa un valor
de escalamiento de los parametros. En la tabla 4.6/ cada valor del gen esta asociado
a un nimero entre 0.50 y 1.50, los cuales representan el valor de escalamiento (VE)
para incrementar o decrementar apropiadamente los parametros de las funciones

de pertenencia.

Tabla 4.6: Codificaciéon binaria para ajustar los parametros de las funciones de perte-

nencia
Gen VE Gen VE Gen VE Gen VE
[0,0,0,0] 0.50 [0,1,0,0] 0.75 [1,0,0,0] 1.20 [1,1,0,0] 1.40
0,0,0,1] 0.55 [0,1,0,1] 0.80 [1,0,0,1] 125 [1,1,0,1] 1.45
0,0,1,0] 0.60 [0,1,1,0] 0.90 [1,0,1,0] 130 [1,1,1,0] 1.50
0,0,1,1] 0.70 [0,1,1,1] 1.0 [1,0,1,1] 135 [1,1,1,1]  1.00
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La funcion de aptitud para este algoritmo genético es la expresion mostrada

en la ecuacion (4.1)).

Determinacion del modelo de ensamble a la medida

El objetivo es construir un modelo de clasificacién basado en un ensamble de
clasificadores adecuado al conjunto de datos de entrada. Con este método pro-
ponemos determinar los parametros de los modelos individuales que reduzcan el
error en validacion cruzada y saber cudles de estos modelos se habran de conjuntar
en un meta-modelo, es decir, en un ensamble.

La configuracion del clasificador hibrido, asi como sus parametros esta confi-
gurada en un cromosoma. Los clasificadores a usar son: la red neuronal relacional
difusa (FRNN, por sus siglas en inglés), vecinos mas cercanos difusos (FKNN, por
sus siglas en inglés), arbol de decision difuso (FDT, por sus siglas en inglés) y
bosque de decision difuso (FDF, por sus siglas en inglés); descritos en la seccion
2.4 La motivacion principal de escoger estos algoritmos de clasificacion es que
éstos permiten obtener una salida difusa y asi poder conocer el grado con el que
una instancia pertenece a la clase. Es importante hacer notar que cada uno de
estos clasificadores requiere pardmetros propios para su configuracion, los cuales
son distintos en cada caso. Por ejemplo, el FDT requiere que se especifique el
valor de verdad como parametro, mientras que el FDF, ademas del valor de ver-
dad requiere que se especifique el tamano del bosque o nimero de arboles. Con
la intencién de tener una mejor representacion del cromosoma para cada posible
clasificador se propone trabajar con un cromosoma de longitud variable, donde el
tamano del cromosoma esta en funcién de la cantidad de parametros para cada
clasificador, asi como de la cantidad de bits requeridos por cada parametro. De

esta forma, la FRNN tiene un total de 14 bits, FKNN es codificado con 5 bits,
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FDF con 6 bits y FDT con 3 bits.

Debido a que la longitud en bits de algunos individuos es diferente, los indi-
viduos cuya longitud en bits sean iguales son agrupados en una sola poblacion.
Existen entonces diferentes poblaciones en el algoritmo genético, tal que cada
poblacién representa un modelo individual caracterizado por un tipo de algoritmo
de clasificacion. Todas las poblaciones son agrupadas como sub-poblaciones den-
tro del algoritmo genético. En las tablas y se muestra, respectivamente, la
codificacion con dos y tres bits para cada pardmetro de los clasificadores hibridos.
El algoritmo genético es el encargado de determinar los pardmetros adecuados a

cada tipo de clasificador.

Tabla 4.7: Codificacién de dos bits de los parametros de los clasificadores

Codificacién de bits

Parédmetro [0, 0] [0,1] [1,0] [1,1]
FRNN

Producto relacional =~ Max-min Cuadrado  Sub-triangulo Super-triangulo
FKNN

Medida de similitud ~ Manhatan  Euclidiana Chord Correlacion

Con el objetivo de determinar cuéles son los modelos individuales que presen-
tan mayor diversidad y por lo tanto son los mejores candidatos a ser conjuntados
en un ensamble, un segundo algoritmo genético es usado. El segundo algoritmo
genético es ejecutado al finalizar cada generacién del primero y usa los modelos
individuales obtenidos por éste en esa generacion. No obstante, no todos los mo-
delos individuales son considerados por el segundo algoritmo genético, sino so6lo
lo k& mejores modelos, de acuerdo con su valor de aptitud. El cromosoma del se-

gundo algoritmo genético tiene una longitud de k bits, un valor de 1 en el bit ¢
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Tabla 4.8: Codificaciéon de tres bits de los parametros de los clasificadores

Codificacion de bits

Parametro [0,0,0] [0,0,1] [0,1,0] [0,1,1] [1,0,0] [1,0,1] [1,1,0] [1,1,1]
FDT

Valor de verdad 1.00 0.95 0.90 0.85 0.80 0.78 0.75 0.70
FDF

Valor de verdad 1.00 0.95 0.90 0.85 0.80 0.78 0.75 0.70
Arboles 3 5 7 8 9 10 12 15
FRNN

Epocas 2 5 10 15 20 25 30 50
Tasa de aprendizaje 0.10 0.15 0.20 0.25 0.30 0.33 0.40 0.50
Bias 0.10 0.15 0.20 0.25 0.30 0.35 0.40 0.50
Pesos 0.10 0.20 0.30 0.40 0.50 0.60 0.70 0.80
FKNN

Vecinos 1 2 3 4 5 7 8 10

representa la consideracion del i-ésimo modelo en el ensamble; por el contrario, un
valor de 0 significa que dicho modelo no sera considerado. Al terminar el segundo
algoritmo genético se obtiene un conjunto de modelos individuales diversos. Estos
son combinados por promedio simple, promedio pesado y apilado y un conjunto
de pruebas es usado para medir el desempeno del ensamble. Al final se escoge el
ensamble con el menor error sobre el conjunto de pruebas.

Es importante hacer notar que una vez seleccionado un ensamble por el se-
gundo algoritmo genético, el primer algoritmo genético avanza a la siguiente ge-
neracion. Esto tltima provoca que los modelos individuales sean evolucionados,
causando que el desempeno del ensamble sea afectado, pero el segundo algorit-
mo genético no afecta al primero. Por esta razom, al finalizar cada generacion
del primer algoritmo genético, un segundo algoritmo genético es ejecutado para

determinar los modelos a conjuntarse en el ensamble.
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4.1.2. Operaciones genéticas

Los cromosomas que representan la solucién al problema evolucionan en cada
generacion, con el proposito de mejorar las soluciones. El proceso de evoluciéon
asemeja la teoria de la evoluciéon de Darwin, y es realizado por medio de un
conjunto de operaciones genéticas. La seccion explica a detalle este proceso.

Las operaciones genéticas usadas en el método propuesto son la seleccion,

cruza, mutaciéon y elitismo, las cuales son explicadas en detalle a continuacion.

Seleccién

La seleccion se realiza por torneo y pretende escoger dos individuos de la
poblacién para su reproduccion. En la seleccion por torneo se escogen aleatoria-
mente n individuos, donde n es el tamano del torneo, los cuales son sometidos a
un torneo. Para determinar los individuos que se habran de reproducir, el ope-
rador de seleccién por torneo es aplicado dos veces, una vez para cada padre.
El individuo con mejor valor de aptitud, en cada caso, es elegido. Una vez se-
leccionados los individuos se calcula la distancia de Hamming entre éstos y, si la
distancia de Hamming es mayor o igual que un umbral 5 entonces ambos padres
son seleccionados; de lo contrario, uno de los padres es conservado, mientras que
el operador de seleccion por torneo es aplicado nuevamente para el segundo padre.
Lo anterior es con la finalidad de mantener la diversidad en la poblacién y evitar

una convergencia prematura.

Reproduccién

La reproduccion es realizada a través de las operaciones de cruza y mutacion.

Ademas, durante el proceso de reproduccion cada individuo generado es compara-
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do con los existentes en la poblacion y, si los valores binarios de dicho individuo
corresponden a los valores binarios de otro individuo existente en la poblacién,
éste es eliminado y un nuevo proceso de reproduccion es realizado.

En la cruza, la informacion genética de los padres previamente seleccionados
es combinada para crear nuevos individuos hijos que contendran la informaciéon
de los padres. La cruza es realizada usando el esquema de recombinacion uniforme
media, en el cual los bits diferentes de cada padre son seleccionados y la mitad de
éstos son intercambiados. En la figura se muestra un ejemplo de este proceso,
los bits distintos en cada padre son representados por celdas sombreadas, debajo
de cada celda se indican los bits que se intercambiardn por medio de un circulo;
las celdas sombreadas en los hijos representan los bits intercambiados por ambos

padres.

Cruza
Padre 1 Hijo 1

(0 0 A A O A 7 O O

Padre 2 Hijo 2
Mutacion con p,, = 0.02
Hijo 1 Hijo mutado
[0 T o oo T ] — [0 [0 o [0 [T o]
Joo7| lom2fo.01]o0.83]

Figura 4.2: Proceso de cruza y mutacién.

La cruza puede ser intrapoblacion o interpoblacion, dependiendo de los padres
seleccionados. En la cruza interpoblacion el material genético de padres que repre-

sentan diferentes clasificadores es intercambiado. En este tipo de cruza, se deter-
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minan los bits que son diferentes de los primeros [ bits, donde [ es el tamano del
individuo de menor longitud, y luego se cruzan siguiendo el esquema de recom-
binacién uniforme. Ademas de los hijos creados, un tercer individuo es creado,
el cual es la combinacién, por promedio simple, de los modelos de clasificacion
representados por los padres en un ensamble. De los tres individuos creados se

seleccionan los dos con mejor valor de aptitud.

Por otro lado, la mutacién es uniforme y pretende anadir material genético
nuevo a los individuos. La mutacién sigue la idea del esquema de recombinaciéon
uniforme; con la diferencia que en este paso los bits que son idénticos son selec-
cionados. Posteriormente, un vector con nimeros aleatorios entre 0 y 1 es gene-
rado. Se intercambia el valor de los bits en las posiciones cuyo valor aleatorio sea
menor o igual que la probabilidad de mutacién p,,, la cual es proporcionada por el
usuario. La figura muestra un ejemplo de mutacién con p,, = 0.02; las celdas
sombreadas representan los bits idénticos en cada padre y debajo de cada una de
éstas se muestra su probabilidad de mutaciéon asociada; la celda sombreada del

hijo mutado muestra el valor del bit mutado.

Elitismo

Para preservar las mejores soluciones encontradas, se usa el operador de elitismo.
El elitismo pretende conservar las mejores soluciones en cada generacion, este
operador selecciona los n mejores individuos de cada generacion y los copia a la

siguiente generacion sin someterlos a operaciones de cruza y mutacion.
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4.1.3. Prevencion de la extinciéon

El algoritmo genético propuesto para la seleccion de modelo difuso trabaja
con diferentes sub-poblaciones, cada una de diferente longitud, la longitud de
cada sub-poblacion depende de la cantidad de parametros requeridos por cada
modelo individual. Sin embargo, durante el proceso de reproducciéon y evoluciéon
de los individuos es posible que una determinada sub-poblacién sea favorecida
con respecto a las demas, es decir, los individuos de esa sub-poblaciéon pueden ir
creciendo durante las generaciones en tanto los individuos de otras sub-poblaciones
pueden ir decreciendo.

Para evitar que una sub-poblaciéon se extinga durante el transcurso de las ge-
neraciones, el tamano de cada sub-poblaciéon es determinado previamente. Si el
tamano de una sub-poblacién decrece por debajo de un umbral «, los individuos
sobrevivientes de dicha sub-poblacién son copiados, mutados y posteriormente
reinsertados en la sub-poblacion correspondiente. Ademas, como es deseable man-
tener el tamano de la poblacién total constante, los individuos menos aptos de las
sub-poblaciones mas grandes son eliminados.

Aunque la estrategia seguida para evitar la extinciéon de una sub-poblacion
contradice la idea del elitismo y la supervivencia del méas apto, ésta es adoptada
con el proposito de mantener la diversidad en los modelos individuales para su

consideracion en un ensamble.

4.1.4. Funcién de aptitud

La funcién de aptitud es un componente importante del algoritmo genético
porque permite saber que tan buenas son las soluciones representadas por el cro-

maosoma.
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En este trabajo se ha planteado el uso de dos funciones de aptitud: la primera
evalia el desempeno de cada modelo individual; la segunda, evalia la diversidad
de los modelos individuales seleccionados para el ensamble. Es importante men-
cionar que aun cuando se utilizan dos funciones de aptitud, esta estrategia no esta
planteada como un problema de optimizaciéon multi-objetivo, sino que se aborda
como dos algoritmos genéticos mono-objetivos.

El desempeno de los modelos individuales es evaluado usando la tasa de error

medio de clasificacion por clase (TEM), expresada por:

1
TEM = - > e (4.2)

i=1
donde e; es la tasa de error cometido por la i-ésima clase y [ es el nimero de clases
disponibles en el conjunto de datos.

El objetivo es minimizar el error medio de clasificacion. La funcién de aptitud
es definida como el porcentaje de TEM calculado sobre la validacion cruzada con
dos particioneﬂ Esta funcion de aptitud resulta ttil para estimar el error de un
modelo, y al considerar el error por clase permite hacer una buena estimacion del
error en conjuntos de datos no balanceados.

Para el segundo caso, la evaluacion de la diversidad de los modelos individuales
se realiza usando una medida de entropia. Esta métrica mide el grado de diversidad

de L clasificadores sobre un conjunto de datos con N ejemplos y se expresa como:

N I L
1 Z 1
' N j=1 L— LL/QJ -1 e {;%7 i=1 v } ( )

donde y;; vale 1 si el i-ésimo clasificador predice correctamente el j-ésimo ejemplo,

1Se usa dos particiones con la finalidad de disminuir el costo computacional en la evaluaciéon

de los modelos
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de lo contrario vale 0.

En este segundo caso se desea maximizar la diversidad entre los diferentes
clasificadores; una mayor diversidad de los clasificadores implica que éstos come-
ten errores diferentes. La funcion de aptitud del segundo genético se define como
la media del grado de diversidad de los diferentes pares de clasificadores a con-

juntarse.

4.2. Modelo jerarquico

En este trabajo de tesis también se propone la construccion de una jerarquia
para la clasificacion de tipos y sub-tipos de leucemia aguda. La figura muestra

la jerarquia propuesta.

[ LLA vs LMA |

Tipo LLA
LLA p ’
.—>| LilvsL2 |—> grados de
pertenencia a Ls
LMA
| M2vsMs |
LMA
| M3vsMs
LMA

.—>| M5vsMs

I\ Tipo LMA,
grados de perte-
A | M2vsM3 |/ nencia a Ms
LMA
[ M2vsMs |
LMA
&—— |  M3vwsM5 |

Figura 4.3: Jerarquia propuesta para la clasificacién de leucemia aguda
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Debido a que las clasificaciones son difusas, es posible conocer en qué grado
pertenece cada ejemplo de leucemia a alguno de los dos tipos. La informacion de
los grados de pertenencia es usada por la jerarquia para determinar el camino a
seguir.

Para el caso de LLA, existe un clasificador binario para diferenciar L1 de L2;
al final se muestran los grados de pertenencia a cada uno de los subtipos. En el
caso de LMA, existen clasificadores binarios uno contra todos, cada uno realiza
la clasificacion y sus predicciones son combinadas, el resultado es el grado de
pertenencia a cada uno de los subtipos de LMA.

Sea P la instancia a ser clasificada y gp.(P) el grado de pertenencia de la

instancia P a la clase x, el proceso de clasificacion de P es como sigue:

» Sigprra(P) < gprma(P) entonces tipo = LMA
De lo contrario, si gprra(P) > gprya(P) entonces tipo = LLA
De lo contrario, tipo — indeterminado
= Si tipo = LLA entonces clasificar P usando L1vsL2 y regresar los grados de
pertenencia de P a cada subtipo de LLA.
= Si tipo = LMA entonces clasificar P usando M2vsMs, M3vsMs y M5vsMs

Si gpar2(P) =~ gpus(P) entonces clasificar P usando M2vsM3 y regresar
los grados de pertenencia de P a cada subtipo de LMA.

De lo contrario, si gpaa(P) ~ gpus(P) entonces clasificar P usando

M2vsMb y regresar los grados de pertenencia de P a cada subtipo de LMA.

De lo contrario, si gpys(P) =~ gpas(P) entonces clasificar P usando

M3vsMb5 y regresar los grados de pertenencia de P a cada subtipo de LMA.
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De lo contrario, regresar los grados de pertenencia de P a cada subtipo

a cada subtipo de LMA.

Este proceso es mostrado en la figura [4.4

LLA vs LMA

(M2 vs M3 y M5) (M3 vs M2y M5) (M5 vs M2y M3)

M2 vs M3 \Y;

Figura 4.4: Diagrama de la jerarquia para el ejemplo de clasificacién de leucemia aguda

s M5

4.3. Discusion

En este capitulo se describi6é la arquitectura del modelo desarrollado en la
presente tesis. El método propuesto utiliza los algoritmos genéticos para la tarea
de seleccionar una combinacién de métodos que reduzcan el error en validacion
cruzada en una base de datos dada. Debido al proceso de biisqueda realizada por
el algoritmo de optimizacion, el método es 1til en bases de datos de diferentes
dominios; sin embargo, la carga computacional requerida por los dos algoritmos

genéticos es alta.
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Por otro lado, se propone el uso de logica difusa, lo cual nos permite conocer
el grado con el cual una instancia pertenece a una clase. De esta forma, en proble-
mas con clases traslapadas, es posible conocer qué tanta informacion tiene dicha
instancia con respecto a cada una de las clases.

También, se considera el uso de un ensamble de clasificadores, determinando
el conjunto de clasificadores que van a ser combinados. Esto tltimo es realizado

mediante una medida de diversidad entre los diferentes modelos.






Capitulo 5

Experimentos y Resultados

En este capitulo se presentan los experimentos y resultados obtenidos con el
método propuesto. En la seccion se describen los experimentos; en la seccion
(.2 se explican a detalle los experimentos realizados sobre la base de datos de
leucemia aguda y los resultados alcanzados; en la secciéon se comparan los re-
sultados obtenidos en la clasificacién de leucemia aguda con los reportados en otros
trabajos. Posteriormente, en la seccion se presentan los resultados obtenidos
sobre algunas bases de datos del repositorio UCI [5I]. Finalmente, en la seccion

[5.5] se hace una discusion de los resultados obtenidos.

5.1. Descripcion de los Experimentos

Se realizaron diversos experimentos para probar el método propuesto en el pre-
sente trabajo de investigacion. Se experiment6 usando la base de datos de leucemia
construida por el Instituto Mexicano del Seguro Social (IMSS) en cooperacion con

INAOEE], asi como con algunas bases de datos disponibles en el repositorio del UCI

Ver descripcién detallada de la base de datos en el apéndice

83
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[51]. La evaluacion de los experimentos se realizo usando validacion cruzada con
10 particiones. Se consideraron las siguientes métricas: exactitud, tasa de ver-
daderos positivos (TVP), tasa de verdaderos negativos (TVN) y el area bajo la
curva ROC, explicadas en la seccion [2.7]

5.2. Clasificacion de células de leucemia

En esta seccion se presentan los resultados de los diversos experimentos reali-
zados con la base de datos de leucemia aguda. La base de datos de leucemia aguda

usada se describe en el apéndice [Al

5.2.1. Experimentos realizados

Los experimentos ejecutados sobre la base de datos de leucemia aguda fueron
tanto de clasificacion binaria como de problema multiclase. En el caso de clasifi-
cacion binaria se agruparon distintos conjuntos de datos por tipo y subtipo; en
la clasificacion multiclase, se agruparon por subtipos. A continuacion se muestran

los siete diferentes grupos de datos usados.

= Grupos de datos para clasificacion binaria:

e LLA contra LMA e M3 contra M2 y M5

e L1 contra L2 e M5 contra M2 y M3
e M2 contra M3 y M5

= Grupos de datos para clasificaciéon multiclase:

e M2 contra M3 contra M5
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e L1 contra L2 contra M2 contra M3 contra M5

En total se tienen siete diferentes grupos de datos; para cada uno de éstos se
tienen seis conjuntos de datos con caracteristicas diferentes (forméndose asi un
total de cuarenta y dos conjuntos de datos). El proceso de extraccion de caracte-
risticas fue realizado por Reta [45]. Los seis conjuntos se encuentran formados de

la siguiente manera:
» Caracteristicas extraidas de la region de la célula completa (C):

e Morfologicas, estadisticas y de textura (A).
e Componentes principales (B).

e Morfologicas, estadisticas, de textura y componentes principales (C).
» Caracteristicas extraidas de las regiones de niicleo y citoplasma (N&Ci):

e Morfologicas, estadisticas y de textura (A).
e Componentes principales (B).

e Morfologicas, estadisticas, de textura y componentes principales (C).

Con base en lo anterior, se cuenta con un total de 42 conjuntos de datos de
leucemia aguda, los cuales son probados con el método propuesto. Para cada uno
de los 42 conjuntos de datos se encuentra un modelo individual y un conjunto de
modelos con ensamble que se adecuan a cada conjunto de datos.

Todos los experimentos fueron realizados usando los siguientes parametros: 24
individuos por generacion (inicialmente 6 individuos por sub-poblacion), el valor
B es fijado en 4, « en 3, las poblaciones evolucionaron durante 50 generaciones, la

probabilidad de cruza es de 0.8 y la de mutacién de 0.05.
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Los modelos obtenidos con el método propuesto son usados en la jerarquia
propuesta, lo que permite aprovechar la relacion que existen entre los tipos y

subtipos de leucemia aguda.

5.2.2. Resultados

A continuacién se presentan los resultados obtenidos para cada experimento. El
método de evaluacion usado es validacion cruzada con 10 particiones; las métricas
usadas son la exactitud y el area bajo la curva ROC. Ademas, en los problemas
de clasificacion binaria se considera la tasa de verdaderos positivos (TVP) y la
tasa de verdaderos negativos (T'VN). Estos resultados son reportados para cada
region (célula o nicleo y citoplasma), para cada uno de los diferentes grupos de

caracteristicas extraidas (A, B o C).

Seleccion de modelo individual

En la tabla se muestran los resultados de las clasificaciones binarias, con
modelo individual, para las bases de datos de leucemia aguda; la tabla[5.2] muestra
los resultados obtenidos para las clasificaciones multiclase con modelo individual.

A partir de los datos presentados en las tablas y se observa que, en la
clasificacion de leucemia aguda, los mejores resultados se obtienen al considerar las
caracteristicas morfologicas, estadisticas y de textura de las regiones del ntcleo y
citoplasma. Por el contrario, los peores resultados son obtenidos con caracteristicas

de componentes principales.
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Tabla 5.1: Resultados de clasificaciéon binaria con modelo individual para cada expe-
rimento. Los resultados son el promedio y la desviacion estdndar de los re-

sultados obtenidos usando validacién cruzada con 10 particiones para cada

métrica.

Conjunto de datos

No. Regién Caracteristicas Exactitud TVP TVN ROC
ALL vs AML
1 Célula A 88.78 £8.26  89.88+4.95 86.75+12.57 93.90 + 3.96
2 B 76.62 £19.33 78314+13.12 74.154+26.88 83.06 & 13.09
3 C 88.78 £12.11 84.75+17.39 92.31 +14.37 91.68 + 9.43
4 N&Ci A 90.52 £13.20 92.31 £20.78 88.47+12.29 95.38 £10.69
) B 78.994+9.93 77.97+12.95 79.89+16.14 83.27 £6.52
6 C 93.52 +4.59 91.52 £+ 6.86 95.27 £ 6.53 96.13 4+ 3.04
LivsL2
7 Célula A 87.36 £+ 3.87 82.45 £ 8.79 91.26 £ 8.86 91.89 £ 2.58
8 B 75.20£5.65 65.73+9.21 82.36+5.71  76.69+ 3.99
9 C 84.84 £9.63 84.27+15.05 85.27+13.05 88.34+6.84
10 N&Ci A 86.89 +6.27  85.27 £ 11.76 87.97£10.08 91.92 £4.02
11 B 79.30 £ 3.23 80.36 £ 7.96 78.52 £5.45 81.51 £ 2.17
12 C 87.00£ 755 85.27+846 88.35+£9.22 91.03+5.06
M2vsM3M5
13 Célula A 92.41 £ 7.33 92.67£6.93 92.18 +£10.11  96.22 + 4.60
14 B 73.80 £5.08 71.224+10.98 76.00+ 17.29 78.89 +4.04
15 C 90.43£9.52  90.44+9.42 90.36 +13.73  92.46 + 7.93
16 N&Ci A 89.90 +4.73 88.224+10.39 91.36 +7.07  92.50 £ 2.65
17 B 74.50 £11.87 69.00 +£16.61 79.824+18.61 79.37 +8.71
18 C 91.56 +£7.65 88.67+9.92 94.27+6.54  94.83 +4.81
M3vsM2M5
19  Célula A 93.474+2.29 85.00£14.14 96.00 £ 3.44 96.66 £ 3.23
20 B 81.38+£4.39 51.00£19.83 90.71+4.69  70.79 +8.93
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Tabla 5.1: Resultados de clasificacién binaria con modelo individual para cada expe-
rimento. Los resultados son el promedio y la desviacion estandar de los re-
sultados obtenidos usando validacién cruzada con 10 particiones para cada

meétrica (continuacion).

Conjunto de datos

No. Regiéon Caracteristicas Exactitud TVP TVN ROC

21 C 90.02 £8.89  78.00 £20.30 94.00 £ 10.33 89.03 £ 8.77
22 N&Ci A 94.424+3.03 85.50+£15.54 97.33+£3.44 91.424+7.15
23 B 80.83 £+ 8.40 46.50 4+ 5.30 92.00 £9.85  74.46 +15.22
24 C 87.63+12.16 68.50+6.26 93.33+6.29  91.90 £6.35

MbvsM2M3

25  Célula A 92.414+£6.89 91.00 £ 13.43 93.00 & 7.98 95.40 4+ 5.41
26 B 7118 £5.87 44.33+11.34 81.67+6.71 66.02 +4.73
27 C 93.47+£590 93.33£12.77 93.67£6.13  93.50+7.38
28  N&Ci A 94.37 £4.43 89.00£13.43 96.43+£5.05  96.71 + 3.86
29 B 72.84+£9.63 54.33+7.98 80.29+21.08 70.60+ 10.26
30 C 92.41+2.68 90.67 +13.68  92.95 + 3.37 95.52 £ 3.26

Tabla 5.2: Resultados de clasificacién multiclase con modelo individual para cada ex-

perimento. Los resultados son el promedio y la desviacién estandar de los

resultados obtenidos usando validacién cruzada con 10 particiones para cada

métrica.
Conjunto de datos
No. Regiéon Caracteristicas Exactitud ROC
M2vsM3vsMb
31 Célula A 81.82£12.85 96.09 £ 8.32
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Tabla 5.2: Resultados de clasificacién multiclase con modelo individual para cada ex-
perimento. Los resultados son el promedio v la desviacién estandar de los
resultados obtenidos usando validacion cruzada con 10 particiones para cada

meétrica (continuacion).

Conjunto de datos

No. Regiéon Caracteristicas Exactitud ROC

32 B 67.68 £18.49 71.90 +17.22
33 C 82.32+4.16 90.92 £ 13.38
34 N&Ci A 81.31 £10.02 93.54 +17.34
35 B 69.19+£7.59 7481+ 7.51
36 C 86.87 £8.51  93.23+8.38

L1vsL2vsM2vsM3vsMb5

37 Célula A 75.40+£8.50  85.04 £ 5.76
38 B 60.92 £12.28  73.10 £ 8.65
39 C 69.20 + 15.18  85.05 £ 8.99
40 N&Ci A 72.87+£10.64 80.47 £ 7.34
41 B 61.38+14.98 76.48 £8.34
42 C 68.51 +10.98 83.50 &+ 10.10

Seleccion de modelo con ensamble

En la tabla [0.3] se muestran los resultados obtenidos en clasificaciones bina-
rias y en la para las clasificaciones multiclase con ensamble. De estas tablas
es importante observar que los resultados obtenidos con el modelo con ensam-
ble muestran una reducciéon en la desviacién estandar en comparacion con los

obtenidos por los modelos individuales. En promedio, la desviaciéon estandar es
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reducida en un 6.12 % considerando la exactitud y 2.98 % en el area bajo la curva

ROC.

Tabla 5.3: Resultados de clasificacion binaria con ensamble para cada experimento.
Los resultados son el promedio y la desviacién estandar de los resultados

obtenidos usando validacién cruzada con 10 particiones para cada métrica.

Conjunto de datos

No. Regién Caracteristicas  Exactitud TVP TVN ROC
ALL vs AML
1 Célula A 89.10£0.94 82.72+1.31 94.67+1.20 95.124+5.35
2 B 76.30 £1.18 78.31+1.48 74.55+1.36 83.66+4.47
3 C 86.41£1.16 81.36+1.42 90.83+1.63 92.44+4.74
4 N&Ci A 93.83£0.59 92.884+0.18 94.67+1.20 95.23 £5.13
5 B 78.99£1.19 77.97+1.20 79.88+1.87 81.20+4.71
6 C 95.58+0.85 93.224+1.03 97.63+1.24 95.01 £4.78
L1vsL2
7 Célula A 84.39 £3.02 81.37+3.13 86.67+6.30 92.46£4.18
8 B 81.01 £2.08 72.55+£4.08 87.41+3.37 82.224+5.03
9 C 90.72+3.63 85.294+4.93 94.82+4.85 93.55+6.20
10 N&Ci A 89.45+2.02 84.31+£490 93.33+5.29 94.46+4.15
11 B 82.70 £2.12 80.394+0.77 84.44+3.88 87.43+5.44
12 C 90.30 £2.60 88.24 +£3.45 91.85+4.02 92.99+5.07
M2vsM3M5
13 Célula A 89.80+4.49 90.53+3.36 89.32+6.66 96.32+2.33
14 B 80.30+3.55 72.63+4.42 87.38+3.95 82.51£5.56
15 C 90.40 £2.78 88.42+3.02 92.23+4.09 95.73 +2.95
16 N&Ci A 87.87+£5.41 84.21+4.68 91.26+6.78 95.70+2.54
17 B 78.95+2.64 69.00+1.17 70.87+5.56 82.89+5.21
18 C 03.93+2.93 90.53+3.36 97.09+4.39 9428 +£4.43

M3vsM2M5
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Tabla 5.3: Resultados de clasificacion binaria con ensamble para cada experimento.
Los resultados son el promedio y la desviacién estandar de los resultados
obtenidos usando validacién cruzada con 10 particiones para cada métrica

(continuacion).

Conjunto de datos

No. Regiéon Caracteristicas  Exactitud TVP TVN ROC

19 Célula A 93.94 +£2.40 85.11+£242 96.69+3.16 96.93 +4.70
20 80.81 £3.99 51.06+6.26 90.06+3.43 76.02+4.87
21 C 85.356£2.23 63.83+£7.53 87424210 95.61=+5.19
22 N&Ci A 90.40 £3.47 85.50+7.25 98.67 £2.72 96.66 + 4.38
23 B 85.86 £2.25 51.06+7.98 96.68£3.47 79.37+4.20
24 C 93.43+2.40 78.72+2.42 98.01+£3.16 94.32+£4.70

M5vsM2M3

25  Célula A 92.424+4.09 87.504+8.34 94.37+4.31 97.66 &+ 3.80
26 B 71.21+£1.89 44.64+6.30 81.694+3.49 76.01 £5.02
27 C 87.37+£3.10 80.35+5.08 90.14+4.55 95.03 + 3.67
28 N&Ci A 94.944+3.96 89.29+8.61 97.18+£3.57 97.55+3.43
29 B 78.28 £1.83 62.50+5.45 84.504+2.41 83.22+£3.97
30 C 91.91£2.55 8243+£1.72 95.77+3.61 93.45+5.84

Tabla 5.4: Resultados de clasificacién multiclase con ensamble para cada experimen-
to. Los resultados son el promedio y desviacién estdndar de los resultados

obtenidos usando validacién cruzada con 10 particiones para cada métrica.

Conjunto de datos

Nuamero Region Caracteristicas  Exactitud ROC

M2vsM3vsM5
31 Célula A

82.83£2.30 96.97 +2.64
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Tabla 5.4: Resultados de clasificaciéon multiclase con ensamble para cada experimen-
to. Los resultados son el promedio y desviacién estandar de los resultados
obtenidos usando validaciéon cruzada con 10 particiones para cada métrica

(continuacion).

Conjunto de datos

Numero Regién Caracteristicas  Exactitud ROC

32 B 67.68 £2.72 78.18 £4.45
33 C 85.35+2.66 93.98 +2.51
34 N&Ci A 86.87 +2.49 96.64 + 2.67
35 B 72.76 £2.70 81.83 £3.56
36 C 86.87 £4.35 95.43 +£3.41

L1vsL2vsM2vsM3vsMb5

37 Célula A 74.25 £0.99 95.84 +£2.61
38 B 65.98+1.29 79.19+6.67
39 C 79.31 £0.98 94.21 +4.17
40 N&Ci A 76.32 £1.04 96.09 £ 4.56
41 B 68.97 +1.09 83.224+7.79
42 C 77.01+1.52 93.61£3.70

Modelos seleccionados

En la tabla [5.5] se describen los mejores modelos individuales —conformados
por un método de seleccion de atributos (MSA), un tipo de funcion de perte-
nencia difusa (TFP), namero de propiedades lingiiisticas (NPL) y un método de
clasificacion (MC)— para cada uno de los conjuntos de datos. Asimismo, el método

de combinacion (ME) de los maltiples modelos individuales es especificado para
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cada uno de los conjuntos de datos.

Tabla 5.5: Modelo de clasificaciéon y método de combinacién resultantes del proceso

evolutivo para cada base de datos

Namero MSA TFP NPL  MC ME

1 Ganancia de Informacion ~ Gaussiana, 7 FDT  Voto pesado
2 Basado en Correlacion Campana 5 FRNN Apilado

3 ReliefF Triangular 5) FKNN  Voto simple
4 ReliefF Trapezoidal 3 FKNN Voto pesado
5 X2 Gaussiana, 5 FDT  Voto simple
6 ReliefF Triangular 3 FKNN  Voto pesado
7 Basado en Correlacion Campana 5 FDF  Voto simple
8 ReliefF Gaussiana 7 FDT  Voto pesado
9 Basado en Correlacion Trapezoide 5) FKNN  Voto pesado
10 ReliefF Campana 7 FDF  Voto simple
11 Basado en Correlacion Gaussiana, 5 FRNN Apilado

12 X2 Gaussiana ) FDF  Voto pesado
13 Basado en Correlacion Trapezoide 3 FKNN  Voto simple
14 Ganancia de Informacion ~ Gaussiana, 7 FDT Apilado

15 Basado en Correlacion Trapezoide 5) FKNN  Voto pesado
16 RelieF Campana 7 FDF  Voto simple
17 Ganancia de Informaciéon  Gaussiana 3 FDT  Voto simple
18 X2 Gaussiana 5) FDF  Voto pesado
19 Ganancia de Informacién  Gaussiana 3 FDT  Voto simple
20 Ganancia de Informacion  Gaussiana, 7 FRNN  Voto pesado
21 ReliefF Triangular ) FKNN  Voto pesado
22 Basado en Correlacion Campana 3 FDF  Voto pesado
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Tabla 5.5: Modelo de clasificaciéon y método de combinacién resultantes del proceso

evolutivo para cada base de datos (continuacion).

Nuamero MSA TFP NPL  MC ME

23 Ganancia de Informaciéon ~ Campana 7 FDT  Voto simple
24 Ganancia de Informacion ~ Gaussiana, 5 FDF  Voto pesado
25 ReliefF Triangular 3 FKNN Voto pesado
26 Ganancia de Informaciéon  Gaussiana 7 FDT Apilado

27 ReliefF Campana ) FDF  Voto pesado
28 X2 Gaussiana 5 FDF  Voto pesado
29 Ganancia de Informaciéon  Gaussiana 7 FDF  Voto pesado
30 Basado en Correlacion Campana 3 FDF  Voto pesado
31 ReliefF Triangular 5 FDF  Voto simple
32 X2 Campana 5) FDF  Voto pesado
33 Basado en Correlacion Trapezoide ) FKNN  Voto pesado
34 x? Gaussiana 5 FDF  Voto simple
35 ReliefF Campana 7 FDF  Voto simple
36 Basado en Correlacion Gaussiana 7 FDF  Voto pesado
37 ReliefF Gaussiana 7 FDF  Voto simple
38 Ganancia de Informaciéon ~ Campana 3 FDF  Voto simple
39 ReliefF Triangular 3 FKNN  Voto pesado
40 Ganancia de Informaciéon  Gaussiana 7 FDF  Voto simple
41 Basado en Correlacion Campana, 3 FDF Apilado

42 Basado en Correlacion Gaussiana 5) FDT  Voto pesado
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Funciones de pertenencia

Las funciones de pertenencia de cada caracteristica también son ajustadas
al problema. En la figura se muestran algunos ejemplos de funciones de
pertenencia resultantes (derecha) para algunas caracteristicas de la base de datos
de leucemia aguda, después de haber iniciado con funciones uniformemente dis-

tribuidas (izquierda). Debido a la cantidad de caracteristicas no se incluyen todas.

Clasificacién jerarquica

La tabla muestra los resultados obtenidos aplicando la jerarquia para la
clasificacion, descrita en la seccion [1.2] Es importante hacer notar que, debido a la
complejidad del método, en la clasificacion jerarquica no se usé validacion cruzada
con 10 particiones como método de evaluacion. En este caso se seleccionaron
aleatoriamente 63 ejemplos del conjunto de datos para prueba, y el resto fueron
usados como ejemplos de entrenamiento. En la jerarquia soélo se consideraron los
modelos obtenidos utilizando las caracteristicas morfologicas, estadisticas y de
textura tanto del nicleo como del citoplasma ya que, en promedio, son con las

que mejor resultados se obtuvieron.

De la tabla [5.6| se puede observar que al clasificar por tipos, donde el error es
menor, se reduce el grado de confusién en los subtipos. Con el uso de la jerarquia

se alcanza, en promedio, 93.02 % de clasificacién correcta.
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Figura 5.1: Funciones de pertenencia para la caracteristica perimetro del nucleo. La
primera columna representa las funciones de pertenencia iniciales, las cuales
son uniformemente distribuidas; en la segunda columna, las funciones de
pertenencia resultantes. En @ se muestran las funciones de pertenencia
para la base de datos LLA contra LMA. En @ de la base de datos L1
contra L2. En para la base de datos de M3 contra M2 y M5
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Tabla 5.6: Resultados de las clasificaciones del conjunto de pruebas usando la jerarquia

Clase  No. Ejemplos % Correctos

Tipos 63 96.93 %
LLA 31 93.55%
LMA 32 100 %
Subtipos 43 93.02%
L1 12 91.67%
L2 13 92.31 %
M2 9 88.89 %
M3 4 100 %
M5 5) 100 %

5.3. Comparacién con otros trabajos

El desempeno del trabajo propuesto se compar6 con los reportados en otros
trabajos para el caso de leucemia aguda. Las mismas bases de datos son usadas y
la métrica utilizada para la comparacion es el area bajo la curva ROC, la cual es
usada en los trabajos previos. En la tabla se muestran los mejores resultados
reportados en los trabajos de Reta [45] v Escalante [15] y los obtenidos con el
método propuesto, usando ensambles, en los problemas de clasificacion binaria y
multiclase.

A fin de probar la validez estadistica de estos experimentos, en la tabla [5.8] se
presentan los resultados de la pruebas de signos de Wilcoxon [54]. Esta tabla com-
para los resultados obtenidos con el método propuesto usando ensambles contra

los resultados reportandos por Reta [45] y Escalante [15] y los obtenidos con el
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Tabla 5.7: Tabla comparativa de los mejores resultados reportados en trabajos previos

v los obtenidos con la propuesta

Conjunto de datos

Region Caracteristicas Reta [45] Escalante [15] Método propuesto

LLAvsLMA

N&Ci C 92.17 96.66 95.01
L1lvsL2

N&Ci A 90.69 94.10 94.46
M2vsM3Mb

N&Ci A 95.90 95.70 95.70
M3vsM2M5

N&Ci C 89.85 93.24 94.32
Mb5vsM2M3

N&Ci A 95.52 97.68 97.55
M2vsM3vsMb

N&Ci C 92.80 93.94 95.43
L1vsL2vsM2vsM3vsMd

N&Ci C 92.33 94.21 93.61

método sin usar ensambles. Tt representan la suma de los 6rdenes cuya diferencia
es positiva, T~ es la suma de los 6rdenes cuya diferencia es negativa y T es el
minimo de T y T . La hipotesis nula, Hy, es rechazada si T es menor que 111,
el cual es un valor determinado por el nivel de significancia, «, que en este caso es
de 0.001. Si la hipotesis nula es rechazada, implica que la diferencia entre los dos
métodos es significativa. La prueba de signos de Wilcoxon es explicada a detalle

en el apéndice La tabla completa de comparacion para cada base de datos,
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asi como las pruebas de significacion estadistica se presentan en el apéndice

Tabla 5.8: Prueba de signos de Wilcoxon para comparar los resultados obtenidos con los
ensambles del método propuesto contra los reportados en trabajos previos

v los obtenidos con el modelo individual

H, T T T  Hipdtesis (o = 0.001)
Retal45] 576 19 19 Se rechaza la hipotesis nula

PSMS Escalante [15] 542 53 53 Se rechaza la hipétesis nula
EPSMS Escalante [15] 343.3 250.3 250.3 No se rechaza la hipostesis nula
Propuesta Individual 044 o1 51  Se rechaza la hipotesis nula

5.4. Bases de datos del repositorio UCI

Con el objetivo de sensar experimentalmente la generalidad del método pro-
puesto, éste se probd sobre algunos conjuntos de datos disponibles en el repositorio

UCI |51]. Las bases de datos utilizadas fueron:

» Céncer de mama de Wisconsin. Esta base de datos cuenta con 569 ejemplos
y dos clases, (212 ejemplos para la clase positiva y 357 ejemplos para la clase
negativa). Cada ejemplo es decrito por un vector con 31 atributos mas un

atributo de clase.

» Transfusion de sangre. La base de datos esta formada por 748 ejemplos
descrito por 4 atributos y dos clases, de los cuales 178 son de la clase positiva

y 570 de la negativa.

= Jonosfera. Es un conjunto de datos compuesto por 351 ejemplos y descrito
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por 34 atributos, mas un atributo de clase. Este es un problema de clasifi-

cacion binaria.

= Iris. Esta es una base de datos compuesta por 150 ejemplos y tres clases,

50 ejemplos por clase. Los ejemplos son descritos por 4 atributos mas un

atributo de clase para identificar entre los tres tipos de iris: setosa, versicolor,

virginica.

= Vinos. Es una base de datos compuesta por 178 ejemplos y tres clases. Cada

ejemplo es descrito por 13 atributos, obtenidos de un analisis quimico.

En la tabla [£.9] se muestran los resultados en clasificaciéon obtenidos con el

método propuesto y con otros métodos como son el C'4.5, Naive Bayes (NB) y El

de k vecinos mas cercanos (k-NN). El método de evaluacion es validacion cruzada

con 10 particiones; las métricas utilizadas son la exactitud y el area bajo la curva

ROC.

Tabla 5.9: Resultados de clasificaciones sobre las bases de datos del UCI. Se reporta el

promedio sobre validacién cruzada con 10 particiones

Conjunto de datos Exactitud ROC

Propuesta C4.5 NB k-NN Propuesta C4.5 NB  k-NN
Céncer de mama 96.86 92.97 96.13 92.68 98.89 92.30 95.60 97.60
Transfusion de sangre 76.74 77.81 69.11 75.40 68.71 70.00 58.60 70.00
Tonosfera 93.71 91.45 86.32 82.62 97.72 89.20 82.50 93.50
Iris 97.33 96.00 95.33 96.00 100 96.80 96.60 99.40
Vinos 98.19 93.26 93.26 94.99 100 95.20 95.10 99.60
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5.5. Discusion

El método propuesto permite seleccionar de forma automatica un modelo de
clasificacion adecuado a una base de datos. Con base en los resultados obtenidos
es posible observar que, en la mayoria de los casos, éstos son mejorados, con
respecto a lo reportado en otros trabajos. Esto es importante ya que permite
obtener clasificaciones méas precisas del tipo y subtipo de leucemia aguda y en
otras bases de datos.

En Reta [45] se afirm6 que el considerar caracteristicas combinadas del nicleo
y citoplasma brinda mejores resultados en clasificacion que considerar inicamente
caracteristicas obtenidas de la célula. Sin embargo, de acuerdo con los resultados
presentados en las tablas [b.1] a la se observa que existen casos para los cuales
al considerar caracteristicas de la célula se obtuvieron mejores resultados. Puede
observarse que los resultados obtenidos usando las caracteristicas de la célula como
del ntcleo y citoplasma son consistentes.

Asimismo, del método propuesto es importante destacar dos aspectos: el pri-
mero, la relevancia de la determinacion de los pardmetros adecuados a un modelo
de clasificacion, ya que estos parametros determinan la calidad del desempeno del
modelo de clasificacion. Como segundo aspecto importante, nétese que, gracias al
enfoque difuso presentado y al uso de modelos de clasificaciéon afines al enfoque,
es posible conocer la fuerza o grado en que cada ejemplo pertenece a los diferentes
tipos y subtipos. Esto ultimo es una estrategia que no se habia abordado en tra-
bajos anteriores de leucemia aguda y que es 1til, especialmente en aquellos casos
en que debido al traslape de clases el reconocimiento es dificil. De igual manera,
es importante resaltar que el tiempo requerido en la determinacion de los modelos

de clasificacion para los 42 conjuntos de datos de leucemia aguda fue de 4 dias.
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En este trabajo de tesis se propone la seleccion automatica de un modelo de
clasificacion, basado en un pre-procesamiento difuso de las caracteristicas, adecua-
dos al problema de leucemia aguda. La determinacién automatica del modelo de
clasificacion involucra la eleccion del método de seleccion de atributos, el niimero
de propiedades lingiiisticas, el tipo de funcién de pertenencia, asi como los para-
metros de éstos que minimicen la imprecision provocada por el grado de traslape.
Asimismo, se selecciona el algoritmo de clasificacion difuso y los parametros aso-
ciados al mismo y la seleccién de los miltiples modelos de clasificacion que son
combinados en un ensamble. Ademas, la ventaja principal de la seleccion au-
tomética del modelo de clasificacion es que no requiere conocimiento del dominio
de los datos involucrados.

De los resultados obtenidos con el método propuesto en la presente tesis se
puede observar que éstos fueron mejorados en comparacion con trabajos previos
que no realizan selecciéon de modelo. Con esto se demuestra experimentalmente la
importancia de elegir adecuadamente el modelo de clasificacion para un problema

determinado. También puede notarse que el desempeno del método propuesto

103
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es comparable con resultados obtenidos por métodos que realizan selecciéon de
modelo reportados en la literatura, anadiendo la ventaja que otorga conocer el
grado de pertenencia de una instancia a cada clase como informacion adicional.
Esta informacion es especialmente 1til en aquellos casos donde el traslape entre
clases es alto, por lo que su diferenciaciéon se dificulta.

Es importante resaltar que los resultados obtenidos en clasificacién de leucemia
aguda fueron consistentes tanto en la regién de célula completa como en las re-
giones de nicleo y citoplasma. También, es destacable que, a diferencia de otros
enfoques que combinan miltiples modelos de clasificacién por promedio simple,
el método propuesto determina la forma de combinarlos, siendo en la mayoria de

los casos por promedio pesado.

6.1. Contribucion

En el presente trabajo de tesis se resaltan las siguientes contribuciones:

= un método para la clasificacion de clases traslapadas mediante la asignacién
de grados de pertenencia a los diferentes ejemplos de leucemia aguda a tipos

y sub-tipos,

= determinacion de un modelo de clasificaciéon adecuado a cada conjunto de

datos,

= determinacion de un ensamble de clasificadores y la forma en la que se

combinan las predicciones de miltiples clasificadores individuales.

Como resultado directo de esta investigacion, a la fecha se han realizado las

siguientes publicaciones:
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6.2.

Rosales-Pérez A, Reyes-Garcia CA, and Gomez-Gil P. “Genetic Fuzzy Rela-
tional Neural Network for Infant Cry Classification” LNCS 6718, pp. 288-296,
2011. Martinez-Trinidad et al. (Eds.): Springer-Verlag Berlin Heidelberg.
Proceedings of the Third Mexican Congress on Pattern Recognition (MCPR
2011), July 2011.

Rosales-Pérez A, Reyes-Garcia CA, Gomez-Gil P, Gonzalez JA, Altamirano
L. “Genetic Selection of Fuzzy Model for Acute Leukemia Classification.” To

be published in the Proceedings of the 10th. Mexican International Confer-
ence on Artificial Intelligence, MICAT 2011 in LNAI November 2011.

Trabajo futuro

Como trabajo futuro se proponen las siguiente lineas de investigacién con

respecto a la seleccion del modelo:

extender el método propuesto para otros métodos de seleccion de atributos,

asi como algoritmos de clasificacion;

incluir otros métodos de pre-procesamiento de los datos, tales como balanceo

de clases, estandarizacién y normalizacion, entre otros;

explorar el uso de otros métodos de optimizacion como estrategias evoluti-

vas, colonia de hormigas o enjambre de particulas;

estudiar la factibilidad de usar optimizacion multiobjetivo.

Por el lado de clasificacion de leucemia se propone como posibles trabajos

futuros la recolecciéon de muestras, principalmente de sub-tipos de los que no se
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cuenta con ejemplos, asi como la clasificacion de células bifenotipicas y extracciéon

de caracteristicas mas descriptivas.
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Apéndice A

Descripcion de la base de datos de

leucemia aguda

Para los experimentos usamos la base de datos de leucemia aguda construi-
da por el IMSS en cooperacion con INAOE. Esta base de datos cuenta con 633
ejemplos de frotis de médula 6sea, los cuales fueron digitalizados por Morales [37]
usando una camara con lente Carl Zeiss con un objetivo de 100x conectada a un
microscopio. Las imagenes digitalizadas cuentan con una resolucién de 800 x 600
pixeles. Las células fueron seleccionadas y clasificadas manualmente en diferentes
tipos de leucemia aguda por un médico experto en el dominio. La tabla mues-
tra la cantidad de ejemplos por tipo y subtipo de leucemia aguda disponibles en
esta base de datos.

Las imagenes de cada célula fueron segmentadas en tres regiones: célula com-
pleta, nicleo y citoplasma. Para cada region se extrajeron caracteristicas, las
cuales fueron extraidas por Reta [45]. Las caracteristicas extraidas son de tipo
morfologicas, estadisticas, de textura, de proporciéon de tamano y de componentes

principales. Las caracteristicas morfologicas fueron extraidas de cada region (véase
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Tabla A.1: Cantidad de ejemplos por tipo y subtipo de leucemia aguda en la base de
datos del IMSS-INAOE

LLA LMA
Subtipo Cantidad Subtipo Cantidad
L1 102 M2 95
1.2 135 M3 47
M5 56
Sin clasificar 28 Sin clasificar 140
Total 295 Total 338

tabla|A.2)). Por otro lado, las de textura, estadisticas y componentes principales se
obtuvieron por cada canal del RGB y de la escala de grises para cada region (véase

tabla [A.3)). Finalmente, la tabla describe las caracteristicas de proporcién de

tamano usadas.



111

Tabla A.2: Caracteristicas extraidas para las regiones de la célula completa, nacleo y
citoplasma. En la columna correspondiente a cada regién se indica si dicha

caracteristica fue extraida o no.

Caracteristicas Nicleo Citoplasma Célula
Morfolégicas

Area Si Si Si
Perimetro Si No Si
Circularidad Si No Si
Anchura Si No Si
Altura Si No Si
Elongacién Si No Si
Eje mayor Si No Si
Eje menor Si No Si
Excentricidad Si No Si
Extension Si No Si
Didmetro equivalente Si No Si
Numero de Euler Si No Si
Area convexa Si No Si

Solidez Si No Si
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Tabla A.3: Caracteristicas extraidas para las regiones de la célula completa, nucleo y
citoplasma. En la columna correspondiente a cada regién se indica si dicha

caracteristica fue extraida o no

Caracteristicas Nicleo Citoplasma Célula
Estadisticas

Moda Si Si Si
Media Si Si Si
Desviacion Estandar Si Si Si
Varianza Si Si Si
Densidad 6ptica integrada Si No Si
Promedio de densidad éptica Si No Si
Textura

Entropia Si No Si
Contraste Si No Si
Correlacién Si No Si
Energia Si No Si
Homogeneidad Si No S1

Componentes principales

PCAs St No St

Tabla A.4: Caracteristicas de proporcién de tamafio extraidas

Caracteristica Nucleo/Célula  Nucleo/Citoplasma

Area Si Si

Perimetro Si No




Apéndice B

Comparacion de resultados y

pruebas de significancia estadistica

En este apéndice se presenta una tabla completa de comparacion con los resul-
tados obtenidos en el presente trabajo de tesis y los resultados en trabajos previos
en la clasificacion de leucemia aguda. Asimismo, pruebas de significancia estadisti-
ca son realizadas para determinar si las diferencias obtenidas son estadisticamente

significativas.

B.1. Comparacion de resultados

Los resultados obtenidos con el método propuesto son mostrados en las tablas
b.1]alafp.4} éstos son comparados con los reportados por Reta [45] y Escalante [15].
La comparacioén es realizada sobre trabajos que realizaron clasificacion de leucemia
aguda basandose en la apariencia morfolégica de la célula; ademés, los trabajos
de Reta [45] y Escalante [15], quienes usaron los mismos conjuntos de datos que

los usados en los experimentos en este trabajo de tesis. Para la comparacion de
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los resultados se usa la métrica del area bajo la curva ROC, la cual es usada
como métrica de evaluacion en trabajos previos. En la tabla [B.1] se muestran los
resultados reportados en los trabajos previos y los reportados en la presente tesis;

el mejor resultado para cada caso esta en negrita.

Tabla B.1: Comparaciéon de resultados de clasificaciéon para cada experimento. Los
resultados son el promedio de los resultados obtenidos usando validacion

cruzada con 10 particiones. En cada caso el mejor resultado es presentado

en negrita
Conjunto de datos Escalante [15] Método
Reta [45]

Region  Caracteristicas PSMS EPSMS  Individual Ensamble

ALL vs AML

Célula A 89.26 % 93.87% 95.14 % 93.90 % 95.12%
B 79.06 % 83.41 % 83.43 % 83.06 % 83.66 %
C 89.92 % 93.15% 95.04 % 93.68 % 92.44 %

N&Ci A 90.65 % 95.16 % 96.16 % 95.38 % 95.23 %
B 81.27% 79.74 % 80.32% 83.27% 81.20 %
C 92.17% 95.66 % 96.66 % 96.13 % 95.01 %

L1 vs L2

Célula A 81.40 % 87.68 % 92.24 % 91.89% 92.46 %
B 76.08 % 88.54 % 84.11 % 76.69 % 82.22%
C 82.25% 79.07 % 92.38% 88.34 % 93.55%

N&Ci A 90.69 % 74.79 % 94.10 % 91.92% 94.45 %
B 83.67 % 87.45 % 87.41% 81.51% 87.43 %
C 88.61 % 88.06 % 93.09 % 91.03% 93.00 %

M2 vs M3 y M5
Célula A 80.45 % 91.93% 95.78 % 96.22 % 96.32 %
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Tabla B.1: Comparaciéon de resultados de clasificacién para cada experimento. Los
resultados son el promedio de los resultados obtenidos usando validacién
cruzada con 10 particiones. En cada caso el mejor resultado es presentado

en negrita (continuacion).

Conjunto de datos Escalante [15] Método
Reta [45]

Region  Caracteristicas PSMS EPSMS  Individual Ensamble
B 71.06 % 72.99% 80.33 % 78.89% 82.51%
C 84.12% 95.93 % 95.70 % 92.46 % 95.72%

N&Ci A 95.90 % 96.71 % 95.70 % 92.50 % 95.70 %
B 78.93% 79.06 % 83.48% 79.37% 82.89 %
C 94.68 % 93.65 % 94.36 % 94.83 % 94.28 %

M3 vs M2 y M5

Célula A 78.82 % 88.25 % 92.57 % 96.66 % 96.93 %
B 78.67 % 72.93% 79.86 % 70.79 % 76.02 %
C 71.01 % 92.74 % 94.15% 89.03 % 95.61 %

N&Ci A 87.97% 91.51 % 96.62 % 91.42 % 96.66 %
B 73.91% 77.26 % 76.89 % 74.46 % 79.37%
C 89.85 % 93.06 % 93.24 % 91.90 % 94.33 %

M5 vs M2 y M3

Célula A 86.64 % 87.32% 95.28 % 95.40 % 97.66 %
B 73.14 % 61.77% 75.78 % 66.02 % 76.01 %
C 84.98 % 92.29 % 95.85 % 93.50 % 95.03 %

N&Ci A 95.52 % 92.94 % 97.68 % 96.71 % 97.55%
B 73.32% 79.24 % 85.91 % 70.60 % 83.22 %

C 93.54 % 88.97% 93.07% 95.52% 93.45 %
M2 vs M3 vs M5
Célula C 78.66 % 92.37% 93.94% 90.92% 93.98 %
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Tabla B.1: Comparaciéon de resultados de clasificaciéon para cada experimento. Los
resultados son el promedio de los resultados obtenidos usando validacién
cruzada con 10 particiones. En cada caso el mejor resultado es presentado

en negrita (continuacion).

Conjunto de datos Escalante [15] Método
Reta [45]
Region  Caracteristicas PSMS EPSMS  Individual Ensamble
N&Ci  C 92.80 % 92.36 % 93.94 % 93.23 % 95.43 %

L1 vs L2 vs M2 vs M3 vs M5
Célula C 84.03 % 91.13% 93.78 % 85.05 % 94.21 %
N&Ci C 92.33% 90.62 % 94.21 % 83.50 % 93.61 %

B.2. Prueba de significancia estadistica

En esta seccion se describen las pruebas de significancia estadistica de los
resultados obtenidos con el método propuesto, con los reportados en otros tra-
bajos. Esta prueba determina si una diferencia es estadisticamente significativa
o no. Una diferencia estadisticamente significativa indica que existen evidencias
estadisticas de que hay una diferencia; esto no implica que la diferencia sea grande
o importante [27].

La prueba de los signos de Wilcoxon ( Wilcozon signed rank test) [54] se uso6
para este tipo de prueba. Esta prueba ordena por rango los valores de las diferen-

cias en desempeno de dos clasificadores para cada conjunto de datos, ignorando los
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signos y compara la suma de los 6rdenes para las diferencias positivas y negativas
[9]. Esta prueba es realizada de la siguiente forma:

Sea d; la diferencia en desempeno de dos clasificadores sobre el i-ésimo conjunto
de datos de N conjuntos de datos. A las diferencias se les asigna un orden de
acuerdo con su valor absoluto y en caso de empate se asigna el promedio de éstos.
Sea T la suma de todos los ordenes cuya diferencia es positiva y T~ la suma
de los 6rdenes cuya diferencia es negativa. Los 6rdenes de d; = 0 son divididos a
la mitad entre las dos sumas, T y T7; en caso de existir un nimero impar de

diferencias igual a cero, uno es ignorado.

Tt = Z orden(d;) + % Z orden(d;) (B.1)

d;>0 d;=0

T™ = Z orden(d;) + % Z orden(d;) (B.2)

d; <0 d;=0

Sea T el minimo de T y T, entonces la hipotesis nula es rechazada si el
valor de T" es menor que un valor critico, el cual es dependiente de N y el nivel de
significancia, . Los valores criticos, generalmente, son encontrados en una tabla;
sin embargo, una aproximaciéon para determinar la significancia de T" puede ser

calculada como:

T — 1N (N+1)]
VEN (N +1) 2N +1)

Si Z es mayor que un umbral dependiente del nivel de significancia «, entonces,

7 —

(B.3)

se rechaza la hipdtesis nula [57]. En la tabla se muestran los umbrales para
distintos valores de a.
La prueba de Wilcoxon es realizada cuatro veces: la primera para comparar el

método propuesto con ensambles contra el de Reta [45]; la segunda y tercera, com-
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Tabla B.2: Umbrales para distintos valores de «

o} 0.500 0.400 0.300 0.200 0.100 0.050 0.020 0.010 0.002 0.001
Umbral 0.674 0.842 1.036 1.282 1.645 1.960 2.326 2.576 3.090 3.291

para, respectivamente, contra PSMS y EPSMS de Escalante [15]; la cuarta, contra
el mejor modelo individual obtenido por el método propuesto, esto para compro-
bar la utilidad del uso de ensambles. A continuaciéon se muestra detalladamente
la realizaciéon de la prueba de Wilcoxon para el primer caso.

La tabla [B.3] muestra los resultados en clasificacion, usando el area bajo la
curva ROC como métrica, obtenidos por Reta [45] y el método con ensambles;
también, se muestra la diferencia en desempeno en cada conjunto de datos y el

orden asignado con base en el valor absoluto de la diferencia.

Tabla B.3: Resultados en clasificacion por leucemia aguda, diferencia en el desempeno

en cada conjunto de datos y el orden asignado

Conjunto de datos
Reta [45] Propuesta

Region  Caracteristicas Ensamble Diferencia Orden

ALL vs AML

Célula A 89.26 95.12 5.86 20
B 79.06 83.66 4.60 18
C 89.92 92.44 2.52 07

N&Ci A 90.65 95.23 4.58 17
B 81.27 81.20 —0.07 01
C 92.17 95.01 2.84 10

L1 vs L2

Célula A 81.40 92.46 11.06 27
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Tabla B.3: Resultados en clasificaciéon por leucemia aguda, diferencia en el desempeno

en cada conjunto de datos y el orden asignado (continuacion).

Conjunto de datos Propuesta
Reta [45]

Region  Caracteristicas Ensamble Diferencia Orden
B 76.08 82.22 6.14 21
C 82.25 93.55 11.30 28

N&Ci A 90.69 94.45 3.76 12.5
B 83.67 87.43 3.76 12.5
C 88.61 93.00 4.39 15

M2 vs M3 y Mb5

Célula A 80.45 96.32 15.87 32
B 71.06 82.51 11.45 29
C 84.12 95.72 11.60 30
N&Ci A 95.90 95.70 -0.20 03
B 78.93 82.89 3.96 14
C 94.68 94.28 —0.40 04

M3 vs M2 y M5

Célula A 78.82 96.93 18.11 33
B 78.67 76.02 —2.65 09
C 71.01 95.61 24.60 34
N&Ci A 87.97 96.66 8.69 22
B 73.91 79.37 5.46 19
C 89.85 94.33 4.48 16

M5 vs M2 y M3
Célula A 86.64 97.66 11.02 2
B 73.14 76.01 2.87 11
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Tabla B.3: Resultados en clasificacion por leucemia aguda, diferencia en el desempeno

en cada conjunto de datos y el orden asignado (continuacion).

Conjunto de datos Propuesta
Reta [45]
Region  Caracteristicas Ensamble Diferencia Orden
C 84.98 95.03 10.05 24
N&Ci A 95.52 97.55 2.03 06
B 73.32 83.22 9.90 23
C 93.54 93.45 —0.09 02
M2 vs M3 vs M5
Célula C 78.66 93.98 15.32 31
N&Ci  C 92.80 95.43 2.63 08
L1 vs L2 vs M2 vs M3 vs Mb
Célula C 84.03 94.21 10.18 25
N&Ci  C 92.33 93.61 1.28 05

De las ecuaciones y tenemos que T = 576 y T~ = 19, haciendo
T = min(T*,T7), entonces T = 19. La tabla muestra los valores criticos
para diferentes niveles de significancia o y N = 34. Para un nivel de significancia
a = 0.001 y N = 34, T debe ser menor que 111, por tanto la hipotesis nula es
rechazada, lo que implica que la diferencia entre los dos métodos es significativa.

La tabla[B.5] muestra las diferencias en clasificacion del método propuesto con
ensambles contra PSMS y EPSM de Escalante y el mejor modelo individual del

método propuesto; el orden para cada diferencia es mostrado entre paréntesis.
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Tabla B.4: Valores criticos de la distribucién de Wilcoxon para N = 34

o
N 0.500 0.200 0.100 0.050 0.020 0.010 0.005 0.001
34 257 221 200 182 162 148 136 111

Tabla B.5: Diferencias en los resultados de clasificaciéon y orden. El orden es mostrado

entre paréntesis

Conjunto de datos Escalante [15] Método
Region  Caracteristicas PSMS EPSMS Caso individual
ALL vs AML
Célula A 1.25(09) —0.02(02.3) 1.22(09)

B 0.25(04) 0.23(11) 0.60(06)
C —0.71(07)  —2.60(31) —1.24(10)
N&Ci A 0.07(02) —0.93(21) —0.15(02)
B 1.46(11) 0.88(20) —2.07(13.5)
C —0.65(06) —1.65(26) —1.12(08)
L1 vs L2
Célula A 4.78(25) 0.22(10) 0.57(05)
—6.32(28) —1.89(27) 5.53(28)
C 14.48(33) 1.17(23) 5.21(25)
N&Ci A 19.66(34) 0.35(13) 2.53(18)
B —0.02(01) 0.02(02.3) 5.92(29)
C 4.94(26) —0.09(08) 1.97(12)
M2 vs M3 y M5
Célula A 4.39(22) 0.54(16) 0.10(01)

B 9.52(30) 2.18(28) 3.62(23)
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Tabla B.5: Diferencias en los resultados de clasificacion y orden (continuacion)

Conjunto de datos Escalante [15] Método

Region  Caracteristicas PSMS EPSMS Caso individual
C —0.21(03)  0.02(02.3) 3.26(21)

N&Ci A ~1.01(08) 0(01) 3.20(20)
B 3.83(20)  —0.59(17) 3.52(22)
C 0.63(05)  —0.08(07) —0.55(04)

M3 vs M2 y M5

Célula A 8.68(29) 4.36(34) 0.27(03)
B 3.09(19)  —3.84(33) 5.23(26)
C 2.87(15) 1.46(24) 6.58(30)

N&Ci A 5.15(27) 0.04(05) 5.24(27)
B 2.11(13) 2.48(30) 4.91(24)
C 1.27(10) 1.09(22) 2.43(17)

M5 vs M2 y M3

Célula A 10.03(31) 2.38(29) 2.26(16)
B 14.24(32) 0.23(12) 9.99(32)
C 2.74(14)  —0.82(19) 1.53(11)

N&Ci A 4.61(24)  —0.13(09) 0.84(07)
B 3.98(21)  —2.69(32) 12.62(34)
C 4.48(23) 0.38(14) —2.07(13.5)

M2 vs M3 vs M)

Célula  C 1.61(12) 0.04(06) 3.06(19)

N&Ci C 3.07(17) 1.49(25) 2.20(15)

L1 vs L2 vs M2 vs M3 vs M5
Célula C 3.08(18) 0.43(15) 9.16(31)
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Tabla B.5: Diferencias en los resultados de clasificacién y orden (continuacion)

Conjunto de datos Escalante [15] Método
Region  Caracteristicas PSMS EPSMS Caso individual
N&Ci o C 2.99(16)  —0.60(18) 10.11(33)

Para un valor de @ = 0.001 y N = 34, 7" < 111, de la tabla [B.5] se obtienen

los siguientes datos:

1. Al comparar con PSMS se obtiene que la suma de los ordenes de las diferen-
cias positivas, ", es 542, la suma de los ordenes de las diferencias negativas,
T, es de 53, por tanto T es 53 y al ser menor que 111 la hipotesis nula se

rechaza, indicando que la diferencia entre los dos métodos es significativa.

2. Al comparar los resultados obtenidos con EPSMS se obtiene que T es
igual a 343.3, T~ es 250.3 y T" es 250.3. Al no ser 7" menor que 111, entonces
la hipotesis nula no es rechazada y, por tanto, la diferencia entre ambos

métodos no es significativa.

3. Finalmente, de la comparacion contra el mejor individual se obtiene que 7"
es 44, T~ es b1 y T es 51. La hipotesis nula es rechazada, lo que implica

que la diferencia entre ambos métodos es significativa.
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